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ÖZET 

PARÇALI LİNEER MODELLER ALTINDA PARAMETRE TAHMİNLERİ 

VE TAHMİN EDİCİLER ARASINDAKİ BAZI İLİŞKİLER  

HARUN SAKA 

ORDU ÜNİVERSİTESİ FEN BİLİMLERİ ENSTİTÜSÜ 

 

Bu tez çalışması altı bölüm halinde düzenlenmiştir. Birinci bölümde 

çalışmanın amacından bahsedilerek kısa bir giriş verilmiştir. İkinci bölümde 

çalışmamızda gerekli olacak temel tanımlar, teoremler ve genel bilgiler ifade 

edilmiştir. Üçüncü bölümde genel lineer model ve onun kısıtlamalı modeli altında 

parametrelerin alışılmış en küçük kareler tahmin edicisi (OLSE) ve en iyi lineer yansız 

tahmin edicisi (BLUE) gözönüne alınmıştır. Ayrıca genel model altındaki tahmin 

ediciler ile kısıtlamalı lineer model altındaki tahmin edicilerin eşit olması için bazı 

gerek ve yeter şartlar araştırılmıştır. Dörtüncü bölümde parçalı lineer modeller altında 

parametrelerin alışılmış en küçük kareler tahmin edicisi (OLSE) ve en iyi lineer yansız 

tahmin edicisi (BLUE) gözönüne alınmıştır. Ayrıca eşitlik veya eşitsizlik kısıtlamalı 

parçalı lineer modeller altındaki tahmin edicilerin eşit olması için bazı gerek ve yeter 

şartlar araştırılmıştır. Beşinci bölümde ise sonuç ve öneriler verilmistir. Altıncı 

bölümde ise tezde yararlanılan kaynaklar listelenmiştir. 

Anahtar Kelimeler: Matris, Rank, Genelleştirilmiş İnvers, Lineer Model, Kısıtlamalı 

Model, Parçalı Lineer Model, Kovaryans Matrisi, Alışılmış En 

Küçük Kareler Tahmin Edicisi, En İyi Lineer Yansız Tahmin 

Edici. 
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ABSTRACT 

PARAMETER ESTIMATIONS UNDER PARTITIONED LINEAR MODELS 

AND SOME RELATIONS BETWEEN PARAMETER ESTIMATORS    

HARUN SAKA 

ORDU UNIVERSITY INSTITUTE OF NATURAL AND APPLIED 

SCIENCES 

 

This thesis is organized in six parts. In the first chapter, an introduction is given 

by mentioning the purpose of the study. In the second chapter, the basic definitions, 

theorems and general information that will be required in our study are expressed. In 

the third chapter, the ordinary least squares estimator (OLSE) and the best linear 

unbiased estimator (BLUE) of parameters under a general linear model and its equality 

constrained model are considered. Also, some necessary and sufficient conditions are 

investigated for equalities of estimators under a general linear model and its 

constrained model. In the fourth chapter, the ordinary least squares estimator (OLSE) 

and the best linear unbiased estimator (BLUE) of parameters under partitioned linear 

model are considered. Furthermore, some necessary and sufficient conditions are 

investigated for equalities of estimators under equality or inequality constrained 

partitioned linear models. In the fifth chapter, conclusions and recommendations are 

given. In the sixth chapter, the sources used in the thesis are listed. 

Keywords: Matrix, Rank, Generalized Inverse, Linear Model, Constrained Model, 

Partitioned Linear Model, Covariance Matrix, Ordinary Least Squares 

Estimator, Best Linear Unbiased Estimator. 
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1. GİRİŞ 

Bugün matris teorisi ve matris inversleri üzerine inşa edilen lineer modeler ve 

bunun çeşitli uygulamaları başta teorik matematik ve istatistik olmak üzere, sosyoloji, 

kimya, fizik, yazılım mühendisliği ve elektrik mühendisliği gibi pek çok teknik alanda 

oldukça önemli bir yere sahiptir. Matris teorisi uzun yıllardır bilinmekte ve oldukça 

yaygın şekilde kullanılmaktadır. Matris kavramı ilk olarak 1850 yılında İngiliz 

matematikçi Sylvester tarafından kullanmış ve daha sonra 1853 yılında yine bir İngiliz 

matematikçisi olan Hamilton ‘Lineer and Vector Functions’ isimli eserinde matrislerin 

bazı özelliklerinden yararlanmasına rağmen henüz matris ismini kullanmamıştır. 1858 

yılında ise bir diğer İngiliz matematikçi Cayley ise kendi zamanında oldukça meşhur 

olan ‘Memorie on the Theory of Matrices’ isimli eserinde matris cebirinin temel 

esaslarını ortaya koymuştur. İlerleyen yıllarda Cayley’ in çalışmalarından yararlanarak 

Fransız Laguerre ve Alman Frobenius matrislerle ilgili çeşitli yeni kavramlar ve 

teoremler üzerinde önemli çalışmalarda bulunmuşlardır.  

Bir singüler matrisin inversi kavramı ise ilk kez 1920 yılında Moore(1920) 

tarafından ortaya atılmıştır. Ancak ta ki 1950 li yılların ortalarına kadar bu konuda 

herhangi bir sistematik çalışmaya rastlanamamaktadır. 1955 yılında, önceki yıllarda 

yapılan çalışmalardan tamamen bağımsız olarak, Penrose(1955, 1956) daha farklı bir 

yoldan Moore tarafından verilen invers kavramını yeniden tanımlamıştır. Penrose ile 

hemen hemen aynı zamanlarda yaşayan bilim adamlarından Rao(1965) tarafından 

tanımlanan ve geliştirilen Pseuda invers ise Moore ve Penrose tarafından verilen 

kısıtlamaların tamamını sağlamamaktadır. Rao, daha sonraki çalışmalarında lineer 

denklemlerle ilgili problemlerinin çözümünde yeterli olan ve Moore ve Penrose 

tarafından verilen tanımlardan daha da zayıf bir tanım ortaya koymuştur. Böyle bir 

invers, bir genelleştirilmiş invers (g-invers) olarak adlandırılmış ve bunun çeşitli 

uygulamaları Rao(1965)’ nun çalışmalarında deyatlı bir şekilde yer almıştır. 

Genelleştirilmiş inverslerle ilgili önemli gelişmeler ve bunların uygulamaları 1971 

yılında yine Rao tarafından hazırlanan Generalized Inverse of Matrices and Its 

Applications isimli kitapta verilmiştir.  

Matris denildiğinde ilk akla gelen kavramlardan birisi de rank kavramıdır. Bir 

matrisin sütunlarının ya da satırlarının doğrusal bağımsızlığını belirlemek için en basit 

yöntem, verilen matrisin elementer matris işlemler yardımıyla satır veya sütun eşelon 
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formlara indirgenmesidir. Herhangi bir matris ifadesi verildiğinde, bu ifade ile ilgili 

çeşitli rank eşitlikleri kurulabilir ve bu eşitliklerinden yararlanarak verilen ifadenin 

bazı temel özellikleri ortaya konulabilir. Son zamanlarda yapılan çalışmalarda blok 

matrisler ve elementer blok matris işlemleri kullanılarak pek çok önemli rank 

eşitlikleri verilmiş ve bu eşitliklerden önemli sonuç türetilmiştir.  

Regresyon, bir bağımlı değişken ile bağımsız değişkenler arasındaki ilişkiyi 

belirlemektir. Regresyon analizi, bağımsız değişkenlerin bazıları değiştiğinde bağımlı 

değişkenin nasıl değiştiğini anlamaya yardımcı olmaktadır. Bu yöntem değişkenler 

arasındaki neden sonuç ilişkisini tahmin etmek ve belirlemek için kullanılır. Regresyon 

teknikleri çoğunlukla bağımsız değişkenlerin sayısına ve bağımsız ve bağımlı 

değişkenler arasındaki ilişkinin türüne göre farklılık gösterebilir ve tahmin yapmak için 

kullanılan çeşitli regresyon teknikleri mevcuttur. 

Lineer korelasyon ve basit lineer regresyon, iki değişken arasındaki doğrusal 

ilişkiyi inceleyen istatistiksel yöntemlerdir. Burada şu farklılığı vurgulamak faydalı 

olacaktır: Korelasyon, iki değişkenin ne kadar ilişkili olduğunu gösterirken, doğrusal 

regresyon, iki değişken arasındaki ilişkiye dayanarak birinin değerini diğerinden 

tahmin etmeyi sağlayan bir denklem (veya model) oluşturmayı içermektedir. Doğrusal 

regresyon, bir dizi noktaya en uygun düz çizgiyi veya hiper düzlemi bulmak için 

kullanılmaktadır. Bir diğer ifadeyle doğrusal regresyon, en uygun düz çizgi (regresyon 

çizgisi olarak da bilinir) kullanarak bağımlı değişken ile bir veya daha fazla bağımsız 

değişken arasında bir ilişki kurmaktır.  

Lineer (Doğrusal) regresyon istatistiksel veri analizinde sıkça kullanılan bir 

yöntemdir. Lineer regresyon, doğrusal ve sürekli değişkenler için kullanılan bir 

yöntemdir. Değişkenler arasında doğrusal ilişki gözlendiğinde geleceğe dair 

tahminde bulunmak, değişkenlerin birbirleri üzerinde nasıl etkide bulunduğunu 

incelemek ve çıkarım yapmak için doğrusal regresyon modeli kullanılır .  
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2. GENEL BİLGİLER 

2.1 Matrislerle İlgili Bazı Temel Kavramlar 

Bu kısımda daha sonraki bölümlerde kullanılacak olan bazı önemli tanımlar ve 

teoremler verilecektir. 

Tanım 2.1 K  keyfi bir cisim olmak üzere K  cismi üzerinde n bilinmeyenli m tane 

lineer denklemden oluşan bir lineer denklem sistemi  

 
1

,  1
n

ij j i

j

a x b i m
=

=    

biçiminde tanımlanır. Burada, x j
, 1 j n   ler bilinmeyenler, , 1a i mij    ler bilinen 

katsayılar ve bi  ler ise bilinen reel sayılardır. Bu denklem sistemi daha açık olarak 

            

𝑎11𝑥1 + 𝑎12𝑥2 + 𝑎13𝑥3+. . . +𝑎1𝑛𝑥𝑛 = 𝑏1
𝑎21𝑥1 + 𝑎22𝑥1 + 𝑎23𝑥3+. . . +𝑎2𝑛𝑥𝑛 = 𝑏2
. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . .
. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . .
𝑎𝑚1𝑥1 + 𝑎𝑚2𝑥1 + 𝑎𝑚3𝑥3+. . . +𝑎𝑚𝑛𝑥𝑛 = 𝑏𝑛}

 
 

 
 

 

şeklinde yazılır (Hacısalihoğlu,1977). 

Tanım 2.2 

(i) Bir K  cismi verilmiş olsun. 𝑚, 𝑛 ∈ ℕ ve 1 i m  ,1 j n  için bütün ( , )i j  sıralı 

ikililerinin kümesi 𝐴 = ℕ × ℕ ile gösterilmek üzere 

         𝑓: 𝐴 → 𝐾 , (𝑖, 𝑗) → 𝑓(𝑖, 𝑗) = 𝑎𝑖𝑗 

     fonksiyonu tanımlansın. Bu takdirde 𝑎𝑖𝑗 ∈ 𝐾 olacak şekilde seçilen .nm  tane 

elemandan oluşan bir tabloya K  cismi üzerinde tanımlı m n  tipinde bir matris 

denir.  Eğer 𝐾 = ℝ,  alınırsa bu takdirde matrise bir reel matris, 𝐾 = ℂ, alınırsa bu 

takdirde matrise bir kompleks matris adı verilir. Bu durumda 

            

11 12 1

21 22 2

1 2

  ....  

  ....  

    

  ...  

n

n

m m mn

a a a

a a a
A

a a a

 
 
 =
 
 
 

                                                                                    

matrisi kısaca 𝐴 = [𝑎𝑖𝑗]𝑚×𝑛 şeklinde gösterilir. Burada 
ija  elemanı A  matrisinin 

𝑖 −yinci satır 𝑗 −yinci sütununa karşılık gelen elemanıdır. K cismi üzerinde seçilen 

bütün 𝐴 = [𝑎𝑖𝑗]𝑚×𝑛 matrislerin kümesi  𝐾m×n  veya 𝐾𝑛
𝑚 ile gösterilir. 



4 

 

(ii) 𝐴 = [𝑎𝑖𝑗]𝑚×𝑛 ve 𝐵 = [𝑏𝑖𝑗]𝑚×𝑛matrisleri aynı boyutlu iki matris olsun. Eğer her 

bir ( ),i j  için ij ija b=  ise A  ve B  matrislerine eşittir denir ve 𝐴 = 𝐵 ile gösterilir. 

(iii) Eğer 𝐴 = [𝑎𝑖𝑗]𝑚×𝑛matrisinin her bir ija  elemanı sıfır ise, bu takdirde A  matrisine 

bir sıfır matris denir ve 𝐴 = 0 ile gösterilir. 

(iv) 𝐴 = [𝑎𝑖𝑗]𝑚×𝑛ve 𝐵 = [𝑏𝑖𝑗]𝑚×𝑛aynı boyutlu matrisler olmak üzere 𝐴 + 𝐵 toplamı  

      𝐴 + 𝐵 = [

𝑎11 + 𝑏11     𝑎12 + 𝑏12    …   𝑎1𝑛 + 𝑏1𝑛
𝑎21 + 𝑏21     𝑎22 + 𝑏22    …   𝑎2𝑛 + 𝑏2𝑛
     …                   …                       …        

𝑎𝑚1 + 𝑏𝑚1     𝑎𝑚2 + 𝑏𝑚2    …   𝑎𝑚𝑛 + 𝑏𝑚𝑛

]  

     şeklinde tanımlanır. 

(v) K  cismi üzerinde 𝑘 ∈ 𝐾  bir skaler sayı olmak üzere 𝑘𝐴 ∈ 𝐾𝑛
𝑚 matrisi  

𝑘𝐴 = [

𝑘𝑎11    𝑘𝑎12    …    𝑘𝑎1𝑛
𝑘𝑎21    𝑘𝑎22    …    𝑘𝑎2𝑛
 …          …               …     
𝑘𝑎𝑚1    𝑘𝑎𝑚2   …   𝑘𝑎𝑚𝑛

]  

        şeklinde tanımlanır. 

(vi) 𝐴 = [𝑎𝑖𝑗]𝑚×𝑝ve 𝐵 = [𝑏𝑖𝑗]𝑝×𝑛 olmak üzere A  ve B  matrislerinin çarpımı  

                𝐴. 𝐵 =

[
 
 
 
 
(𝑎11𝑏11+…+𝑎1𝑝𝑏𝑝1) … (𝑎11𝑏1𝑛+…+ a1p𝑏𝑝𝑛)

(𝑎21𝑏11+. . . +𝑎2𝑝𝑏𝑝1) … (𝑎21𝑏1𝑛+. . .+ a2p𝑏𝑝𝑛)
           …                          …                           …          
(𝑎𝑚1𝑏11+. . . +𝑎𝑚𝑝𝑏𝑝1)… (𝑎𝑚1𝑏1𝑛+. . .+ amp𝑏𝑝𝑛)]

 
 
 
 

  

       biçiminde tanımlanır (Hacısalihoğlu H.H., 1977).  

 Burada açıkca görüleceği gibi iki matrisin toplamından söz edebilmek için matrislerin 

aynı boyutlu matrisler olmaları yeterlidir. Ancak iki matrisin çarpımının tanımlı 

olabilmesi için birinci matrisin sütun sayısı ile ikinci matrisin satır sayısı birbirine eşit 

olmalıdır. Bu şartlar altında çarpım matrisi 𝐴. 𝐵 ya da AB  ile gösterilir. 

Tanım 2.3  

(i) Bir 𝐴 = [𝑎𝑖𝑗]𝑚×𝑛 matrisinde eğer  m n=  ise yani satır sayısı sütun sayısına 

eşitse bu durumda  A  matrisine bir kare matris denir. Bu durumda A  matrisindeki  

𝑎11, 𝑎22, . . . , 𝑎𝑛𝑛 elemanlarına da bu matrisin köşegen (esas köşegen) elemanları denir. 
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(ii) Köşegen elemanları 1 ve diğer tüm elemanları 0 olan bir kare matrise bir birim 

matris denir ve birim matris 
nI  şeklinde gösterilir. 

(iii) 𝐴 = [𝑎𝑖𝑗]𝑚×𝑛matrisinde aynı numaralı satır ve sütunların yer değiştirilmesi ile 

elde edilen 𝐴𝑇 = [𝑎𝑗𝑖]𝑛×𝑚 matrisine Amatrisinin transpozu denir. Uygun tipten 

matrisler için (𝐴 + 𝐵)𝑇 = 𝐴𝑇 + 𝐵𝑇 ve (𝐴𝐵)𝑇 = 𝐵𝑇𝐴𝑇 eşitlikleri sağlanır. 

(iv) A  bir kare matris olmak üzere eğer TA A=  ise, bu durumda Amatrisine bir 

simetrik matris adı verilir. 

Tanım 2.4 𝑥1, 𝑥2, … , 𝑥𝑛 ∈ ℝ
n×1 vektörleri verilsin. Bu durumda eğer  ∑ 𝑎𝑖𝑥𝑖

𝑛
𝑖=1 = 0  

olacak şekilde tümü birden sıfır olmayan 𝑎1, 𝑎2, … , 𝑎𝑛 skaler sayıları bulunabilirse bu 

takdirde 𝑥1, 𝑥2, … , 𝑥𝑛 vektörlerine lineer bağımlıdır, aksi halde lineer bağımsızdır 

denir (Hacısalihoğlu H.H., 1977). 

Tanım 2.5 A  matrisi m n  boyutlu ve 𝑎1, 𝑎2, … , 𝑎𝑛 sütunlarına sahip olan bir matris 

olsun. 𝑥𝑇 = (𝑥1, 𝑥2, . . . , 𝑥𝑛) vektörü için  𝐴𝑥 = 𝑥1𝑎1 + 𝑥2𝑎2 +⋯+ 𝑥𝑛𝑎𝑛 ifadesi A  

matrisinin sütunlarının bir lineer kombinasyonunu gösterir. Bu durumda A  matrisinin 

sütunlarının bir lineer kombinasyonu olarak ifade edilebilen bütün vektörlerin 

oluşturduğu kümeye A  matrisinin sütun uzayı veya ranj uzayı denir ve ( )A  ile 

gösterilir. ( )A , A  matrisinin sütunları tarafından gerilir ve  

            ℜ(𝐴) = {𝑦 ∈ ℝ𝑚×1: 𝑦 = 𝐴𝑥, 𝑥 ∈ ℝ𝑛×1} 

ile ifade edilir (Hacısalihoğlu H.H., 1977). 

Tanım 2.6 A  matrisinin 𝑎1, 𝑎2, … , 𝑎𝑛 satırları tarafından üretilen ℝ𝑛×1 uzayının alt 

uzayına A  matrisinin satır uzayı denir. A  matrisinin satır uzayı ℜ(𝐴𝑇) şeklinde 

gösterilir (Hacısalihoğlu H.H., 1977). 

Tanım 2.7 Herhangi bir matrisin sütun uzayının boyutuna matrisin sütun rankı ve satır 

uzayının boyutuna da matrisin satır rankı denir. Bir matrisin satır indirgenmiş eşelon 

formundaki sıfırdan farklı satırların sayısına ise o matrisin rankı denir ve bir A

matrisinin rankı ( )r A  ile gösterilir (Hacısalihoğlu H.H., 1977). 

Teorem 2.1 A  matrisi m n  boyutlu bir matris olsun. Bu takdirde A  matrisinin satır 

rankı ile sütun rankı birbirine eşittir (Hacısalihoğlu H.H., 1977). 
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Teorem 2.2 Uygun boyutlu ,A B  ve C  matrisleri için aşağıdaki ifadeler gerçeklenir 

(Hacısalihoğlu H.H., 1977): 

(i) ℜ(𝐴: 𝐵) = ℜ(𝐴) + ℜ(𝐵), 

(ii) ℜ(𝐴𝐵) ⊆ ℜ(𝐴), 

(iii) ℜ(𝐴𝐴𝑇) = ℜ(𝐴), 

(iv) ℜ(𝐶) ⊆ ℜ(𝐴) ⇔ 𝐶  matrisi AB  biçimindedir. 

(v) 𝑏𝑜𝑦(ℜ(𝐴)) = 𝑟(𝐴), 

(vi)  𝑟(𝐴) = 𝑟(𝐴𝑇) = 𝑟(𝐴𝑇𝐴) = 𝑟(𝐴𝐴𝑇). 

Tanım 2.8 2P P=  eşitliğini sağlayan bir P  matrisine bir idempotent matris denir 

(Hacısalihoğlu H.H., 1977). 

Tanım 2.9 A  matrisinin sıfır uzayı 

    𝒩(𝐴) = {𝑥 ∈ ℝ𝑛×1: 𝐴𝑥 = 0} ⊆ ℝ𝑛×1 

şeklinde tanımlanır (Hacısalihoğlu H.H., 1977). 

Tanım 2.10 𝑉1 ve 𝑉2 ℝ𝑛×1 üzerinde iki vektör üzayı olmak üzere eğer her 𝑢 ∈ 𝑉1 ve 

her 𝑣 ∈ 𝑉2 için 𝑢𝑇𝑣 = 0 ise 𝑉1 ve 𝑉2 vektör uzayları birbirine diktir denir ve 𝑉1 ⊥ 𝑉2 

ile gösterilir. Birbirine dik olan iki vektör uzayının toplamına bu iki vektör uzayının 

direct toplamı adı verilir ve 𝑉1⊕𝑉2 ile gösterilir. Eğer 𝑉1⊕𝑉2 = ℝ
𝑛×1 ise 𝑉1 ve 𝑉2 

vektör uzaylarına birbirinin dik tümleyeni denir ve bu durum 𝑉2 = 𝑉1
⊥ (veya 𝑉1 = 𝑉2

⊥) 

ile gösterilir (Hacısalihoğlu H.H., 1977). 

Tanım 2.11 𝑉 uzayı  ℝ𝑛×1 üzerinde bir vektör uzayı olsun. Her  𝑣 ∈ 𝑉 için 𝑃𝑣 = 𝑣 

ve 𝑃𝑣 ∈ 𝑉 ise 𝑃 matrisine 𝑉 üzerinde bir izdüşüm matrisi adı verilir. Öte yandan 

𝑃 matrisi 𝑉 üzerinde ve 𝐼 − 𝑃  matrisi de 𝑉⊥ üzerinde bir izdüşüm matrisi ise 𝑃 

matrisine 𝑉 üzerinde bir dik izdüşüm matrisi adı verilir (Hacısalihoğlu H.H., 1977).  

Tanım 2.12 𝐴 = (𝑎𝑖𝑗) matrisi n n  boyutlu bir kare matris olmak üzere A  matrisinin 

determinantı |𝐴| ile gösterilir ve aşağıdaki gibi tanımlanır (Hacısalihoğlu H.H., 1977). 

(i) 1n =  için |𝐴| = 𝑎11, 

(ii) 2n =  için |𝐴| = 𝑎11𝑎22 − 𝑎12𝑎21, 
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(iii) 2n   için   

             |𝐴| = 𝑎11|𝐴11| − 𝑎12|𝐴12| + ⋯ + (-1)
1+𝑛𝑎1𝑛|𝐴1𝑛| = ∑ (−1)1+𝑖𝑎1𝑖

𝑛

𝑖=1
|𝐴1𝑖| 

             dir, burada 𝐴1𝑖 , (1, 𝑖) − yinci minördür. 

Teorem 2.3 A  matrisi köşegen elemanları 𝑎11, . . . , 𝑎𝑛𝑛 olan n n  boyutlu matris 

olmak üzere, A  matrisi üst üçgensel veya alt üçgensel ya da köşegen bir matris ise bu 

durumda |𝐴| = 𝑎11𝑎12. . . 𝑎𝑛𝑛 olacaktır (Hacısalihoğlu H.H., 1977). 

Sonuç 2.1  

      (i) Amatrisi tersinir bir matris olmak üzere |𝐴| =
1

|𝐴−1|
 dir. 

(ii) I  birim matris olmak üzere |𝐼| = 1 dir (Hacısalihoğlu H.H., 1977). 

(iii) A  ve B  aynı mertebeden kare matrisler olmak üzere AB A B=  eşitliği 

gerçeklenir (Hacısalihoğlu H.H., 1977). 

Tanım 2.13 𝑦 = (𝑦𝑖) ∈ ℝ
𝑛×1 vektörü ve simetrik 𝐴 = (𝑎𝑖𝑗) ∈ ℝ

𝑛×𝑛 matrisi için, 

𝑄(𝑦) = 𝑦𝑇𝐴𝑦 = ∑ ∑ 𝑦𝑖𝑦𝑗𝑎𝑖𝑗
𝑛
𝑗=1  𝑛

𝑖=1   ifadesine, iy  elemanlarının bir kuadratik formu 

ve Amatrisine de bu kuadratik formun matrisi denir. Bu durumda 𝑦𝑇𝐴𝑦 kuadratik 

formu, simetrik bir A  matrisi tarafından karakterize edilir (Hacısalihoğlu H.H., 1977). 

Böyle bir matris için aşağıdakiler söylenebilir. 

(i) Eğer 0y   için 𝑦𝑇𝐴𝑦 > 0 ise A  pozitif tanımlıdır. 

(ii) Eğer 0y   için 𝑦𝑇𝐴𝑦 < 0 ise A  negatif tanımlıdır. 

(iii) Eğer y  için 𝑦𝑇𝐴𝑦 ≥ 0 ise A  nonnegatif tanımlıdır. 

Sonuç 2.2 Eğer 𝑄(𝑦) = 𝑦𝑇𝐴𝑦 bir kuadratik form, 𝑦 bir 𝑚 × 1 tipinde vektör ve 𝐴 

matrisi 𝑚 ×𝑚  tipinde herhangi bir simetrik matris ise, 𝑄′(𝑦) =
𝜕

𝜕𝑦
𝑄(𝑦) = 2𝐴𝑦  dir. 

Teorem 2.4  Bir A  matrisinin nonnegatif tanımlı ve r  ranklı bir matris olabilmesi 

için gerek ve yeter şart  𝐴 = 𝑅𝑅𝑇 olacak şekilde r ranklı bir R  matrisinin mevcut 

olmasıdır (Hacısalihoğlu H.H., 1977). 

Eğer AB I=  ise, B matrisine A  matrisinin sağ inversi denir ve bu invers RB−  

ile gösterilir. A  matrisine ise B matrisinin sol inversi denir ve bu invers LA−  ile 

gösterilir. A  matrisinin sağ inversi ancak A  matrisi tam satır ranklı olduğunda ve 

benzer şekilde B  matrisinin sol inversi B  matrisi tam sütun ranklı olduğunda mevcut 
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olacaktır. Buna göre sağ invers veya sol invers tek olmayabilir. 𝐴 ∈ ℝ𝑚×𝑛 üçgensel 

matris olmak üzere, rank şartları gösterir ki, m n  olduğunda sağ invers ve m n  

olduğunda da sol invers mevcut olmayabilir. Bu nedenle her iki inversin de mevcut 

olması için gerek ve yeter şart A  matrisinin bir kare matris ve tam ranklı olmasıdır. 

Bu durumda matrisin sağ inversi ile sol inversi birbirine eşit olup bu matrise, 

nonsingüler A  matrisinin inversi adı verilir ve 1A−  ile gösterilir. O halde bir  𝐴 

matrisinin inversinin mevcut ve tek olması için gerek ve yeter koşul 𝐴 matrisinin 

nonsingüler olmasıdır. Bu durumda  𝐴𝐴−1 = 𝐴−1𝐴 = 𝐼 dır. Eğer 𝐴 ve B  matrislerinin 

her ikisi de nonsingüler ve aynı boyutlu ise (𝐴𝐵)−1 = 𝐵−1𝐴−1 olacaktır. 

2.2 Matrislerin Genelleştirilmiş İnversleri 

Bu kısımda çalışmamız boyunca sık sık isimlerini zikredeceğimiz matrisler için 

bazı genelleştirilmiş inversler ve bu inverslerin çeşitli özellikleri verilecektir. 

Tanım 2.13 ℂ𝑛
𝑚, kompleks sayılar cismi üzerinde tanımlı 𝑚× 𝑛 tipindeki tüm 

matrislerin kümesini göstersin. Bir 𝐴 ∈ ℂ𝑛
𝑚 matrisi için aşağıdaki dört şartı (Moore–

Penrose şartları) sağlayan bir 𝑋 matrisine 𝐴 matrisinin bir Moore–Penrose inversi 

denir ve  𝐴† sembollerinden birisi ile gösterilir. 

(i)   𝐴𝑋𝐴 =  𝐴, 

(ii) 𝑋𝐴𝑋 =  𝑋, 

(iii) (𝐴𝑋)∗  =  𝐴𝑋, 

(iv) (𝑋𝐴)∗  =  𝑋𝐴.                                        (2.1) 

Eğer 𝑋 matrisi sadece (i) şartını sağlıyorsa, bu 𝑋 matrisine 𝐴 matrisinin bir 

genelleştirilmiş inversi (iç inversi) denir ve  𝐴− veya  𝐴(1) ile gösterilir. Sadece (ii) 

şartını sağlayan 𝑋 matrisine 𝐴 matrisinin bir dış inversi denir ve 𝐴(2) ile gösterilir. 

Hem (i) hem de (ii) şartını sağlayan 𝑋 matrisine ise 𝐴 matrisinin bir yansımalı 

genelleştirilmiş inversi denir ve 𝐴(1,2) ile gösterilir.  

Bu tanınma göre eğer 𝐴  matrisi nonsingüler bir matris ise bu takdirde 𝐴−1 

matrisinin Moore–Penrose invers şartlarını sağlayacağı açıktır, yani 𝐴−1 = 𝐴† dir. 

Bununla birlikte, eğer 𝐴 matris bir singüler matris veya kare olmayan bir matris ise, 

bu durumda Moore–Penrose şartlarını sağlayan bir 𝐴† matrisinin mevcut olup 

olmadığı sorusu akla gelebilir. Bu sorunun cevabı her 𝐴 matrisi için bir  𝐴† matrisinin 
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mevcut ve tek olduğu şeklinde olacaktır. Aşağıda bu durum gösterilecektir. Ayrıca bu 

şekilde tanımlanan Moore–Penrose inversin bazı önemli özellikleri verilecektir. 

Öncelikle belirtelim ki eğer 𝐴 matrisi 𝑚 × 𝑛 tipinde bir sıfır matris ise, bu takdirde  𝐴† 

matrisi  𝑛 × 𝑚 tipinde sıfır matris olacağı açıktır.  

Teorem 2.5 Her 𝐴 matrisi için Moore–Penrose şartlarını sağlayan bir ve yalnız bir tek 

𝐴† matrisi vardır (Pringle ve Rayner., 1971). 

Teorem 2.6 (i)  𝑚× 𝑛 boyutlu  𝐴 matrisinin tüm elemanları 1 ise, 𝐴† =
1

𝑚.𝑛
𝐴∗ dir. 

(ii)  𝑎, 𝑛 × 1 tipinde bir sütun vektörü ise, bu durumda  𝑎† = (𝑎∗𝑎)−1𝑎∗ dir. 

 (iii) 𝑎, 1 × 𝑛 tipinde bir satır vektörü ise, bu durumda 𝑎†, 𝑎† = 𝑎∗(𝑎𝑎∗)−1     

şeklindedir (Pringle ve Rayner., 1971). 

Teorem 2.7 𝐴 herhangi bir matris olmak üzere  

                 (𝐴∗)† = (𝐴†)∗                                                              (2.2) 

eşitliği geçerlidir (Pringle ve Rayner., 1971). 

Sonuç 2.3 Bir matrisin Moore–Penrose inversinin Moore–Penrose inversi matrisin 

kendisine eşittir. Yani, bir 𝐴 matrisi için, (𝐴†)† = 𝐴 dir (Pringle ve Rayner., 1971).  

Teorem 2.8 Herhangi bir 𝐴 matrisi için 𝑟(𝐴) = 𝑟(𝐴†) eşitliği gerçeklenir, yani bir 

matrsn rankı ile Moore-Penrose inversinin rankı eşittir (Pringle ve Rayner., 1971). 

Bu teoremin sonucu olarak eğer 𝐴 matrisinin rankı 𝑟 ise, bu takdirde  𝐴†, 𝐴𝐴†,

𝐴†𝐴, 𝐴𝐴†𝐴  ve 𝐴†𝐴𝐴† matrislerinin her birinin rankının da 𝑟 olduğu görülür. 

Sonuç 2.4 Eğer 𝐴 matrisi simetrik ve idempotent bir matris ise, bu takdirde 𝐴† = 𝐴 

dir (Pringle ve Rayner., 1971).  

Sonuç 2.5 Eğer 𝐴 = Köş{𝑎11, 𝑎22, … , 𝑎𝑛𝑛} ise, bu takdirde 𝐴 matrisinin Moore–

Penrose inversi 𝐴†, 𝑖–yinci satır ve 𝑖–yinci sütunda yer alan köşegen elemanı 𝑎𝑖𝑖 ≠ 0 

iken 𝑎𝑖𝑖
−1 ve 𝑎𝑖𝑖 = 0 iken 0 olan bir köşegen matristir (Pringle ve Rayner., 1971). 

Teorem 2.9 

 (i) 𝐴, 𝑚× 𝑛 matrisi tam satır ranklı ise, 𝐴† = 𝐴∗(𝐴𝐴∗)−1 ve 𝐴𝐴† = 𝐼𝑚 dir 

(ii) 𝐴, 𝑚 × 𝑛 matrisi tam sütun ranklı ise, 𝐴† = (𝐴∗𝐴)−1𝐴∗ ve 𝐴†𝐴 = 𝐼𝑛 olur (Pringle 

ve Rayner., 1971). 
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Teorem 2.10 𝐵 ≠ 0 ve 𝐶 ≠ 0 olmak üzere 𝐵  ve 𝐶 matrisleri sırasıyla 𝑚 × 𝑟 ve 𝑟 × 𝑛 

tipinde olmak üzere 𝑟(𝐵) = 𝑟(𝐶) = 𝑟 olsun. Bu takdirde, 

             (𝐵𝐶)† = 𝐶†𝐵†                                                              (2.3) 

eşitliği sağlanır (Pringle ve Rayner., 1971). 

Teorem 2.11 ,  ve A B C  uygun boyutlu matrisler olmak üzere aşağıdaki ifadeler 

doğrudur (Pringle ve Rayner., 1971): 

(i) (𝐴†)† = 𝐴 

(ii) 𝐴𝐴† ve  𝐴†𝐴 idempotenttir. 

(iii) 𝑟(𝐴) = 𝑟(𝐴†) = 𝑟(𝐴𝐴†) = 𝑟(𝐴†𝐴), 

(iv) 𝐴𝑇𝐴𝐴† = 𝐴𝑇 = 𝐴†𝐴𝐴𝑇 ve 𝐴𝑇(𝐴†)𝑇𝐴† = 𝐴† = 𝐴†(𝐴†)𝑇𝐴𝑇 , 

(v) 𝐴 = 0 ⇔ 𝐴𝐵 = 0 , 𝐴† = 0 ⇔ 𝐵†𝐴† = 0 ve 𝐴†𝐵 = 0 ⇔ 𝐴𝑇𝐵 = 0 

(vi) 𝑟(𝐴) = 𝑟(𝐴−𝐴) = 𝑟(𝐴𝐴−) ≤ 𝑟(𝐴−), 

Teorem 2.12 Herhangi bir 𝐴 matrisi için 𝑃𝐴 = 𝐴𝐴− matrisi ℜ(𝐴) üzerinde bir izdüşüm 

matrisidir. Ayrıca 𝐴(𝐴𝑇𝐴)−𝐴𝑇 matrisi ℜ(𝐴) üzerinde bir dik izdüşüm matrisidir 

(Pringle ve Rayner., 1971). 

Tanın 2.14  𝐴 ∈ ℝ𝑚×𝑛 matrisi ve 𝑔 ∈ ℝ𝑚×1 vöktörü verilmiş olsun. Bu durumda 

𝐴𝑥 = 𝑔  olacak şekilde bir 𝑥 ∈ ℝ𝑛×1 vektörü varsa 𝐴𝑥 = 𝑔  denklem sistemi tutarlıdır 

denir (Pringle ve Rayner., 1971). 

Teorem 2.13   𝐴 ∈ ℝ𝑚×𝑛 matrisi ve 𝑔 ∈ ℝ𝑚×1 vöktörü verilmiş olsun. Bu durumda  

𝐴𝑥 = 𝑔  denklem sisteminin tutarlı olması için gerek ve yeter şart 𝐴𝐴−𝑔 = 𝑔 

olmasıdır. Bu durumda  𝐴𝑥 = 𝑔  denklem sisteminin genel çözümü  ℎ ∈ ℝ𝑛×1 keyfi 

bir vektör olmak üzere 

                𝑥 = 𝐴−𝑔 + (𝐼 − 𝐴−𝐴)ℎ                                                                            (2.4) 

şeklindedir (Pringle ve Rayner., 1971). 
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3 MATERYAL ve YÖNTEM  

3.1 Lineer Modelin Kurulumu 

𝑌  𝑛 × 1 tipinde bir gözlemler vektörü (rasgele vektör), X  𝑛 × p (𝑛 < p) 

tipinde bir bilinen katsayı matrisi,   p × 1 tipinde bir bilinmeyen parametre vektörü 

ve ( ) 0E  = , 𝐶𝑜𝑣(𝜀) = 𝛴 olmak üzere   ise 𝑛 × 1 tipinde rasgele değişkenlerin 

gözlenebilir olmayan bir vektörü olsun. Bu durumda bu değişkenler arasında 

      Y X = +                                                                                                    (3.1) 

biçiminde varsayılan bir bağıntıya bir lineer model veya lineer regresyon modeli denir. 

Bu model,   rasgele hata vektörünün dağılımına ve 𝛴 kovaryans matrisine ya da X  

matrisinin yapısına ve rankına bağlı olarak bazı özel durumlara sahiptir.   rasgele hata 

vektörünün dağılımı hakkında ise üç durum göz önüne alınabilir. Bunlar  𝜀 rasgele 

vektörünün 𝜀 ∼ 𝑁(0, 𝜎2𝐼) dağılımına sahip olması durumu, 𝜀 un bilinmeyen bir 

dağılıma sahip olup ( )E  =0 ve ( ) 2Cov I =  şeklinde olması durumu ya da V   nin 

bilinen pozitif definit bir matris olmak üzere 𝐶𝑜𝑣(𝜀) = 𝜎2𝑉 şeklinde olması 

durumudur. Birinci durumda her bir i  rasgele değişkeni 0 ortalamalı, 2  bilinmeyen 

varyanslı normal dağılıma sahip olup 𝜀𝑖 , 𝑖 = 1,2,3, … ,𝑁, ler kendi aralarında 

bağımsızdır. İkinci durumda, her bir i  nin beklenen değeri sıfır ise, i  ler ilişkisiz ve 

i  ler ortak 2  bilinmeyen varyansına sahiptirler. Birinci ve üçüncü durumdaki 

varsayımlar altında modele bir Gauss-Markov modeli denir. İkinci durumdaki modele 

ise en küçük kareler modeli adı verilir. Ayrıca eğer hata terimi bir normal dağılıma 

sahip ise bu durumda modellere hipotez modelleri de denilmektedir. 

(31) lineer modelinde X   vektörüne modelin deterministik kısmı, Y ve   

vektörlerine ise modelin stokastik kısmı adı verilir. Y vektörü bağımlı değişken, tepki 

değişkeni veya açıklanan değişken adı verilen bir rastgele değişken ile ilgili gözlemler 

vektörüdür. X  matrisine modelin tasarım matrisi, açıklayıcı değişkenlerin matrisi, 

bağımlı değişkenlerin gözlem matrisi gibi isimler de verilmektedir,   vektörüne ise 

hata vektörü denilmektedir. Doğal yaşamda olayların lineer modeller yardımıyla ifade 

edilmesi aşamasında  𝑌, 𝑋,   ve   değişkenleri değişik biçimlere yorumlanmaktadır. 
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Örneğin bazı modellerde Y üretim miktarı iken, bazılarında boy uzunluğu, bazılarında 

ağırlık ve bazılarında ise bir ekonomik değişken olarak alınır. 

Belli bir cins meyvedeki meyve suyu miktarını bu meyvenin ağırlığına bağlı 

olarak incelemek istediğimiz varsayalım. Gerçekte bir meyvedeki meyve suyu miktarı 

sadece meyvenin ağırlığına bağlı değildir. Ama ağırlık ile meyvedeki meyve suyu 

miktarı arasında bir fonksiyonel bağıntının varlığını kabul ederek, gözlemlerin bunu 

doğrulayıp doğrulamadığını, gözlemlerden çıkarılan bir bağıntının bulunmasını ve 

bunların neticesinde de ağırlığa bağlı olarak meyvedeki meyve suyu miktarını tahmin 

etmek isteyebiliriz. Bu örnekte açıklayıcı değişken olan meyvenin ağırlığı ve açıklanan 

değişken olan meyve suyu miktarı birer rasgele değişken olacaktır. Bu durumda eğer 

ağırlığı X  ile ve meyve suyu miktarını da  Y  ile gösterirsek X  ve Y  değişkenlerinin 

bir ortak dağılımı söz konusu olacaktır. Burada 𝐸(𝑌|𝑋 = 𝑥) = 𝑔(𝑥) ifadesine Y  

değikeninin X  değişkeni üzerindeki bir regresyon denklemi adı verildiğini ve X  ve 

Y değişkenlerinin ortak dağılımının normal olması durumunda regresyon denkleminin 

𝐸(𝑌|𝑋 = 𝑥) = 𝑔(𝑥) = 𝛽0 + 𝛽1𝑥  

şeklinde ifade edilebileceğini hatırlatalım. ( ),X Y  iki boyutlu rasgele değişkeninin 

ortak dağılımından N  birimlik örneklem, (𝑋𝑖, 𝑌𝑖) , 𝑖 = 1,2, . . . , 𝑁,  olmak üzere 

               𝑌𝑖 = 𝛽0 + 𝛽1𝑋𝑖 + 𝜀𝑖,   𝑖 = 1,2, . . . , 𝑁, 𝜀𝑖 ∼ (0, 𝜎
2𝐼) 

veya matris formatında 

𝑌 = [

𝑌1
𝑌2
⋮
𝑌𝑁

]

𝑁×1

,   𝑋 = [

1
1
⋮
1

     

𝑋1
𝑋2
⋮
𝑋𝑁

]

𝑁×2

,   𝜀 = [

𝜀1
𝜀2
⋮
𝜀𝑁

]

𝑁×1

 ve  𝛽 = [
𝛽0
𝛽1
]
2×1

 

matris gösterimleri altında 

   ,  Y X = +  

modeline bir basit lineer regresyon modeli adı verilir. Öte yandan X  ve Y  rasgele 

değişkenleri arasında bir ortak dağılım düşünülmeden sadece Y  bağımlı değişkeni ile 

ilgili gözlemlere dayalı olarak, 

     𝑌𝑖 = 𝛽0 + 𝛽1𝑋𝑖 + 𝜀𝑖, 𝑖 = 1,2, . . . , 𝑁, 

biçiminde bir ifade söz konusu olduğunda ise modele basit lineer model denir. 
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Bir lineer modelde eğer açıklayıcı değişken sayısı birden fazla ise bu durumda 

modele bir çoklu lineer model denir. Öte yandan bir lineer modelde eğer bağımlı 

değişken sayısı birden çok ise bu durumda da modele çok değişkenli model adı 

verilmektedir. Sıcaklık ile basıncın sertlik üzerindeki etkisinin bir fonksiyon biçiminde 

bir bağıntı ile ifade edilip edilemeyeceği, bu bağıntının biçiminin ne olacağı veya 

sıcaklık ile basınç değişkenlerinin sertliği ne derecede etkileyip etkilemediği gibi 

sorunlar ilk olarak metalürji biliminin sorunları gibi gözükmektedir. Metalürji 

biliminin kanunlarına göre sıcaklık ile basıncın sertlik üzerindeki etkisi tam olarak 

belirlenmiş olabilir veya verilen bağıntı biçimsel olarak belirlenmiş ancak içinde 

bilinmeyen katsayılar mevcut ya da aralarında bir bağıntı var ama ne olduğu 

belirlenmemiş olabilir. Böyle bir durumda ilk durum için istatistikçinin yapacağı fazla 

bir şey yoktur. Belki de sadece belirlenmiş olan modelin geçerliliğinin sınanmasında 

yardımcı olabilir. İkinci ve üçüncü durumlar için ise istatistikçiye çok önemli görevler 

düşmektedir. Amaç belirlendikten sonra, örneğin bu amaç hangi sıcaklık ve basınç 

altında malzemenin sertliği maksimum seviyeye ulaşmaktadır şeklinde olabilir, 

gözlemlerin alınacağı en uygun deney tasarımının seçilmesi ve daha sonra istatistiksel 

sonuç çıkarımının yapılması istatistik biliminin en öncelikli ve önemli sorunudur. 

Bir diğer örnek olarak belirli bir zirai ürünün verimini incelemek istediğimizi 

varsayalım. Şüphesiz verim, toprak ve hava ile ilgili birçok tabiat özelliğinin yanında 

sulama, gübreleme, toprağı işleme gibi bazı dış etkenlere de bağlı olacaktır. Bu 

nedenle modelleme sırasında çok karmaşık olan gerçek hayattaki ilişkilerden bazılarını 

ihmal ederek, verim miktarı (𝑌) için, yağış miktarı (𝑋1), sıcaklık ortalaması (𝑋2), 

gübre miktarı (𝑋3) ve birim metrekareye ekilen bitki sayısı (𝑋4) değişkenlerine bağlı,  

    𝑌 = 𝛽0 + 𝑋1𝛽1 + 𝑋2𝛽2 + 𝑋3𝛽3 + 𝑋4𝛽4 + 𝜀  

biçiminde bir modelin geçerli olacağı varsayılmaktadır. Bu durumda gerek model 

geçerliliğinin sınanması ve gerekse geçerli bir modelde açıklayıcı değişkenlerin 

etkilerinin, yani parametrelerin tahmin edilmesi amacıyla yapılacak araştırmada veri 

toplama işlemi uygulamada pek de kolay olmayacaktır. Bu durumda modeldeki yağış 

miktarı ve sıcaklık ortalaması ile ilgili açıklayıcı değişkenler birer rasgele değişken 

olmasına rağmen gübre miktarı ile ilgili açıklayıcı değişken bir deterministik değişken 

olarak görülebilir.  
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3.2 Basit Lineer Modellerde Parametre Tahmini 

Bir deneyin 𝑛 kez tekrarındaa aşağıdaki verinin elde edildiğini varsayalım.  

 Gözlem 

  Numarası 
𝑦 

tepkimesi 

𝑋1       𝑋2   ⋯   𝑋𝑝     
açıklayıcı değişkenleri 

1

2

n

         

1

2

n

y

y

y

 

          𝒙11  𝒙12 ⋯   𝒙1𝑝 

     𝒙21  𝒙22  ⋯  𝒙2𝑝 

    ⋮        ⋮       ⋱    ⋮ 

      𝒙𝑛1  𝒙𝑛2  ⋯  𝒙𝑛𝑝 

 Bu durumda eğer modelin  

                   𝑦 = 𝛽0 + 𝛽1𝑋1 + 𝛽2𝑋2 +⋯+ 𝛽𝑝𝑋𝑝 + 𝜀  

olduğunu kabul eder ve gözlemlerin 𝑛- lilerinin aynı modele işleyeceği de varsayılırsa 

bu durumda bunlar arasında 

   𝑦1 = 𝛽0 + 𝛽1𝑥11 + 𝛽2𝑥12 +⋯+ 𝛽𝑝𝑥1𝑝 + 𝜀1  

   𝑦2 = 𝛽0 + 𝛽1𝑥21 + 𝛽2𝑥22 +⋯+ 𝛽𝑝𝑥2𝑝 + 𝜀2  

     ⋮                                   ⋮ 

    𝑦𝑛 = 𝛽0 + 𝛽1𝑥𝑛1 + 𝛽2𝑥𝑛2 +⋯+ 𝛽𝑝𝑥𝑛𝑝 + 𝜀𝑛 

şeklinde bir bağıntının sağlanacağı söylenebilir. Bu takdirde bu  𝑛 tane denklemden 

oluşan sistem matris formunda 

                [

𝑦1
𝑦2
⋮
𝑦𝑛

] =

[
 
 
 
1 𝑥11 𝑥12 ⋯ 𝑥1𝑝
1 𝑥21 𝑥22 ⋯ 𝑥2𝑝
⋮ ⋮ ⋮ ⋱ ⋮
1 𝑥𝑛1 𝑥𝑛2 ⋯ 𝑥𝑛𝑝]

 
 
 

[

𝛽0
𝛽1
⋮
𝛽𝑝

] + [

𝜀1
𝜀2
⋮
𝜀𝑛

]     

olarak ya da genel olarak  

                    𝑦 = 𝑋𝛽 + 𝜀  

biçiminde ifade edilir. Burada y = (y1, y2, … , yn)
𝑇 inceleme değişkeni üzerinde n 

sayıda gözlemden oluşan 𝑛 × 1 tipinde bir vektör olup  

                              𝑋 = [

𝑥11 𝑥12 ⋯ 𝑥1𝑝
𝑥21 𝑥22 ⋯ 𝑥2𝑝
⋮ ⋮ ⋱ ⋮
𝑥𝑛1 𝑥𝑛2 ⋯ 𝑥𝑛𝑝

]   
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𝑝 sayıda açıklayıcı değişkenin her birisi üzerinde 𝑛 sayıda gözlemin 𝑛 × 𝑝 boyutlu bir 

matrisidir. 𝛽 = (𝛽1, 𝛽2, … , 𝛽𝑝)
𝑇
 regresyon katsayılarının  𝑝 × 1 boyutlu bir vektörü 

olup 𝜺 = (𝜺1, 𝜺2, … , 𝜺𝑛)
𝑇 ise rasgele hata bileşenlerinin veya hata terimlerinin 1n  

tipinde bir vektörü olacaktır. Eğer modelde bir regresyon sabiti mevcut ise, bu 

durumda 𝑋 matrisinin birinci sütunu (1,1, … ,1)𝑇 şeklinde alınır. İstatistiksel sonuçlar 

ortaya çıkarmak için 𝑦 = 𝑋𝛽 + 𝜀 lineer modelinde bazı ilave varsayımlara da ihtiyaç 

duyulur. Bu varsayımlar regresyon katsayıları için tahmin edicinin istatistiksel 

özelliklerinin verilmesinde kullanılır ve aşağıdaki şekilde sıralanabilir:  

(i) 𝐸(𝜺) = 0. 

(ii) 𝐸(𝜀𝜀𝑇) = 𝜎2𝐼𝑛. 

(iii) 𝑟(𝑋) = 𝑝 

(iv) 𝑋 stokastik (rasgele) olmayan bir matristir. 

(v)  𝜀 ∼ 𝑁(0, 𝜎2𝐼𝑛). 

Lineer modellerde regresyon katsayı vektörünün tahminini belirlemek için 

kullanılan en genel yöntem, seçilen uygun bir 𝐿 fonksiyonu için, 

         ∑ 𝐿(𝜀𝑖)
𝑛
𝑖=1 = ∑ 𝐿(𝑦𝑖 − 𝑥𝑖1𝛽1 − 𝑥𝑖2𝛽2 −⋯− 𝑥𝑖𝑝𝛽𝑝)

𝑛
𝑖=1     

toplamını minimum yapmaktır. Lineer modellerde genel olarak parametrelerin tahmini 

için 𝐿(𝒙) = 𝒙2 ile verilen en küçük kareler yöntemi göz önüne alınmaktadır. Bu 

amaçla   vektörlerinin kümesini B ile gösterelim. Eğer özel bir ek bilgi verilmez ise, 

B  kümesi k − boyutlu reel öklid uzayında olacaktır. Amacımız i  hatalarının kareleri 

toplamını, yani, 𝑦 ve 𝑋 in verilen değerleri için, 𝐵 kümesinde 

         𝑆(𝛽) = ∑ 𝜀𝑖
2𝑛

𝑖=1
= 𝜀𝑇𝜀 = (𝑦 − 𝑋𝛽)𝑇(𝑦 − 𝑋𝛽)                                         (3.2) 

fonksiyonunu minimum yapacak olan bir  𝑏𝑇 = (𝑏1, 𝑏2, … , 𝑏𝑝) vektörü bulmaktır. Bu  

durumda 𝑆(𝛽) fonksiyonu reel değerli, konveks ve türevlenebilir bir fonksiyon olup 

bir minimumu daima mevcut olacaktır. Bunun için 

                                𝑆(𝛽) = 𝑦𝑇𝑦 + 𝛽𝑇𝑋𝑇𝑋𝛽 − 2𝛽𝑇𝑋𝑇𝑦  

yazılır ve  𝑆(𝛽) fonksiyonunun 𝛽 ya göre 1. ve 2. türevleri alınırsa Sonuç 2.2 den 
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𝜕𝑆(𝛽)

𝜕𝛽
= 2𝑋𝑇𝑋𝛽 − 2𝑋𝑇𝑦,      

𝜕2𝑆(𝛽)

𝜕𝛽2
= 2𝑋𝑇𝑋     

yazılabilir. Dolayısıyla normal denklemimiz 

                   
𝜕𝑆(𝛽)

𝜕𝛽
= 0 ⇒ 𝑋𝑇𝑋𝛽 = 𝑋𝑇𝑦   

şelinde olacaktır. Burada 𝑟(𝑋) = 𝑝 olduğu kabul edildiğinden 𝑋𝑇𝑋 matrisi pozitif 

tanımlı olacaktır ki bu durumda da normal denklemimizin yegane çözümü  

                              𝛽̂ = (𝑋𝑇𝑋)−1𝑋𝑇𝑦                                                                                         (3.3) 

olur.  Bu ise 𝛽 nın alışılmış en küçük kareler tahmin edicisi (OLSE) olarak adlandırılır. 

Öte yandan X matrisinin tam sütun ranklı olmadığı durumda,
 
(𝑋𝑇𝑋)− matrisi 𝑋𝑇𝑋 

matrisinin bir genelleştirilmiş inversi ve ℎ keyfi bir vektör olmak üzere 

                   𝛽̂ = (𝑋𝑇𝑋)−𝑋𝑇𝑦 + [𝐼 − (𝑋𝑇𝑋)−𝑋𝑇𝑋]ℎ                                                              (3.4) 

şeklinde olacaktır. Öte yandan X  matrisinin tam sütun ranklı olduğu kabulu altında 

bilinen bir V  pozitif definit matrisi için ( ) 0E  =  ve ( ) 2D V = olarak dikkate 

alındığında elde edilen normal denklemlere karşılık olarak 𝑋𝑇𝑉−1𝑋𝛽 = 𝑋𝑇𝑉−1𝑦 

normal denkleminin yegane çözümü  

         𝛽̂ = (𝑋𝑇𝑉−1𝑋)−1𝑋𝑇𝑉−1𝑦                                                                 (3.5) 

olacaktır.  Bu da 𝛽 nın genelleştirilmiş en küçük kareler edicisi olarak adlandırılır. 

Teorem 3.1 

(i) 𝑦̂ = 𝑋𝛽̂ vektörü y  vektörünün bir tahmin edicisi olsun. Bu takdirde ŷ  vektörü  

𝑋𝑇𝑋𝛽 = 𝑋𝑇𝑦  matris denkleminin tüm 𝛽 çözümleri için aynı değere sahiptir.  

(ii) 𝑆(𝛽);  𝑋𝑇𝑋𝛽 = 𝑋𝑇𝑦 nin herhangi bir çözümü için minimum olur (Rao, 1973). 

İspat. (i) b  paramatresi 

    𝑏 = (𝑋𝑇𝑋)−𝑋𝑇𝑦 + [𝐼 − (𝑋𝑇𝑋)−𝑋𝑇𝑋]ℎ  

deki herhangi bir eleman olsun. Bu takdirde 𝑋(𝑋𝑇𝑋)−𝑋𝑇𝑋 = 𝑋  olduğundan, 

  𝑋𝑏 = 𝑋(𝑋𝑇𝑋)−𝑋𝑇𝑦 + 𝑋[𝐼 − (𝑋𝑇𝑋)−𝑋𝑇𝑋]ℎ = 𝑋(𝑋𝑇𝑋)−𝑋𝑇𝑦  

olur ki bu ifade ℎ ya bağlı değildir. Bu ise, ŷ  vektörünün  𝑋𝑇𝑋𝑏 = 𝑋𝑇𝑦 normal 

denkleminin her bir b çözümü için aynı değere sahip olacağı anlamına gelir.  
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(ii) Herhangi   vektörü için  

    𝑆(𝛽) = [𝑦 − 𝑋𝑏 + 𝑋(𝑏 − 𝛽)]𝑇[𝑦 − 𝑋𝑏 + 𝑋(𝑏 − 𝛽)]   

= (𝑦 − 𝑋𝑏)𝑇(𝑦 − 𝑋𝑏) + (𝑏 − 𝛽)𝑇𝑋𝑇𝑋(𝑏 − 𝛽) + 2(𝑏 − 𝛽)𝑇𝑋𝑇(𝑦 − 𝑋𝑏) 

= (𝑦 − 𝑋𝑏)𝑇(𝑦 − 𝑋𝑏) + (𝑏 − 𝛽)𝑇𝑋𝑇𝑋(𝑏 − 𝛽)    

≥ (𝑦 − 𝑋𝑏)𝑇(𝑦 − 𝑋𝑏) = 𝑆(𝑏)  

= 𝑦𝑇𝑦 − 2𝑦𝑇𝑋𝑏 + 𝑏𝑇𝑋𝑇𝑋𝑏  

= 𝑦𝑇𝑦 − 𝑏𝑇𝑋𝑇𝑋𝑏  

= 𝑦𝑇𝑦 − 𝑦̂𝑇𝑦̂  

olduğu elde edilir. 

Eğer 𝑦 = 𝑋𝛽 + 𝜀 modeli için, 𝛽̂ tahmini   parametresinin herhangi bir tahmin 

edicisi ise, bu takdirde uydurulan değerler 𝑦̂ = 𝑋𝛽̂ olarak tanımlanır. Bu durumda 𝛽̂ 

aşağıdaki özelliklere sahip olacaktır: 

(i) 𝛽̂ nın tahmin hatası aşağıdaki şekildedir. 

       𝛽̂ − 𝛽 = (𝑋𝑇𝑋)−1𝑋𝑇𝑦 − 𝛽 = (𝑋𝑇𝑋)−1𝑋𝑇𝜀 .                                                                  

(ii) Yansızlık: X  in rasgele olmadığı kabul edildiğinden ve ( ) 0E  = olduğundan 

            𝐸(𝛽̂− 𝛽) = (𝑋𝑇𝑋)−1𝑋𝑇𝐸(𝜀) = 0                                                                                

olduğu açıktır. Bu ise bize alışılmış en küçük kareler tahmin edicisinin aynı zamanda 

  nın bir yansız tahmin edicisi olduğunu gösterir.  

(iii) 𝛽̂  tahmin edicisinin kovaryans matrisi  𝑉𝑎𝑟(𝛽̂) = 𝜎2(𝑋𝑇𝑋)−1 şeklindedir. 

Teorem 3.2 (Gauss–Markov Teoremi)   parametresinin alışılmış en küçük kareler 

tahmin edicisi aynı zamanda   için en iyi lineer yansız tahmin edicidir (Rao, 1973). 

 İspat.   parametresinin OLSE tahmin edicisi y vektörünün bir lineer fonksiyonu olan  

       𝑏 = (𝑋𝑇𝑋)−1𝑋𝑇𝑦  

şeklinde olsun. Ayrıca  a  vektörünün elemanları keyfi sabitler olmak üzere, 𝑢𝑇𝛽 lineer 

parametrik fonksiyonunun bir 𝑏∗ = 𝑎𝑇𝑦 keyfi lineer tahmin edicisini göz önüne 

alalım. Bu takdirde  
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     𝐸(𝑏∗) = 𝐸(𝑎𝑇𝑦) = 𝑎𝑇𝑋𝛽  

yazılabilir ve bu nedenle  

      𝐸(𝑏∗) = 𝑎𝑇𝑋𝛽 = 𝑢𝑇𝛽 ⇒ 𝑎𝑇𝑋 = 𝑢𝑇  

olduğunda, *b  aynı zamanda 𝑢𝑇𝛽 parametresi için de bir yansız tahmin edici olacaktır. 

Biz çalışmalarımızda sadece lineer ve yansız olan tahmin edicileri ele almak 

istediğimizden kendimizi  𝑎𝑇𝑋 = 𝑢𝑇 için olan tahmin edicilere sınırlayabiliriz. Ayrıca   

    𝑉𝑎𝑟(𝑎𝑇𝑦) = 𝑎𝑇𝑉𝑎𝑟(𝑦)𝑎 = 𝜎2𝑎𝑇𝑎  

ve 

      𝑉𝑎𝑟(𝑢𝑇𝑏) = 𝑢𝑇𝑉𝑎𝑟(𝑏)𝑢 = 𝜎2𝑎𝑇𝑋(𝑋𝑇𝑋)−1𝑋𝑇𝑎  

olduğu kolayca gösterilebilir. Bu durumda eğer 

𝑉𝑎𝑟(𝑎𝑇𝑦) − 𝑉𝑎𝑟(𝑢𝑇𝑏) = 𝜎2[𝑎𝑇𝑎 − 𝑎𝑇𝑋(𝑋𝑇𝑋)−1𝑋𝑇𝑎]  

                                       = 𝜎2𝑎𝑇[𝐼 − 𝑋(𝑋𝑇𝑋)−1𝑋𝑇]𝑎 

                                       = 𝜎2𝑎𝑇(𝐼 − 𝐻)𝑎  

eşitliği dikkate alınırsa ( )I H−  matrisi pozitif yarı definit bir matris olacağından 

𝑉𝑎𝑟(𝑎𝑇𝑦) − 𝑉𝑎𝑟(𝑢𝑇𝑏) ≥ 0  

yazılabilir. Bu takdirde, eğer *b  herhangi bir lineer yansız tahmin edici ise, bu 

durumda varyansının b  nin varyansından daha küçük olmaması gerektiğini ortaya 

koyar. Sonuç olarak “en iyi b ” sıfatı b nin lineer yansız tahmin ediciler arasında etkin 

olduğu belirtmek üzere, b  en iyi lineer yansız tahmin edicidir. 

3.3 Genel Lineer Modellerde Parametre Tahmini  

Genel lineer modellerde tahmin edicilerin karakterize edilmesinde matris rank 

metotlarının kullanılması oldukça önem arzetmektedir. Bununla ilgili olarak tekrar 

               𝑦 = 𝑋𝛽+𝜀,  𝐸(𝑦) = 𝑋𝛽, 𝑐𝑜𝑣(𝑦) = 𝜎2V,                                                             (3.6) 

genel lineer modeli verilmiş olsun, burada 𝑋 ∈ ℝ𝑛×𝑝  keyfi ranklı bir bilinenler matrisi,  

𝑦 ∈ ℝ𝑛×1 gözlenebilir bir rasgele vektör, 𝛽 ∈ ℝ𝑝×1 bilinmeyen parametre vektörü, 

𝑉 ∈ ℝ𝑛×𝑛 bilinen keyfi ranklı non-negatif definit matris ve 𝜎2 bilinmeyen bir pozitif 

parametredir. Bu durumda (3.6) modeli genel olarak  
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                  ℳ = {𝑦, 𝑋𝛽, 𝜎2𝑉}                                                                                            (3.7) 

biçiminde gösterilir. Burada (3.6) lineer modelinin tutarlı olduğu, başka bir deyişle bir 

çözüme sahip olduğu varsayılacaktır. Bunun için 1 olasılıkla 

                 𝑦 ∈ ℜ[𝑋, 𝑉]                                                                                               (3.8) 

olması gerekmektedir. Öte yandan eğer 𝑉 kovaryans matrisi singüler bir matris ise 

(3.6) modeline bir singüler lineer model veya bir singüler Gauss-Markov modeli adı 

verilir. Bu durumda  𝛽 ve 𝑋𝛽 parametrelerinin (3.7) de verilen genel lineer model 

altında OLSE ve BLUE tahmin edicileri sırasıyla aşağıdaki gibi ifade edilebilir:   

(i)  𝛽  parametresinin (3.7) genel lineer modeli altındaki OLSE tahmin edicisi 

                 𝛽̂ = 𝑂𝐿𝑆𝐸ℳ(𝛽) = argmin
𝛽

(y − X𝛽)𝑇(y − X𝛽)                                       (3.9) 

olacaktır. Bu durumda 𝑋𝛽 parametresinin (3.7) genel linner modeli altındaki OLSE 

tahmin edicisi   

               𝑂𝐿𝑆𝐸ℳ(𝑋𝛽) = 𝑋𝛽̂ =  𝑋.𝑂𝐿𝑆𝐸ℳ(𝛽)  

olacaktır. 

(ii)  𝑋𝛽 parametresinin (3.7) genel lineer modeli altındaki BLUE tahmin edicisi, 

𝐵𝐿𝑈𝐸𝑀(𝑋𝛽) ile gösterilir, bir 𝐺𝑦  lineer tahmin edicisi olarak tanımlanır  öyle ki eğer 

𝐸(𝐺𝑦) = 𝛽 ve  𝑋𝛽  nin (3.7) modeli  altındaki  diğer herhangi bir yansız lineer tahmin 

edicisi 𝐿𝑦 ise bu takdirde  𝐶𝑜𝑣(𝐿𝑦)–𝐶𝑜𝑣(𝐺𝑦) farkı nonnegatif definit olacaktır. 

AP , 𝑄𝐴 ve AF  matrisleri sırasıyla   

            𝑃𝐴 = 𝐴𝐴†, 𝑄𝐴 = 𝐼 − 𝑃𝐴 = 𝐼 − 𝐴𝐴† ve  𝐹𝐴 = 𝐼 − 𝑃𝐴𝑇 = 𝐼 − 𝐴†𝐴 

ortogonal izdüşümlerini gösterelim. Bu gösterimler altında (3.9) bağıntısı ile ilgili 

normal denklem 𝑋𝑇𝑋𝛽 = 𝑋𝑇𝑦 biçiminde olup bu denklemin çözümü aşağıdaki lemma 

da verilen iyi bilinen sonuçtur.  

Lemma 3.1 (3.7) lineer modeli altında 𝛽 ve 𝑋𝛽 parametrelerinin OLSE tahmin 

edicileri 𝑣 ∈ ℝ𝑝×1 keyfi bir vektör olmak üzere 

         𝑂𝐿𝑆𝐸ℳ(𝛽) = (𝑋𝑇𝑋)†𝑋𝑇𝑦 +(𝐼 − 𝑋† †𝑦 + 𝐹𝑋𝑣                              (3.10) 

         𝑂𝐿𝑆𝐸ℳ(𝑋𝛽) = 𝑋𝑂𝐿𝑆𝐸ℳ(𝛽) = 𝑋𝑋†𝑦 = 𝑃𝑋 𝑦                                                (3.11) 

şeklinde yazılabilir (Rao, 1973). 

𝑋)𝑣 = 𝑋
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Lemma 3.2 Bir 𝐺𝑦 tahmin edicisinin (3.7) de verilen model altında 𝑋𝛽 parametresinin 

bir BLUE tahmin edicisi olabilmesi için gerek ve yeter şart 𝐺 matrisinin  

                  𝐺[𝑋, 𝑉𝐸𝑋] =[𝑋, 0]                                                                                (3.12)  

lineer matris denklemini sağlamasıdır (Marsaglia ve Styan, 1974).  

Bu denklem tutarlı bir denklemdir, başka bir ifadeyle, ℜ([𝑋, 0]) ⊆ ℜ([𝑋, 𝑉𝐸𝑋]) 

içermesi veya buna denk olarak, 

                 [𝑋,0][𝑋, 𝑉𝐸𝑋]
†[𝑋,𝑉𝐸𝑋] = [𝑋,0] 

eşitliği gerçeklenir. Bu durumda (3.12) denkleminin 𝑃𝑋∥𝑉 ile gösterilen genel çözümü,  

𝑈 ∈ ℝ𝑛𝑥𝑛 keyfi olmak üzere 

                  𝑃𝑋∥𝑉 =[𝑋,0][𝑋, 𝑉𝐸𝑋]
†+𝑈𝐸[𝑋,𝑉𝐸𝑋],                                                         (3.13) 

formunda yazılabilir ve dolayısıyla 𝑋𝛽 parametresinin BLUE tahmin edicisi   

                 𝐵𝐿𝑈𝐸ℳ(𝑋𝛽) = 𝑋𝛽̃ = 𝑃𝑋∥𝑉𝑦                                                                             (3.14) 

şeklinde yazılabilir. İleride {𝑃𝑋∥𝑉} ve {𝐵𝐿𝑈𝐸ℳ(𝑋𝛽)} sembolleri ile sırasıyla tüm 𝑃𝑋∥𝑉 

çözümlerinin ve  𝐵𝐿𝑈𝐸ℳ(𝑋𝛽)  tahmin edicilerinin aileleri gösterilecektir. 

Lineer modellerle ilgili yapılan çalışmalarda (3.7) modelindeki 𝑋 tasarım 

matrisinin tam sütun ranklı bir matris ve 𝑉 kovaryans matrisinin ise pozitif definit bir 

matris olduğu durum oldukça sık rastlanılan bir durumdur. Böyle bir durumda, (3.7) 

lineer modeli altında, 𝛽 ve  𝑋𝛽 parametrelerinin OLSE ve BLUE tahmin edicileri 

sırasıyla aşağıdaki standart formlarda tek türlü olarak yazılabilir:  

           𝑂𝐿𝑆𝐸ℳ(𝛽) = 𝛽̂ = (𝑋𝑇𝑋)−1𝑋′𝑦 ,  

           𝑂𝐿𝑆𝐸ℳ(𝑋𝛽) = 𝑋𝛽̂ = 𝑋(𝑋𝑇𝑋)−1𝑋𝑇𝑦,                                       

           𝐵𝐿𝑈𝐸ℳ(𝛽) = 𝛽 = (𝑋𝑇𝑉−1𝑋)−1𝑋𝑇𝑉−1𝑦 , 

           𝐵𝐿𝑈𝐸ℳ(𝑋𝛽) = 𝑋𝛽̃ = 𝑋(𝑋𝑇𝑉−1𝑋)−1𝑋𝑇𝑉−1𝑦.                                                   (3.15) 

Bu durumda (3.6) lineer modeli altında  𝛽 ve  𝑋𝛽 parametreleri için verilen bu tahmin 

edicilerin her birisi aynı zamanda birer yansız tahmin edici olacaktır. 

Şimdi Moore-Penrose inversler ve keyfi matrisler içeren (3.11) ve (3.14) de 

verilen 𝑂𝐿𝑆𝐸ℳ(𝑋𝛽) ve 𝐵𝐿𝑈𝐸ℳ(𝑋𝛽) tahmin edicilerini tekrar gözönüne alalım. Bu 
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durumda Moore-Penrose inversler ve keyfi matrisler içeren değişik matris ifadelerini 

sadeleştirmek için bir dizi rank formüllerine ihtiyaç duyulmaktadır. Parçalı matrisler 

için aşağıdaki rank formülleri Marsaglia & Styan (1974) tarafından verilmiştir. 

Lemma 3.3 m nA  , m kB  , 
1 nC   ve 𝐷 ∈ ℝ1×𝑘 matrisleri verilmiş olsun. Bu 

takdirde aşağıdaki ifadeler yazılabilir: 

(i) 𝑟[𝐴, 𝐵] = 𝑟(𝐴) + 𝑟(𝐸𝐴𝐵) = 𝑟(𝐵) + 𝑟(𝐸𝐵𝐴) ,                                                 

(ii)  𝑟 (
𝐴
𝐶
) = 𝑟(𝐴) + 𝑟(𝐶𝐹𝐴) = 𝑟(𝐶) + 𝑟(𝐴𝐹𝐶) ,                                                   

(iii)   𝑟 (
𝐴
𝐶
  
𝐵
0
) = 𝑟(𝐵) + 𝑟(𝐶) + 𝑟(𝐸𝐵𝐴𝐹𝐶) ,               

(iv)   𝑟 (
𝐴
𝐶
  
𝐵
𝐷
) = 𝑟(𝐴) + 𝑟 (

0
𝐶𝐹𝐴

  
𝐸𝐴𝐵

𝐷 − 𝐶𝐴†𝐵
) ,          

(v) ℜ(𝐵) ⊆ ℜ(𝐴) ve ℜ(𝐶𝑇) ⊆ ℜ(𝐴𝑇) ⟹ 𝑟 (
𝐴
𝐶
  
𝐵
𝐷
) = 𝑟(𝐴) + 𝑟(𝐷 − 𝐶𝐴†𝐵),   

(vi)   𝑟[𝐴, 𝐵] = 𝑟(𝐴) ⟺ 𝐸𝐴𝐵 = 0 ⟺  ℜ(𝐵) ⊆ ℜ(𝐴),  

(vii) 𝑟 (
𝐴
𝐶
) = 𝑟(𝐴) ⟺ 𝐶𝐹𝐴 = 0 ⟺  ℜ(𝐶𝑇) ⊆ ℜ(𝐴𝑇), 

(viii)  𝑟 (
𝐴
𝐶
  
𝐵
𝐷
) = 𝑟(𝐴) ⟺ ℜ(𝐵) ⊆ ℜ(𝐴), ℜ(𝐶𝑇) ⊆ ℜ(𝐴𝑇)  ve 𝐷 = 𝐶𝐴†𝐵, 

Diğer taraftan  

𝑟(𝐵 − 𝐴𝐴†𝐵) ≥ 𝑟(𝐵) + 𝑟(𝐴𝐴†𝐵) = 𝑟(𝐵) − 𝑟(𝐴𝑇𝐵)                                        

olduğu kolayca gösterilebilir. Bu nedenle 

             𝑟[𝐴, 𝐵] ≥ 𝑟(𝐴) + 𝑟(𝐵) − 𝑟(𝐴𝑇𝐵)  

eşitsizliği yazılabilir. Üstelik  

ℜ(𝐵) ⊆ ℜ(𝐴) ⇔ 𝐴𝐴†𝐵 = 𝐵 ⇔ 𝑟[𝐴, 𝐵] = 𝑟(𝐴),     

1 2( ) ( )A A = ,  

ve 

            
ℜ(𝐵1) = ℜ(𝐵2) ⇒ 𝑟[𝐴1, 𝐵1] = 𝑟[𝐴2, 𝐵2]                         

ifadeleri de verilebilir (Marsaglia ve Styan, 1974). 
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Lemma 3.4 (3.6) ile verilen modelin tutarlı olduğunu varsayalım ve 𝐿1𝑦 + 𝑐1 ve 

𝐿2𝑦 + 𝑐2 lineer tahmin edicileri 𝐾𝛽 parametresi için yansız lineer tahmin ediciler, yani  

𝐸(𝐿1𝑦 + 𝑐1) = 𝐸(𝐿2𝑦 + 𝑐2) = 𝐾𝛽 olsun. Bu takdirde 𝐿1𝑦 + 𝑐1 = 𝐿2𝑦 + 𝑐2 tahmin 

edicilerinin 1 olasılıkla eşit olabilmesi için gerek ve yeter şart 𝐿1𝑉 = 𝐿2𝑉 eşitliğinin 

sağlanmasıdır (Tian, 2010). 

Lemma 3.5 𝐴 ∈ ℝ𝑚×𝑛 matrisi verilmiş olsun ve 𝑍1, 𝑍2, 𝑍3 ∈ ℝ
𝑛×𝑚 matrisleri A  

matrisinin dış inversleri, yani 𝑍𝑖𝐴𝑍𝑖 = 𝑍𝑖 , 𝑖 = 1,2,3 olsun. Ayrıca 

                ℜ(𝑍𝑖) ⊆ ℜ(𝑍1) ve ℜ(Z𝑖
𝑇) ⊆ ℜ(Z1

𝑇)  

içermelerinin sağlandığı varsayılsın. Bu takdirde 

𝑟(𝑍1 − 𝑍2 − 𝑍3) = 𝑟(𝑍1) − 𝑟(𝑍2) − 𝑟(𝑍3) + 𝑟(𝑍2𝐴𝑍3) + 𝑟(𝑍3𝐴𝑍2)     (3.16) 

rank eşitliği sağlanır (Rao, 1973). 

İspat. Elementer blok matris işlemleri altında bir matrisin rankının değişmediğini daha 

önce ifade emiştik. Bu nedenle elementer blok matris işlemleri uygulanırsa 

          𝑟 [

−𝑍1 0 0 𝑍1
0 𝑍2 0 𝑍2
0 0 𝑍3 𝑍3
𝑍1 𝑍2 𝑍3 0

] = 𝑟 [

−𝑍1 0 0 0
0 𝑍2 0 0
0 0 𝑍3 0
0 0 0 𝑍1 − 𝑍2 − 𝑍3

]  

                                    = 𝑟(𝑍1 − 𝑍2 − 𝑍3) + 𝑟(𝑍1) + 𝑟(𝑍2) + 𝑟(𝑍3)        (3.17) 

eşitliğinin yazılabileceği kolaylıkla gösterilebilir. Diğer taraftan Lemma 3.4 de verilen 

şartlar altında elementer matris blok matris işlemleri ile  

𝑟 [

−𝑍1 0 0 𝑍1
0 𝑍2 0 𝑍2
0 0 𝑍3 𝑍3
𝑍1 𝑍2 𝑍3 0

] = 𝑟 [

0 𝑍1𝐴𝑍2 𝑍1𝐴𝑍3 𝑍1
0 𝑍2 0 𝑍2
0 0 𝑍3 𝑍3
𝑍1 0 0 0

]

 

                        

                                      = 𝑟 [

0 0 0 𝑍1
0 0 −𝑍2𝐴𝑍3 0
0 −𝑍3𝐴𝑍2 0 0
𝑍1 0 0 0

]

 

  

                                      = 2𝑟(𝑍1) + 𝑟(𝑍2𝐴𝑍3) + 𝑟(𝑍3𝐴𝑍2)                        (3.18) 

rank eşitlikleri yazılabilir. Bu durumda (3.17) ve (3.18) rank eşitlikleri birleştirilerek 

istenilen sonuç elde edilir ve böylece ispat tamamlanmış olur. 
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Lemma 3.6 𝐴 ∈ ℝ𝑚×𝑛, 𝐵 ∈ ℝ𝑚×𝑘  ve 𝐶 ∈ ℝ1×𝑛 matrisleri verilsin. Bu durumda 

max
𝑍∈𝑅𝑘×1

𝑟(𝐴 − 𝐵𝑍𝐶) = min {𝑟[𝐴, 𝐵], 𝑟 (
𝐴
𝐶
)},                                               (3.19) 

min
𝑍∈𝑅𝑘×1

𝑟(𝐴 − 𝐵𝑍𝐶) = 𝑟[𝐴, 𝐵] + 𝑟 (
𝐴
𝐶
) − 𝑟 (

𝐴 𝐵
𝐶 0

)                                        (3.20) 

eşitlikleri gerçeklenir. Bu durumun özel bir sonucu olarak  𝐵𝑍𝐶 = 𝐴 denkleminin 

tutarlı olmabilmesi için gerek ve yeter şart 

       𝑟[𝐴, 𝐵] = 𝑟(𝐵) ve 𝑟 (
𝐴
𝐶
) = 𝑟(𝐶)                                                          (3.21) 

eşitliğinin sağlanmasıdır (Rao, 1973). 

Şimdi (3.6) lineer modeli altında 𝐾 ∈ ℝ𝑘×𝑝  olmak üzere 𝐾𝛽 şeklindeki bir 

lineer parametrik fonksiyonun tahmini problemini göz önüne alalım.  

Tanım 3.1 Eğer 𝐸(𝐿𝑦 + 𝑐) = 𝐾𝛽 yani 𝐿𝑋𝛽 + 𝑐 = 𝐾𝛽 olacak şekilde bir 𝐿 matrisi ve 

bir 𝑐 vektörü bulunabilirse 𝐾𝛽 parametre vektörü (3.6) lineer modeli altında tahmin 

edilebilirdir denir ve bu durumda da 𝐿𝑦 + 𝑐 lineer tahmin edicisine 𝐾𝛽 parametre 

vektörünün bir yansız lineer tahmin edicisi adı verilir.  

Benzer şekilde eğer 𝐸(𝐿𝑦) = 𝐾𝛽 yani 𝐿𝑋𝛽 = 𝐾𝛽 olacak şekilde bir 𝐿 matrisi 

bulunabilirse 𝐾𝛽 parametre vektörü (3.6) modeli altında homojen olarak tahmin 

edilebilirdir denir ve bu durumda 𝐿𝑦 lineer tahmin edicisine 𝐾𝛽 parametre vektörünün 

bir homojen olarak yansız lineer tahmin edicisi denir (Tian ve Ark., 2008).  

 Verilen bir 𝐾𝛽 parametre vektörünün tahmin edilebilirliği ile ilgili olarak iki 

problem hemen akla gelebilir. Birincisi 𝐾𝛽 (homojen olarak) parametre vektörünün 

tahmin edilebilir olması çin gerek ve yeter şartların belirlenmesidir. Ikincisi ise eğer 

𝐾𝛽 (homojen olarak) parametre vektörü tahmin edilebilir ise 𝐸(𝐿𝑦 + 𝑐) = 𝐾𝛽 (veya 

𝐸(𝐿𝑦) = 𝐾𝛽) olacak şekildeki 𝐿 matrisinin ve 𝑐 vektörünün genel ifadelerinin elde 

edilmesidir. Eğer 𝛽  parametre vektörü serbest değişken olarak alınırsa 𝐿𝑋𝛽 = 𝐾𝛽 

eşitliği 𝐿𝑋 = 𝐾 ve 𝑐 = 0 olmasına denk olacaktır. Bu ise 𝐾𝛽 parametre vektörünün 

tahmin edilebilir olabilmesi için gerek ve yeter şartın ℜ(𝐾𝑇) ⊆ ℜ(𝑋𝑇) olduğu 

anlamına gelir. Bu durumda 𝐿 matrisinin genel ifadesi 𝑈 keyfi bir matris olmak üzere  

                 𝐿 = 𝐾𝑋† + 𝑈(𝐼 − 𝑋𝑋†)  

ile verilir. 
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Teorem 3.2 (3.6) ile verilen lineer modelin tutarlı olduğunu, yani 𝑦 ∈ ℜ(𝑋: 𝑉) 

olduğunu varsayalım. Bu durumda aşağıdaki ifadeler birbirine denk olacaktır: 

(i) 𝐿𝑦 + 𝑐 lineer tahmin edicisi 𝐾𝛽 için bir yansız lineer tahmin edicidir. 

(ii) 𝐿, 𝐾  ve 𝑐  matrisleri için  

      𝑟 ( 
𝑋 𝑉 𝑦

𝐾 − 𝐿𝑋 0 𝑐
) = 𝑟(𝑋: 𝑉)  

rank eşitliği gerçeklenir.  

(iii) 𝐿, 𝐾  ve 𝑐  matrisleri için  

     ℜ([𝐿𝑋 − 𝐾: 0]𝑇) ⊆ ℜ([𝑋: 𝑉]𝑇)  ve  [𝐿𝑋 − 𝐾: 0][𝑋: 𝑉]†𝑦 = 𝑐 

durumları sağlanır. 

(iv) 𝐿, 𝐾  ve 𝑐  matrisleri için  

     𝐿[𝑋: 0](𝐼 − [𝑋: 𝑉]+[𝑋: 𝑉]) = [𝐾: 0](𝐼 − [𝑋: 𝑉]†[𝑋: 𝑉]) 

ve 

                   [𝐿𝑋 − 𝐾: 0][𝑋: 𝑉]†𝑦 = 𝑐  

eşitlikleri sağlanır (Isotalo ve Puntanen, 2009). 

Daha önce de ifade edildiği gibi bir 𝐺𝑦 lineer istatistiğinin 𝐾𝛽 tahmin edilebilir 

parametre fonksiyonunun bir en iyi lineer yansız tahmin edicisi olması için gerek ve 

yeter şart 𝑐𝑜𝑣(𝐺𝑦) kovaryans matrisinin bir minimum olmasıdır. Bu durumda 𝐺𝑦 nin 

𝐾𝛽 tahmin edilebilir parametre fonksiyonunun bir en iyi lineer yansız tahmin edici 

olabilmesi için gerek ve yeter koşul 𝐺 matrisinin  

     𝐺(𝑋: 𝑉𝑋⊥) = (𝐾: 0)                                                                                       (3.22) 

matris denklemini sağlamasıdır (bakınız, Rao, 1973, s.282). Ayrıca 𝐾𝛽 parametre 

vektörünün BLUE tahmin edicisi için açık gösterimler kolayca elde edilebilir. Örneğin 

𝑈 matrisi  ℜ(𝑊) = ℜ(𝑋: 𝑉) olacak şekilde keyfi bir matris olmak üzere eğer 𝑊 =

𝑉 + 𝑋𝑈𝑋𝑇 alınırsa, bu takdirde 𝐾𝛽 parametre vektörünün BLUE tahmin edicisi 

              𝐵𝐿𝑈𝐸ℳ(𝐾𝛽) = 𝐾𝛽̃ = 𝐾(𝑋𝑇𝑊−𝑋)−𝑋𝑇𝑊−𝑦                                                (3.23)  

şeklinde yazılabilir.  Benzer şekilde 𝐾𝛽  parametre vektörünün OLSE tahmin edicisi  

               𝑂𝐿𝑆𝐸ℳ(𝐾𝛽) = 𝐾𝛽̂ = 𝐾𝛽̂ = 𝐾(𝑋𝑇𝑋)−𝑋′𝑦                                                       (3.24)  

şeklinde yazılabilir, burada 𝛽̂ vektörü 𝑋𝑇𝑋𝛽̂ = 𝑋𝑇𝑦 normal denklemini sağlayan keyfi 

bir vektördür. 𝐾𝛽 parametre vektörü tahmin edilebilir ve 𝐾𝛽̂ tahmini (𝑋𝑇𝑋)− nin 
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seçiminden bağımsız olduğundan 𝑂𝐿𝑆𝐸ℳ(𝐾𝛽) nın ifadesi 𝐾𝛽̂ = 𝐾𝑋†𝑦 olarak da 

yazılabilir. Ayrıca 𝐾𝛽̂  tahmini 𝑉 kovaryans matrisinden bağımsız olduğundan  𝐵𝐿𝑈𝐸 

ye bir alternatif olarak pek çok şekilde ifade edilebilir. Bu nedenle 𝐵𝐿𝑈𝐸ℳ(𝐾𝛽) nın 

𝑂𝐿𝑆𝐸ℳ(𝐾𝛽) ye eşit olabilmesi için  𝑉 kovaryans matrisinin yapısını gözönüne almak 

daha ilginç olacaktır. 𝑋𝛽 beklenen değer vektörünün 𝐵𝐿𝑈𝐸ℳ(𝑋𝛽) ve 𝑂𝐿𝑆𝐸ℳ(𝑋𝛽) 

tahmin edicilerinin eşitliği ile ilgili literatürde oldukça önemli çalışmalar yapılmıştır 

(bkz. Puntanen ve Styan, 1989). 

3.4 Genel Lineer Model ve Kısıtlamalı Model Altında Tahminlerin Eşitliği 

Bu kısımda genel lineer modeller ve kısıtlamalı model altında parametre 

fonksiyonlarının tahminlerinin denklik durumları incelenecektir. Bunun için, 𝑋 ∈ 

ℝ𝑛×𝑝  keyfi ranklı bir bilinenler matrisi,  𝑦 ∈ ℝ𝑛×1 gözlenebilir bir rasgele vektör, 𝛽 ∈ 

ℝ𝑝×1 bilinmeyen parametre vektörü, 𝑉 ∈ ℝ𝑛×𝑛 bilinen keyfi ranklı nonnegatif definit 

bir matris ve 𝜎2 keyfi bilinmeyen bir pozitif parametre olmak üzere 

               𝑦 = 𝑋𝛽+𝜀,  𝐸(𝑦) = 𝑋𝛽, 𝑐𝑜𝑣(𝑦) = 𝜎2𝑉,                                                (3.25)                   

genel lineer modelinin verildiğini varsayalım.  Öte yandan bilinmeyen 𝛽 parameter 

vektörü üzerinde 𝐴 ∈ ℝ𝑚×(𝑝+𝑞)  bilinenler matrisi ve  𝑏 ∈ ℝ𝑚×1 bilinenler vektörü 

olmak üzere tutarlı bir 

                  𝐴𝛽 = 𝑏                                                                                                  (3.26) 

lineer matris formunda ekstra bilginin verildiğini de varsayalım. Bu tip kısıtlamalar 

genellikle parametre vektörü hakkındaki lineer hipotez testlerinin incelenmesinde 

karşımıza çıkabilir. (3.26) kısıtlaması ile birlikte (3.6) modeline bir kısıtlamalı lineer 

model veya eşitlik kısıtlamalı lineer model adı verilir ve bu model  

                      ℳ𝑟 = {𝑦, 𝑋𝛽 | 𝐴𝛽 = 𝑏, 𝜎2𝑉}                                                            (3.27)     

kapalı form biçiminde gösterilir. Kısıtlamalı lineer modeler özellikle istatistikte 

oldukça sık kullanılmaktadır. Bununla beraber (3.27) modeli altında  𝛽  parametre 

vektörünün tahmin edilmesi (3.6) modeli altında  𝛽  parametre vektörünün tahmin 

edilmesinden çok daha karmaşık olacaktır. Lineer modellerin incelenmesinde (3.27) 

modeli genellikle çeşitli dönüşümler yardımıyla daha açık bir kısıtlamalı lineer modele 

dönüştürülür. Bu husustaki en popular dönüşümler Lagrange çarpanları ve (3.26) deki 

denkleme bir çözüm olacak şekilde yeniden parametreleştirme yapmaktır.                      



26 

 

𝑟(𝑋) = 𝑝 ve 𝑟(𝐴) = 𝑚 olması özel durumunda (3.27) de verilen model altında 

𝛽  parametre vektörünün alışılmış en küçük kareler tahmin edicisi (OLSE)  

 𝑂𝐿𝑆𝐸𝑀𝑟(𝛽) = (𝑋𝑇𝑋)−1𝑋𝑇𝑦 

                        +(𝑋𝑇𝑋)−1[𝐴(𝑋𝑇𝑋)−1𝐴𝑇]−1(𝐴(𝑋𝑇𝑋)−1𝑋𝑇𝑦 − 𝑏)            (3.28) 

şeklinde verilir (bkz. Amemiya, 1985).  

 Bu kısımda 𝐾 ∈ ℝ𝑘×𝑝 olmak üzere verilen bir tahmin edilebilir 𝐾𝛽 parametre 

fonksiyonunun (3.6) ve (3.27) ile verilen lineer modeller altındaki tahmin edicileri 

arasındaki ilişkiler incelenecektir. Özellikle bu tahmin edicilerin birbirine denk 

olabilmesi için bazı belirleyici şartlar ele alınacaktır. Eğer model matrisi tam ranklı 

değil ise, 𝛽 ve 𝐾𝛽 parametre vektörlerinin OLSE ve BLUE tahmin edicilerinin ifade 

edilmesinde genelleştirilmiş inversler işin içine girecektir.  

 𝐾 ∈ ℝ𝑘×𝑝 olmak üzere verilen bir 𝐾𝛽 parametre fonksiyonunun (3.6) ve (3.27) 

de verilen genel lineer modeller altında tahmin edilebilir olabilmesi için daha önce de 

ifade edildiği gibi 𝐸(𝐿𝑦 + 𝑐) = 𝐾𝛽 olacak şekilde 𝐿  ve  𝑐 matrisleri bulunmalıdır. Bu 

durumda (3.6) ile verilen genel lineer model altında 𝐾𝛽 parametre fonksiyonunun 

tahmin edilebilir olması için gerek ve yeter şart ℜ(𝐾𝑇) ⊆ ℜ(𝑋𝑇) olmasıdır. Benzer 

şekilde (3.27) ile verilen genel lineer model altında 𝐾𝛽 parametre fonksiyonunun 

tahmin edilebilir olabilmesi için gerek ve yeter koşul ℜ(𝐾𝑇) ⊆ ℜ(𝑋𝑇: 𝐴𝑇) olmasıdır. 

Buradan kolayca görülebilir ki eğer 𝐾𝛽 parametre fonksiyonu (3.6) modeli altında 

tahmin edilebilir ise (3.27) lineer modeli altında da tahmin edilebilir olacaktır. 𝐾𝛽 

parametre fonksiyonunun (3.6) ve (3.27) ile verilen lineer modeller altındaki OLSE ve 

BLUE tahmin edicileri farklı kriterlere göre tanımlandığından bunların aynı olmaları 

gerekmez. Bu nedenledir ki 𝐾𝛽 fonksiyonunun OLSE ve BLUE tahmin edicilerini 

karşılaştırmak ve eşit olmaları için gerek ve yeter şartlar vermek oldukça önemlidir. 

(3.26) de verilen tutarlı matris denkleminin genel çözümü 𝑢 keyfi vektörü için 

                      𝛽 = 𝐴†𝑏 + 𝐹𝐴𝑢                                                                                 (3.29) 

şeklinde olacaktır. Burada 𝐹𝐴 = 𝐼 − 𝑃𝐴𝑇 = 𝐼 − 𝐴
†𝐴 dır. Bu durumda eğer 𝛽 nın bu 

değeri (3.6) ifadesinde yerine yazlırsa, bu takdirde 𝑧 = 𝑦 − 𝑋𝐴†𝑏 olmak üzere yeniden 

parametreleştirilmiş 
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                      𝑧 = 𝑋𝐴𝑢 + 𝜀                                                                                      (3.30) 

lineer modeli elde edilir. Bu nedenle (3.27) modeli altındaki tahmin ediciler (3.30) 

ifadesinden türetilebilir. 𝐾𝛽 parametre fonksiyonunun (3.6) ve (3.27) ifadelerinde 

verilen genel lineer modeller altında OLSE tahminleri aşağıdaki lemmada verilmiştir. 

Lemma 3.7 (i) ℳ lineer modeli (3.6) ifadesindeki gibi verilsin ve 𝐾𝛽 parametre 

fonksiyonunun bu model altında tahmin edilebilir olduğunu varsayalım. Bu takdirde 

𝑀 modeli altında 𝐾𝛽 parametre fonksiyonunun OLSE tahmin edicisi 

                𝑂𝐿𝑆𝐸ℳ(𝐾𝛽) = 𝐾𝑋†𝑦                                                                                (3.31) 

şeklinde tek türlü olarak yazılabilir. 

(ii) ℳ𝑟 modeli (3.27) ifadesindeki gibi verilmiş olsun ve 𝐾𝛽 parametre fonksiyonu bu 

model altında tahmin edilebilir olsun. Bu takdirde ℳ𝑟 modeli altında 𝐾𝛽 parametre 

fonksiyonunun OLSE tahmin edicisi 𝐾𝐴 = 𝐾𝐹𝐴 ve 𝑋𝐴 = 𝑋𝐹𝐴 olmak üzere 

                𝑂𝐿𝑆𝐸ℳ𝑟
(𝐾𝛽) = (𝐾𝐴† − 𝐾𝐴𝑋𝐴

†𝑋𝐴†)𝑏 + 𝐾𝐴𝑋𝐴
†𝑦                                   (3.32) 

şeklinde tek türlü olarak yazılabilir (Tian, 2010).   

İspat. (i) şıkkının ispatı daha önceden verilmişti. Ayrıca 𝐴𝑋 = 𝐵 matris denkleminin 

tutarlı olabilmesi için gerek ve yeter şart biliyoruz ki 𝐴𝐴†𝐵 = 𝐵 olmasıdır. Bu 

durumda 𝐶 keyfi bir matris olmak üzere denklemin genel çözümü 𝑋 = 𝐴†𝐵 + 𝐹𝐴𝐶  

parametrik formunda yazılabilir. Özel olarak 𝐴𝑋 = 0 denkleminin nonnegatif tanımlı 

genel çözümü ise 𝑋 = 𝐹𝐴𝐶𝐶
𝑇𝐹𝐴 olarak verilebilir. Bu durumda (3.30) ifadesindeki 𝑢 

parametre vektörünün OLSE tahmin edicisi 𝑣 keyfi bir vektör olmak üzere  𝑢̂ = 𝑋𝐴
†𝑧 +

𝐹𝑋𝐴𝑣 olarak yazılabilir. Bu ifade (3.32) de yerine yazılırsa iddia edildiği gibi 

                𝑂𝐿𝑆𝐸𝑀𝑟(𝛽) = 𝐴
†𝑏 + 𝐹𝐴𝑋𝐴

†𝑧 + 𝐹𝐴𝐹𝑋𝐴𝑢 

                                    = (𝐴† − 𝐹𝐴𝑋𝐴
†𝑋𝐴†)𝑏 + 𝐹𝐴𝑋𝐴

†𝑦 + 𝐹𝐴𝐹𝑋𝐴𝑢        

olduğu elde edilir. Bu ise lemmanın ispatını tamamlar.                       

Lemma 3.8 ℳ modeli (3.6) daki gibi verilsin ve 𝐾𝛽 fonksiyonu (3.6) lineer modeli 

altında tahmin edilebilir olsun. Bu durumda ℳ modeli altında 𝐾𝛽 fonksiyonunun 

BLUE tahmin edicisi 
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                𝐵𝐿𝑈𝐸ℳ(𝐾𝛽) = 𝑃𝐾:𝑋:𝑉𝑦                                                                               (3.33) 

şeklinde yazılabilir, burada 𝑃𝐾:𝑋:𝑉  

                  𝐺(𝑋: 𝑉𝐸𝑋) = (𝐾: 0)                                                                              (3.34) 

matris denkleminin çözümüdür. Bu takdirde (3.34) denkleminin genel çözümü 𝑈  

matrisi keyfi olmak üzere 

              𝑃𝐾:𝑋:V = (𝐾: 0)(𝑋: 𝑉𝐸𝑋)
† + 𝑈𝐸(𝑋:𝑉𝐸𝑋)                                                   (3.35) 

parametrik formunda yazılabilir ve ayrıca 

             𝑟(𝑋: 𝑉𝐸𝑋) = 𝑟(𝑋: 𝑉)  ve ℜ(𝑋: 𝑉𝐸𝑋) = ℜ(𝑋: 𝑉)  

olup 𝑃𝐾:𝑋:𝑉𝑉 çarpımı 𝑃𝐾:𝑋:𝑉𝑉 = (𝐾: 0)(𝑋: 𝑉𝐸𝑋)
†𝑉 şeklinde tek türlü yazılabilir. Bu 

durumda (3.33) ifadesine ilaveten  𝐵𝐿𝑈𝐸𝑀(𝐾𝛽)  tahmininin bir gösterimi olarak 𝑈  

keyfi simetrik bir matris, 𝑟(𝑇) = 𝑟(𝑋: 𝑉)  ve  𝑇 = 𝑉 + 𝑋𝑈𝑋𝑇 olmak üzere                               

                     𝐵𝐿𝑈𝐸ℳ(𝐾𝛽) = 𝐾(𝑋𝑇𝑇†𝑋)†𝑋𝑇𝑇†𝑦                                                         (3.36) 

ifadesi yazılabilir (Tian, 2010).  

Lemma 3.9 ℳ𝑟 kısıtlamalı modeli (3.27) deki gibi verilmek üzere 𝐾𝛽 fonksiyonu bu 

model altında tahmin edilebilir olsun. Bu durumda ℳ𝑟 kısıtlamalı lineer modeli 

altında 𝐾𝛽 parametre fonksiyonunun BLUE tahmin edicisi 𝐾𝐴 = 𝐾𝐹𝐴 , 𝑋𝐴 = 𝑋𝐹𝐴 ve 

                𝑃𝐾𝐴:𝑋𝐴:𝑉 = (𝐾𝐴: 0)(𝑋𝐴: 𝑉𝐸𝑋𝐴)
†
+ 𝑈𝐸𝑋𝐴:𝑉𝐸𝑋𝐴

  

olmak üzere 

                  𝐵𝐿𝑈𝐸𝑀𝑟(𝐾𝛽) = (𝐼 − 𝑃𝐾𝐴:𝑋𝐴:𝑉)𝑋𝐴
†𝑏 + 𝑃𝐾𝐴:𝑋𝐴:𝑉𝑦                                (3.37) 

şeklinde yazılabilir bu durumda 

                 𝑟(𝑋𝐴: 𝑉𝐸𝑋𝐴) = 𝑟(𝑋𝐴: 𝑉)  ve  ℜ(𝑋𝐴: 𝑉𝐸𝑋𝐴) = ℜ(𝑋𝐴: 𝑉)  

olup  𝑃𝐾𝐴:𝑋𝐴:𝑉𝑉 çarpımı 

                  𝑃𝐾𝐴:𝑋𝐴:𝑉𝑉 = (𝐾𝐴: 0)(𝑋𝐴: 𝑉𝐸𝑋𝐴)
†
𝑉  

şeklinde tek türlü yazılır (Tian, 2010).    
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İspat. Lemma 3.8 dan kolayca görülebilir ki (3.30) modeli altında 𝐾𝐴𝑢 nun BLUE 

tahmin edicisi 𝐵𝐿𝑈𝐸ℳ(𝐾𝐴𝑢) = 𝑃𝐾𝐴:𝑋𝐴:𝑉𝑧 şeklinde yazılabilir. Eğer bu ifade (3.29) 

eşitliğinde yerine yazılırsa, bu durumda (3.37) de istenildiği gibi 

            𝐵𝐿𝑈𝐸ℳ𝑟
(𝐾𝛽) = 𝐾𝐴†𝑏+ 𝐵𝐿𝑈𝐸ℳ𝑟

(𝐾𝐴𝑢) 

                                      = 𝐾𝐴†𝑏 + 𝑃𝐾𝐴:𝑋𝐴:𝑉(𝑦 − X𝐴
†𝑏)               

olduğu görülür ve böylece de ispat tamamlanmış olur.                         

 Lemma 3.7, Lemma 3.8 ve Lemma 3.9 da OLSE ve BLUE tahmin edicileri için 

verilen ifadelerden kolayca gösterilebilir ki OLSE ve BLUE tahmin edicilerinin 

eşitliğinin karakterize edilmesi için matrisler ve genelleştirilmiş inverslerini içeren 

matris denklemlerinin eşitliğinin karakterize edilmesi gerekmektedir. Bunula ilgili 

olarak daha önce verilen rank eşitlikleri uygulanarak 𝐾𝛽 parametre fonksiyonunun 

(3.6) ve (3.27) de verilen genel lineer modeller altındaki OLSE ve BLUE tahminleri 

ile ilgili aşağıdaki altı eşitliğin sağlanması için gerek ve yeter şartlar verilebilir.  

     i.   𝑂𝐿𝑆𝐸ℳ(𝐾𝛽) = 𝐵𝐿𝑈𝐸ℳ(𝐾𝛽),   

    ii.   𝑂𝐿𝑆𝐸ℳ(𝐾𝛽) = 𝑂𝐿𝑆𝐸ℳ𝑟
(𝐾𝛽) ,  

    iii.   𝑂𝐿𝑆𝐸ℳ(𝐾𝛽) = 𝐵𝐿𝑈𝐸ℳ𝑟
(𝐾𝛽),   

    iv.   𝑂𝐿𝑆𝐸ℳ𝑟
(𝐾𝛽) = 𝐵𝐿𝑈𝐸ℳ(𝐾𝛽),   

    v.   𝑂𝐿𝑆𝐸ℳ𝑟
(𝐾𝛽) = 𝐵𝐿𝑈𝐸ℳ𝑟

(𝐾𝛽),   

    vi.  𝐵𝐿𝑈𝐸ℳ(𝐾𝛽) = 𝐵𝐿𝑈𝐸ℳ𝑟
(𝐾𝛽).   

Teorem 3.3  ℳ modeli (3.6) ifadesindeki gibi verilsin ve 𝐾𝛽 fonksiyonu bu model 

altında tahmin edilebilir olmak üzere  𝑂𝐿𝑆𝐸ℳ(𝐾𝛽) ve  𝐵𝐿𝑈𝐸ℳ(𝐾𝛽) tahmin edicileri 

sırasıyla (3.31) ve (3.33) ifadelerinde verildikleri şekilde olsun. Bu takdirde aşağıdaki 

ifadeler birbirine denk olacaktır: 

(i) 𝑂𝐿𝑆𝐸ℳ(𝐾𝛽) = 𝐵𝐿𝑈𝐸ℳ(𝐾𝛽)  eşitliği 1 olasılıkla gerçeklenir. 

(ii) 𝐾, 𝑋  ve  V matrisleri için  𝐾𝑋†VE𝑋 = 0 matris denklemi gerçeklenir. 

(iii) ℜ[(𝐾𝑋†𝑉)𝑇] ⊆ ℜ(𝑋) dir. 

(iv)  ℜ [𝑋
𝑇𝑉𝐸𝑋
0

] ⊆ ℜ [𝑋
𝑇𝑋
𝐾
] dir. 
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(v) 𝑟 [
𝑋𝑇𝑉 𝑋𝑇𝑋
𝑋𝑇 0
0 𝐾

] = 𝑟 [𝑋
𝑇𝑉 𝑋𝑇𝑋
𝑋𝑇 0

] = 2𝑟(𝑋) dir. 

(vi)  ℜ [𝐾
𝑇

0
] ⊆ ℜ [𝑋

𝑇𝑋 0
𝑉𝑋 𝑋

] dir. 

(vii)   E𝑋(VX: 0)F(𝑋𝑇𝑋:𝐾𝑇) = 0 dir. 

(viii) XU1 + U2(𝑋
𝑇𝑋:𝐾𝑇) = (𝑉𝑋: 0) matris denklemi U1 ve  U2 için çözülebilir. 

(ix)  𝑉 matrisi bir 𝐶 matrisi için 𝑉 = (𝐼 − 𝐻𝑇𝐻)𝐶𝐶𝑇(𝐼 − 𝐻𝑇𝐻) olarak yazılır, 

burada  𝐻 = 𝐾𝑋† − (𝐾: 0)(𝑋: 𝑉𝐸𝑋)
† dir (Tian, 2010). 

İspat.  𝑂𝐿𝑆𝐸𝑀(𝐾𝛽) ve  𝐵𝐿𝑈𝐸𝑀(𝐾𝛽) tahmin edicileri (3.6) ifadesinde verilen model 

altında 𝐾𝛽 parametre fonksiyonu için yansız tahmin edicilerdir. Bu nedenle 1 olasılıkla 

 𝑂𝐿𝑆𝐸𝑀(𝐾𝛽) = 𝐵𝐿𝑈𝐸𝑀(𝐾𝛽) eşitliğinin sağlanması için gerek ve yeter şart 

                𝐾𝑋†𝑉 = (𝐾: 0)(𝑋: 𝑉𝐸𝑋)
†𝑉 

eşitliğinin sağlanmasıdır. Bu durumda  

            𝑟(𝐾𝑋†V − (𝐾: 0)(𝑋: 𝑉𝐸𝑋)
†𝑉) 

                          = 𝑟(𝐾(𝑋𝑇𝑋)†𝑋𝑇𝑉 − (𝐾: 0)(𝑋: 𝑉𝐸𝑋)
†𝑉)  

                          = 𝑟 [(𝐾: (𝐾: 0)) (
𝑋𝑇𝑋 0
0 (𝑋: 𝑉𝐸𝑋)

)
†

(𝑋
𝑇𝑉
𝑉
)]  

= 𝑟 [
𝑋𝑇𝑋 0 𝑋𝑇𝑉
0 −(𝑋: 𝑉𝐸𝑋) 𝑉

𝐾 (𝐾: 0) 0

] − 𝑟(𝑋) − 𝑟(𝑋: 𝑉𝐸𝑋) 

= 𝑟 [
𝑋𝑇𝑋 −𝑋𝑇𝑋
0 −𝑋

   
0 𝑋𝑇𝑉

−𝑉𝐸𝑋 𝑉
𝐾      0          0     0

] − 𝑟(𝑋) − 𝑟(𝑋: V) 

                         = 𝑟 [
𝑋𝑇𝑋 0
0  −𝑋

     𝑋
𝑇𝑉𝐸𝑋 0
0 𝑉

𝐾      0          0     0
] − 𝑟(𝑋) − 𝑟(𝑋: V)  

                         = 𝑟 [𝑋
𝑇𝑋 𝑋𝑇𝑉𝐸𝑋
𝐾 0

] − 𝑟(𝑋)  

                         = 𝑟 [
𝑉𝑋 0 𝑋
𝑋𝑇𝑋 𝐾𝑇 0

] − 2𝑟(𝑋)  

                         = 𝑟(𝐸𝑋(𝑉𝑋: 0)𝐹(𝑋𝑇𝑋:𝐾𝑇)  
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elde edilir. Bu durumda eşitliğin her iki tarafı sıfıra eşitlenirse (iv)-(vii) şıklarının 

sağlandığı görülür. (viii) ve (ix) şıklarının denkliği ise açıkça görülebilir. Ayrıca (3.31) 

eşitliğini (3.34) de yerine yazarak 𝐾𝑋†𝑋 = 𝐾 nın 𝐾𝑋†𝑉E𝑋 = 0 matris denklemini 

sağladığı dikkate alınırsa (iii) de istenildiği gibi ℜ[(𝐾𝑋†𝑉)𝑇] ⊆ ℜ(𝑋) olduğu elde 

edilmiş olur. Öte yandan  𝐾𝑋†V = (𝐾: 0)(𝑋: VE𝑋)
†V denkleminin çözümü (i) şıkkının 

çözümün elde edildiğini gösterir. Böylece de ispat tamamlanmış olur. 

Teorem 3.4  ℳ modeli (3.6) ifadesindeki gibi verilsin ve 𝐾𝛽 fonksiyonu bu model 

altında tahmin edilebilir olmak üzere  𝑂𝐿𝑆𝐸ℳ(𝐾𝛽) ve  𝑂𝐿𝑆𝐸ℳ𝑟
(𝐾𝛽) tahmin edicileri 

sırasıyla (3.31) ve (3.32) ifadelerinde verildikleri şekilde olsunlar.  

(i) Bu takdirde aşağıdaki ifadeler denktir: 

a.  𝑂𝐿𝑆𝐸ℳ(𝐾𝛽) = 𝑂𝐿𝑆𝐸ℳ𝑟
(𝐾𝛽)  eşitliği 1 olasılıkla sağlanır. 

b. 𝑟 [
𝑋𝑇𝑋 𝑋𝑇𝑋𝐹𝐴 𝑋𝑇𝑉

𝐹𝐴𝑋
𝑇𝑋 0 0
𝐾 0 0

] = 𝑟(𝑋𝐹𝐴) + 𝑟(𝑋) dir. 

c. 𝑁 = (
𝑋𝑇𝑋 𝑋𝑇𝑋𝐹𝐴
𝐹𝐴𝑋

𝑇𝑋 0
) olmak üzere 

           ℜ[𝑋
𝑇𝑉
0
] ⊆ ℜ(𝑁),   ℜ [𝐾

𝑇

0
] ⊆ ℜ(𝑁) ve (𝐾: 0)𝑁† [𝑋

𝑇𝑉
0
] = 0  

       durumları sağlanır. 

d. 𝑉 matrisi keyfi bir 𝐶 matrisi için  𝑉 = 𝐹𝐽𝐶𝐶
𝑇𝐹𝐽 olarak parçalanabilir, burada  

𝐽 = 𝐾𝑋† − 𝐾𝐴𝑋𝐴
†
 dir. 

(ii) 𝑉 matrisi pzitif definit olduğunda  𝑂𝐿𝑆𝐸ℳ(𝐾𝛽) = 𝑂𝐿𝑆𝐸ℳ𝑟
(𝐾𝛽)  olabilmesi için 

gerek ve yeter koşul ℜ(𝐾𝑇) ⊆ ℜ(𝑋𝑇𝑋𝐹𝐴) olmasıdır (Tian, 2010). 

İspat. ℳ lineer modeli (3.6) daki gibi verilmiş olsun. Bu takdirde  𝑂𝐿𝑆𝐸ℳ(𝐾𝛽) ve 

𝑂𝐿𝑆𝐸ℳ𝑟
(𝐾𝛽) tahmin edicileri 𝐾𝛽 parametre fonksiyonunun yansız tahmin edilcileri 

olduğundan 1 olasılıkla 𝑂𝐿𝑆𝐸ℳ(𝐾𝛽) = 𝑂𝐿𝑆𝐸ℳ𝑟
(𝐾𝛽) eşitliğinin sağlanması için 

gerek ve yeter şart 𝐾𝑋†𝑉 = 𝐾𝐴𝑋𝐴
†𝑉 eşitliğinin sağlanmasıdır.  Bu durumda 

                  𝑟(𝐾𝑋†𝑉 − 𝐾𝐴𝑋𝐴
†𝑉) 

                                = 𝑟(𝐾(𝑋𝑇𝑋)†𝑋𝑇𝑉 − 𝐾𝐹𝐴(𝐹𝐴𝑋
𝑇𝑋𝐹𝐴)

†(𝑋𝐹𝐴)
𝑇𝑉)  
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𝐴) (
𝑋𝑇𝑋 0
0 𝐹𝐴𝑋

𝑇𝑋𝐹𝐴
)
†

(
𝑋𝑇𝑉

(𝑋𝐹𝐴)
𝑇𝑉
)] 

                               = 𝑟 [
𝑋𝑇𝑋 0 𝑋𝑇𝑉
0 (𝑋𝐹𝐴)

𝑇𝑋𝐹𝐴 (𝑋𝐹𝐴)
𝑇𝑉

𝐾 𝐾𝐹𝐴 0
] − 𝑟(𝑋) − 𝑟(𝑋𝐹𝐴) 

                               = 𝑟 [
𝑋𝑇𝑋 0 𝑋𝑇𝑉

−(𝑋𝐹𝐴)
𝑇𝑋 −(𝑋𝐹𝐴)

𝑇𝑋𝐹𝐴 0
𝐾 𝐾𝐹𝐴 0

] − 𝑟(𝑋) − 𝑟(𝑋𝐹𝐴) 

                              = 𝑟 [
𝑋𝑇𝑋 𝑋𝑇𝑋𝐹𝐴 𝑋𝑇𝑉

𝐹𝐴𝑋
𝑇𝑋 0 0
𝐾 0 0

] − 𝑟(𝑋) − 𝑟(𝑋𝐹𝐴) 

elde edilir. Bu eşitliğin sağ tarafı sıfıra eşitlenirse a. ve b. şıklarının denkliği görülür. 

b. ve c. şıklarının denkliği ise kolay bir şekilde görülebilir. Öte yandan  𝐾𝑋†𝑉 =

𝐾𝐴𝑋𝐴
†𝑉  denkleminin çözümü d. şıkkının çözümünün elde edildiğini gösterir. Ayrıca 

(ii) deki sonuç ise (i) şıkkından direct olarak görülebilir. Böylece ispat tamamlanır. 

Teorem 3.5 ℳ modeli (3.6) ifadesinde verildiği gibi olsun ve 𝐾𝛽 fonksiyonu bu 

model altında tahmin edilebilir olmak üzere 𝑂𝐿𝑆𝐸ℳ(𝐾𝛽) ve 𝐵𝐿𝑈𝐸ℳ𝑟
(𝐾𝛽) tahmin 

edicileri sırasıyla (3.31) ve (3.37) ifadelerinde verildikleri şekilde olsunlar.  Bu 

takdirde aşağıdaki ifadeler birbirine denk olacaktır (Tian, 2010): 

(i)  𝑂𝐿𝑆𝐸ℳ(𝐾𝛽) = 𝐵𝐿𝑈𝐸ℳ𝑟
(𝐾𝛽)  eşitliği 1 olasılıkla sağlanır. 

(ii) 𝑟 [
𝑉𝑋 0 𝑋
0 0 𝐴
𝑋𝑇𝑋 𝐾𝑇 0

] = 𝑟 [
𝑋
𝐴
] + 𝑟(𝑋) dir. 

(iii) 𝐹(𝑋:𝐴)𝑇 (
𝑉𝑋 0
0 0

)𝐸(𝑋𝑇𝑋:𝐾𝑇) = 0 eşitliği sağlanır. 

(iv) [
𝑋
𝐴
]𝑈1 + 𝑈2(𝑋

𝑇𝑋:𝐾𝑇) = [
𝑉𝑋 0
0 0

] denklemi 𝑈1 ve  U2 için çözülebilirdir. 

İspat. ℳ lineer modeli (3.6) ifadesinde verildiği gibi olsun. Bu takdirde  𝑂𝐿𝑆𝐸ℳ(𝐾𝛽) 

ve  𝐵𝐿𝑈𝐸ℳ𝑟
(𝐾𝛽) tahmin edicilerinin her ikisi de 𝐾𝛽 parametre fonksiyonu için yansız 

tahmin ediciler olacaktır.  Bunun sonucu olarak 

                  𝑂𝐿𝑆𝐸ℳ(𝐾𝛽) = 𝐵𝐿𝑈𝐸ℳ𝑟
(𝐾𝛽)   

        = 𝑟 [(𝐾:K𝐹
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eşitliğinin 1 olasılıkla sağlanması için gerek ve yeter şart  𝐾𝑋†𝑉 = 𝑃𝐾𝐴:𝑋𝐴:𝑉𝑉 

eşitliğinin sağlanmasıdır. Bu durumda 

                  𝑟(𝐾𝑋†𝑉 − 𝑃𝐾𝐴:𝑋𝐴:𝑉𝑉 ) 

                                  = 𝑟(𝐾(𝑋𝑇𝑋)†𝑋𝑇𝑉 − (𝐾𝐹𝐴: 0)(𝑋𝐹𝐴: 𝑉𝐸𝑋𝐹𝐴)
†
𝑉)  

                                 = 𝑟 [(𝐾:𝐾𝐹𝐴: 0) (
𝑋𝑇𝑋 0
0 −(𝑋𝐹𝐴: 𝑉𝐸𝑋𝐹𝐴)

)
†

(𝑋
𝑇𝑉
𝑉
)] 

                                = 𝑟 [

𝑋𝑇𝑋 0 𝑋𝑇𝑉
0 −(𝑋𝐹𝐴: 𝑉𝐸𝑋𝐹𝐴) 𝑉

𝐾 𝐾𝐹𝐴 0

] − 𝑟(𝑋) − 𝑟(𝑋𝐹𝐴: 𝑉𝐸𝑋𝐹𝐴) 

                               = 𝑟 [
𝑋𝑇𝑋 −𝑋𝑇𝑋𝐹𝐴
0 −𝑋𝐹𝐴

   
  0 𝑋𝑇𝑉

−𝑉𝐸𝑋𝐹𝐴 𝑉

𝐾          0            0        0

] − 𝑟(𝑋) − 𝑟(𝑋𝐹𝐴: 𝑉) 

                              = 𝑟 [
𝑋𝑇𝑋 0
0 −𝑋𝐹𝐴

  
  𝑋𝑇𝑉𝐸𝑋𝐹𝐴 0

0 𝑉
𝐾        0         0        0

] − 𝑟(𝑋) − 𝑟(𝑋𝐹𝐴: 𝑉) 

                              = 𝑟 [
𝑋𝑇𝑋 𝑋𝑇𝑉𝐸𝑋𝐹𝐴
𝐾 0

] − 𝑟(𝑋) 

                              = 𝑟 [𝑋
𝑇𝑋 𝐾𝑇

𝑉𝑋 0

0
𝑋𝐹𝐴

] − 𝑟(𝑋𝐹𝐴) − 𝑟(𝑋) 

                              = 𝑟 [
𝑉𝑋 0 𝑋
0 0 𝐴
𝑋𝑇𝑋 𝐾𝑇 0

] − 𝑟 (
𝑋
𝐴
) − 𝑟(𝑋) 

elde edilir. Eğer bu eşitliğin sağ taraf sıfıra eşitlenirse bu durumda (i)  ve  (ii) şıklarının 

denkliğinin sağlandığı görülür. Diğer taraftan (ii) ile (iii) ve (ii)  ile (iv) şıklarının 

denkliği de daha önce verilen lemmalardan kolaylıkla gösterilebilir. 

Teorem 3.6 ℳ modeli (3.6) daki gibi verilsin ve 𝐾𝛽 fonksiyonu bu model altında 

tahmin edilebilir olmak üzere  𝑂𝐿𝑆𝐸ℳ𝑟
(𝐾𝛽) ve  𝐵𝐿𝑈𝐸ℳ(𝐾𝛽) tahmin edicileri 

sırasıyla (3.32) ve (3.33) ifadelerinde verildikleri gibi olsun. Bu takdirde aşağıdaki 

ifadeler birbirine denktir (Tian, 2010): 

(i) 𝑂𝐿𝑆𝐸ℳ𝑟
(𝐾𝛽) = 𝐵𝐿𝑈𝐸ℳ(𝐾𝛽)  eşitliği 1 olasılıkla gerçeklenir. 
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(ii) 𝑟

[
 
 
 
 
𝑋𝑇𝑋 0 𝑋𝑇𝑉
𝑋 𝑋 0
𝐾 0 0

  
0 𝐴𝑇

𝑉 0
0 0

0     𝐴 0   
0      0  𝑋𝑇   

 
0   0
0  0 ]

 
 
 
 

= 𝑟 [
𝑋
𝐴
] + 𝑟(𝑋: 𝑉) + 𝑟(𝑋) + 𝑟(𝐴) dir.  

İspat. ℳ modeli (3.6) ifadesinde verildiği gibi olsun. Bu takdirde  𝑂𝐿𝑆𝐸ℳ𝑟
(𝐾𝛽) ve 

𝐵𝐿𝑈𝐸ℳ(𝐾𝛽) tahmin edicilerinin her biri 𝐾𝛽 fonksiyonu için yansız tahmin edicidir.  

Bunun sonucunda 𝑂𝐿𝑆𝐸ℳ𝑟
(𝐾𝛽) = 𝐵𝐿𝑈𝐸ℳ(𝐾𝛽) eşitliğinin 1 olasılıkla sağlanması 

için gerek ve yeter şart 𝐾𝐴𝑋𝐴
†𝑉 = 𝑃𝐾:𝑋:𝑉𝑉 eşitliğinin sağlanmasıdır. Bu durumda  

            𝑟(𝐾𝐴𝑋𝐴
†𝑉 − 𝑃𝐾:𝑋:𝑉𝑉) 

                           = 𝑟(𝐾𝐹𝐴(𝐹𝐴𝑋
𝑇𝑋𝐹𝐴)

†(𝐹𝐴)
𝑇𝑉 − (𝐾: 0)(𝑋: 𝑉𝐸𝑋)

†𝑉)  

                            = 𝑟 [(𝐾𝐹𝐴: (𝐾: 0)) (
(𝑋𝐹𝐴)

𝑇𝑋𝐹𝐴 0

0 −(𝑋: 𝑉𝐸𝑋)
)
†

(
(𝑋𝐹𝐴)

𝑇𝑉
𝑉

)] 

                            = 𝑟 [

(𝑋𝐹𝐴)
𝑇𝑋𝐹𝐴 0 (𝑋𝐹𝐴)

𝑇𝑉

0 −(𝑋: 𝑉𝐸𝑋) 𝑉

𝐾𝐹𝐴 (𝐾: 0) 0

] − 𝑟(𝑋𝐹𝐴) − 𝑟(𝑋: 𝑉𝐸𝑋) 

                           = 𝑟 [
(𝑋𝐹𝐴)

𝑇𝑋𝐹𝐴 0
X𝐹𝐴 −𝑋

    
  0 (𝑋𝐹𝐴)

𝑇𝑉
−𝑉𝐸𝑋 𝑉

0              𝐾     0          0

] − 𝑟(𝑋𝐹𝐴) − 𝑟(𝑋: 𝑉) 

                           = 𝑟 [
0 (𝑋𝐹𝐴)

𝑇𝑋
X𝐹𝐴 −𝑋

    
(𝑋𝐹𝐴)

𝑇𝑉𝐸𝑋 0
0 𝑉

0            𝐾            0           0

]  − 𝑟(X𝐹𝐴) − 𝑟(𝑋: 𝑉) 

                           = 𝑟

[
 
 
 
 
0 𝑋𝑇𝑋 𝑋𝑇𝑉   
𝑋 𝑋 0 
0 𝐾 0 

 
0 𝑉𝑇

𝑉 0
0 0

𝐴  0        0      0   0
0   0       𝑋𝑇   0   0 ]

 
 
 
 

− 𝑟 (
𝑋
𝐴
) − 𝑟(𝑋: 𝑉) − 𝑟(𝑋) − 𝑟(𝐴) 

elde edilir. Bu durumda eğer bu eşitliğin sağ taraf sıfıra eşitlenirse bu  takdirde (i) ve 

(ii) şıklarının birbirine denk olacağı görülür. Böylece ispat tamamlanmış olur. 

Teorem 3.7 ℳ modeli (3.6) daki gibi verilsin ve 𝐾𝛽 fonksiyonu bu model altında 

tahmin edilebilir olmak üzere 𝐵𝐿𝑈𝐸ℳ(𝐾𝛽) ve 𝐵𝐿𝑈𝐸ℳ𝑟
(𝐾𝛽) tahmin edicileri 

sırasıyla (3.33) ve (3.37) ifadelerinde verildikleri şekilde olsunlar. Bu takdirde 

aşağıdaki ifadeler birbirine denk olacaktır (Tian, 2010): 
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(i) 𝐵𝐿𝑈𝐸ℳ(𝐾𝛽) = 𝐵𝐿𝑈𝐸ℳ𝑟
(𝐾𝛽)  eşitliği 1 olasılıkla gerçeklenir. 

(ii) 𝑟 [

𝑉 0 𝑋
0 0 𝐴
𝑋𝑇 𝐾𝑇 0

  

 

] = 𝑟 [
𝑋
𝐴
] + 𝑟(𝑋: 𝑉) dir. 

(iii) ℜ[
0
0
𝐾𝑇
] ⊆ ℜ [

𝑉 𝑋
0 𝐴
𝑋𝑇 0

]    dir.  

İspat. 𝑀 modeli (3.6) deki gibi verilsin. Bu takdirde  𝐵𝐿𝑈𝐸ℳ𝑟
(𝐾𝛽) ve 𝐵𝐿𝑈𝐸ℳ(𝐾𝛽) 

tahmin edicilerinin her ikisi de 𝐾𝛽 fonksiyonu için yansız tahmin ediciler olacaktır. 

Bu nedenle 𝐵𝐿𝑈𝐸ℳ𝑟
(𝐾𝛽) = 𝐵𝐿𝑈𝐸ℳ(𝐾𝛽) eşitliğinin bir olasılıkla sağlanabilmesi 

için gerek ve yeter şart  𝑃𝐾:𝑋:𝑉𝑉 = 𝑃𝐾𝐴:𝑋𝐴:𝑉𝑉 eşitliğinin sağlanmasıdır. Bu durumda 

          𝑟(𝑃𝐾:𝑋:𝑉𝑉 − 𝑃𝐾𝐴:𝑋𝐴:𝑉𝑉) 

                       = 𝑟(((𝐾: 0)(𝑋: 𝑉𝐸𝑋)
†𝑉 − (𝐾𝐹𝐴: 0)(𝑋𝐹𝐴: 𝑉𝐸𝑋𝐹𝐴)

†V)  

                       = 𝑟 [((𝐾: 0): (𝐾𝐹𝐴: 0)) (
(𝑋: 𝑉𝐸𝑋) 0

0 −(𝑋𝐹𝐴: 𝑉𝐸𝑋𝐹𝐴)
)

†

(
𝑉
𝑉
)] 

                       = 𝑟 [

((X: VEX) 0 V

0 −(XFA: VEXFA) V

(K: 0) (KFA: 0) 0

] − 𝑟(𝑋𝐹𝐴: 𝑉𝐸𝑋𝐹𝐴) − 𝑟(𝑋: 𝑉𝐸𝑋) 

                       = 𝑟 [
𝑋 𝑉𝐸𝑋
0 0

   
−𝑋𝐹𝐴 0
−𝑋𝐹𝐴 −𝑉𝐸𝑋𝐹𝐴

𝑉
𝑉

𝐾     0    0             0    0

] − 𝑟(𝑋𝐹𝐴: 𝑉) − 𝑟(𝑋: 𝑉) 

                      = 𝑟 [
𝑋 𝑉𝐸𝑋
0 0

   
0 𝑉𝐸𝑋𝐹𝐴     

−𝑋𝐹𝐴  0   
0
𝑉

𝐾     0    0             0     0

] − 𝑟(𝑋𝐹𝐴: 𝑉) − 𝑟(𝑋: 𝑉) 

                      = 𝑟 [
𝑋 𝑉𝐸𝑋𝐹𝐴
𝐾 0

]  − 𝑟(𝑋: 𝑉) 

                      = 𝑟 [
𝑋𝑇 𝐾𝑇 0
𝑉 0 𝑋𝐹𝐴

]  − 𝑟(𝑋𝐹𝐴) − 𝑟(𝑋: 𝑉) 

                       = 𝑟 [
0 𝑋𝑇 𝐾𝑇

𝑋 𝑉 0
𝐴 0 0

] − 𝑟 (
𝑋
𝐴
) − 𝑟(𝑋: 𝑉) 
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olduğu görülür. Bu eşitliğin sağ tarafı sıfıra eşitlenirse bu durumda (i) ve (ii) şıklarının 

denkliğinin sağlandığı görülebilir ve böylece ispat tamamlanmış olur. 

Teorem 3.8 ℳ modeli (3.6) daki gibi verilsin ve 𝐾𝛽 parametre fonksiyonu bu model 

altında tahmin edilebilir olmak üzere  𝑂𝐿𝑆𝐸ℳ𝑟
(𝐾𝛽) ve  𝐵𝐿𝑈𝐸ℳ(𝐾𝛽) tahmin edicileri 

sırasıyla (3.32) ve (3.37) ifadelerinde verildikleri şekilde olsun. Bu takdirde aşağıdaki 

ifadeler birbirine denk olacaktır (Tian, 2010): 

(i) 𝑂𝐿𝑆𝐸ℳ𝑟
(𝐾𝛽) = 𝐵𝐿𝑈𝐸ℳ𝑟

(𝐾𝛽)  eşitliği 1 olasılıkla sağlanır. 

(ii) 𝑟 [
𝑉𝑋𝐹𝐴 0 𝑋𝐹𝐴

𝐹𝐴𝑋
𝑇𝑋𝐹𝐴 𝐹𝐴𝐾

𝑇 0
  

 
] = 2𝑟(𝑋𝐹𝐴) dir. 

(iii) 𝑟 [

𝑋𝑇𝑋 0  
𝑉𝑋 𝑋  

𝐾𝑇 𝑋𝑇

0 0 
𝐴    0   
0   𝐴  

 
0  0
0 0

] = 2𝑟 [
𝑋
𝐴
] + 𝑟(𝐴)  dir. 

(iv) 𝑋𝐹𝐴U1 + U2(𝐹𝐴𝑋
𝑇𝑋𝐹𝐴: 𝐹𝐴𝐾

𝑇) = (𝑉𝑋𝐹𝐴: 0) matris denklemi U1 ve U2 için 

çözülebilir. 

İspat. ℳ modeli (3.6) ifadesinde verildiği gibi olsun. Bu durumda 𝑂𝐿𝑆𝐸ℳ𝑟
(𝐾𝛽) ve 

𝐵𝐿𝑈𝐸ℳ𝑟
(𝐾𝛽) tahmin edicilerinin her ikisi de 𝐾𝛽 fonksiyonu için bir yansız tahmin 

edici olacaktır. Bunun bir sonucu olarak 𝑂𝐿𝑆𝐸ℳ𝑟
(𝐾𝛽) = 𝐵𝐿𝑈𝐸ℳ𝑟

(𝐾𝛽) eşitliğinin bir 

olasılıkla sağlanabilmesi için gerek ve yeter koşul 𝐾𝐴𝑋𝐴
†𝑉 = (𝐾𝐴: 0)(𝑋𝐴: 𝐸𝑋𝐴)

†𝑉 

eşitliğinin gerçekleşmesidir. Dolayısıyla  

        𝑟(𝐾𝐴𝑋𝐴
†𝑉 − (𝐾𝐴: 0)(𝑋𝐴: 𝐸𝑋𝐴)

†𝑉) 

                     = 𝑟[(𝐾𝐹𝐴(𝐹𝐴𝑋
𝑇𝑋𝐹𝐴)

†(𝑋𝐹𝐴)
𝑇𝑉 − (𝐾𝐹𝐴: 0)(𝑋𝐹𝐴: 𝑉𝐸𝑋𝐹𝐴)

†V] 

                    = 𝑟 [(𝐾𝐹𝐴: 𝐾𝐹𝐴: 0) (
𝐹𝐴𝑋

𝑇𝑋𝐹𝐴 0
0 −(𝑋𝐹𝐴: 𝑉𝐸𝑋𝐹𝐴)

)

†

(
(𝑋𝐹𝐴)

𝑇𝑉
𝑉

)] 

                    = 𝑟 [

𝐹𝐴𝑋
𝑇𝑋𝐹𝐴 0 𝐹𝐴𝑋

𝑇𝑉

0 −(𝑋𝐹𝐴: 𝑉𝐸𝑋𝐹𝐴) 𝑉

𝐾𝐹𝐴 (𝐾𝐹𝐴: 0) 0

] − 𝑟(𝑋𝐹𝐴: 𝑉𝐸𝑋𝐹𝐴) − 𝑟(X𝐹𝐴) 

                      = 𝑟 [
𝑉𝑋𝐹𝐴 𝑋𝐹𝐴 0

𝐹𝐴𝑋
𝑇𝑋𝐹𝐴 0 𝐹𝐴𝐾

𝑇]  − 2𝑟(𝑋𝐹𝐴) 
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                       = 𝑟 [

𝑉𝑋 𝑋
𝑋𝑇𝑋 0

     
0  0
𝐾𝑇 𝐴𝑇

𝐴    0  
0    𝐴  

   
0    0
0    0

] − 2𝑟 (
𝑋
𝐴
) − 𝑟(𝐴) 

elde edilir. Eğer bu eşitliğin sağ tarafı sıfıra eşitlenirse bu durumda (i), (ii) ve (iii) 

şıklarının denkliğinin sağlandığı gösterilmiş olur. Öte yandan (ii) ve (iv) şıklarının 

denkliği ise kolaylıkla gösterilebilir ve böylece ispat tamamlanmış olur. 

Lemma 3.7, Lemma 3.8 ve Lemma 3.9 kullanılarak (3.6) ve (3.27) ile verilen 

modeller altında 𝑋𝛽 vektörünün OLSE ve BLUE tahmin edicileri sırasıyla 

                 𝑂𝐿𝑆𝐸𝑀(𝑋𝛽) = 𝑃𝑋𝑦,                                                                                  (3.38) 

                 𝑂𝐿𝑆𝐸𝑀𝑟(𝑋𝛽) = 𝐸𝑋𝐹𝐴𝑋𝐴
†𝑏 + 𝑃𝑋𝐹𝐴𝑦,                                                    (3.39)                                                       

                 𝐵𝐿𝑈𝐸𝑀(𝑋𝛽) = 𝑃𝑋:𝑉𝑦,                                                                                  (3.40) 

                 𝐵𝐿𝑈𝐸𝑀𝑟(𝑋𝛽) = (𝐼 − 𝑃𝑋𝐹𝐴:𝑉)𝑋𝐴
†𝑏 + 𝑃𝑋𝐹𝐴:𝑉𝑦,                                      (3.41)       

olarak yazılabilir, burada  𝑈1  ve 𝑈2 matrisleri keyfi matrisler olmak üzere  𝑃𝑋:𝑉 ve 

𝑃𝑋𝐹𝐴:𝑉 izdüşümleri 

           𝑃𝑋:𝑉 = (𝑋: 0)(𝑋: 𝑉𝐸𝑋)
† + 𝑈1𝑉𝐸(𝑋:𝑉)          

            𝑃𝑋𝐹𝐴:𝑉 = (𝑋𝐹𝐴: 0)(𝑋𝐹𝐴: 𝑉𝐸𝑋𝐹𝐴)
†
+ 𝑈2𝑉𝐸(𝑋𝐹𝐴:𝑉)                                                             

şeklinde olacaktır.  

Şimdi OLSE ve BLUE tahmin edicileri için (3.38)-(3.41) de verilen ifadelerin  

denkliği için Teorem 3.3 – Teorem 3.8 e paralel olarak aşağıdaki sonuçlar verilebilir:  

Sonuç 3.1 𝑂𝐿𝑆𝐸ℳ(𝑋𝛽) ve 𝑂𝐿𝑆𝐸ℳ𝑟
(𝑋𝛽) tahmin edicileri sırasıyla (3.38) ve (3.39) 

ifadelerinde verildiği gibi olsun. Bu takdirde aşağıdaki ifadeler denktir (Tian, 2010): 

(i) 𝑂𝐿𝑆𝐸ℳ(𝑋𝛽) = 𝑂𝐿𝑆𝐸ℳ𝑟
(𝑋𝛽)  eşitliği 1 olasılıkla sağlanır. 

(ii) ℜ [𝑋
𝑇𝑉
0
] ⊆ ℜ(𝑋

𝑇𝑋
𝐴
) dir. 

(iii) ℜ[𝑋𝑇𝑉] ⊆ ℜ(𝑋𝑇𝑋𝐹𝐴) dir. 

(iv)  𝐸𝑋𝑇𝑋𝐹𝐴𝑋
𝑇𝑉 = 0 dir. 

𝑉 kovaryans matrisi 𝐺 = 𝐸𝑋𝑇𝑋𝐹𝐴ve  H uygun mertebeden keyfi bir matris olmak üzere  

𝑉 = 𝐹𝐺𝐻𝐻
𝑇𝐹𝐺 formunda ifade edilebilir. 
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Sonuç 3.2 𝑂𝐿𝑆𝐸ℳ(𝑋𝛽)  ve 𝐵𝐿𝑈𝐸ℳ(𝑋𝛽) tahmin edicileri sırasıyla (3.38) ve (3.40) de 

verildikleri gibi olsun. Bu takdirde aşağıdaki ifadeler birbirine denktir (Tian, 2010): 

(i) 𝑂𝐿𝑆𝐸ℳ(𝑋𝛽) = 𝐵𝐿𝑈𝐸ℳ(𝑋𝛽)  eşitliği 1 olasılıkla sağlanır. 

(ii) ℜ[𝑉𝑋] ⊆ ℜ(𝑋) dir. 

(iii) 𝑃𝑋𝑉 = 𝑉𝑃𝑋 dir. 

(iv)  𝑉 kovaryans matrisi U1 ve  U2 uygun mertebeden matrisler olmak üzere  

 𝑉 = XU1U1
𝑇𝑋𝑇 + 𝐸𝑋U2U2

𝑇𝐸𝑋 formunda ifade edilebilir. 

Bir genel lineer model altında OLSE ve BLUE tahmin edicilerinin denk olup 

olmadığı oldukça önemlidir. Bu nedenle özellikle tahmin edicilerin denklği üzerine 

pek çok önemli bilimsel çalışma mevcuttur. Istatistiksel literatürde bu formda verilen 

bir kovaryans matrisine Rao Kovaryans yapısı adı verilir.  

Sonuç 3.3  𝑂𝐿𝑆𝐸ℳ(𝑋𝛽)  ve 𝐵𝐿𝑈𝐸ℳ𝑟
(𝑋𝛽) tahmin edicileri sırasıyla (3.38) ve (3.41) 

ifadelerinde verildiği gibi olsun. Bu takdirde aşağıdaki ifadeler denktir (Tian, 2010): 

(i) 𝑂𝐿𝑆𝐸ℳ(𝑋𝛽) = 𝐵𝐿𝑈𝐸ℳ𝑟
(𝑋𝛽)  eşitliği 1 olasılıkla sağlanır. 

(ii) ℜ [
𝑉𝑋
0
] ⊆ ℜ(

𝑋
𝐴
) dir. 

(iii)  ℜ[𝑉𝑋] ⊆ ℜ(𝑋𝐹𝐴) dir. 

(iv)  𝐸𝑋𝐹𝐴𝑉𝑋 = 0 dir. 

Sonuç 3.4  𝑂𝐿𝑆𝐸ℳ𝑟
(𝑋𝛽) ve  𝐵𝐿𝑈𝐸ℳ(𝑋𝛽) tahmin edicileri sırasıyla (3.39) ve (3.40) 

ifadelerinde verildiği gibi olsun. Bu takdirde aşağıdaki ifadeler denktirler (Tian, 2010): 

(i) 𝑂𝐿𝑆𝐸𝑀𝑟(𝑋𝛽) = 𝐵𝐿𝑈𝐸𝑀(𝑋𝛽)  eşitliği 1 olasılıkla sağlanır. 

(ii) 𝑟 (
𝑋
𝐴
  
𝑉
0
) = 𝑟 (

𝑋
𝐴
) + 𝑟(𝑋: 𝑉) − 𝑟(𝑋)  ve  𝑟 (

𝑉𝑋
𝐴
  
𝑋
0
) = 𝑟(𝑋) + 𝑟(𝐴)  dir. 

(iii) 𝑟(𝐸𝑋𝐹𝐴𝑉) = 𝑟(𝐸𝑋𝑉)  ve  𝐸𝑋𝑉𝑋𝐹𝐴 = 0 dir. 

Sonuç 3.5  𝑂𝐿𝑆𝐸ℳ𝑟
(𝑋𝛽) ve  𝐵𝐿𝑈𝐸ℳ𝑟

(𝑋𝛽) tahmin edicileri sırasıyla (3.39) ve (3.41) 

ifadelerinde verildiği gibi olsun. Bu takdirde aşağıdaki ifadeler denktirler (Tian, 2010): 

(i) 𝑂𝐿𝑆𝐸ℳ𝑟
(𝑋𝛽) = 𝐵𝐿𝑈𝐸ℳ𝑟

(𝑋𝛽)  eşitliği 1 olasılıkla gerçeklenir. 
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(ii) ℜ[𝑉𝑋𝐹𝐴] ⊆ ℜ(𝑋𝐹𝐴) dir. 

(iii) 𝑟 (
𝑉𝑋 𝑋
0 𝐴
𝐴 0

) = 𝑟 (
𝑋
𝐴
) + 𝑟(𝑋: 𝐴) − 𝑟(𝑋)  dir. 

(iv)  𝑉𝑋𝐹𝐴 = 𝑋𝐹𝐴𝑉  dir. 

(v) 𝑉 kovaryans matrisi U1 ve  U2 uygun mertebeden matrisler olmak üzere  

             𝑉 = 𝑋𝐹𝐴U1U1
𝑇𝐹𝐴𝑋

𝑇 + 𝐸𝑋𝐹𝐴U2U2
𝑇 𝐸𝑋𝐹𝐴                                                             

formunda ifade edilebilir. 

Sonuç 3.6  𝐵𝐿𝑈𝐸ℳ(𝑋𝛽) ve  𝐵𝐿𝑈𝐸ℳ𝑟
(𝑋𝛽) tahmin edicileri sırasıyla (3.40) ve (3.41) 

ifadelerinde verildikleri gibi olsun. Bu takdirde aşağıdaki ifadeler denktir (Tian, 2010): 

(i) 𝐵𝐿𝑈𝐸ℳ(𝑋𝛽) = 𝐵𝐿𝑈𝐸ℳ𝑟
(𝑋𝛽)  eşitliği 1 olasılıkla sağlanır. 

(ii) 𝑟 (
𝑋 𝑉
𝐴 0

) = 𝑟 (
𝑋
𝐴
) + 𝑟(𝑋: 𝐴) − 𝑟(𝑋)  dir. 

(iii)  𝑟(𝐸𝑋𝐹𝐴𝑉) = 𝑟(𝐸𝑋𝑉)  dir. 

Sonuç 3.8 𝑂𝐿𝑆𝐸ℳ(𝑋𝛽),  𝑂𝐿𝑆𝐸ℳ𝑟
(𝑋𝛽),  𝐵𝐿𝑈𝐸ℳ(𝑋𝛽) ve 𝐵𝐿𝑈𝐸ℳ𝑟

(𝑋𝛽) tahmin 

edicileri sırasıyla (3.38)-(3.41) de verildiği gibi olsun. Ayrıca ℜ(𝐴𝑇)⋂ℜ(𝑋𝑇) = {0}  

olduğunu varsayalım. Bu takdirde 

(i) 𝑂𝐿𝑆𝐸ℳ(𝑋𝛽) = 𝑂𝐿𝑆𝐸ℳ𝑟
(𝑋𝛽) eşitliği sağlanır. 

(ii) 𝐵𝐿𝑈𝐸ℳ(𝑋𝛽) = 𝐵𝐿𝑈𝐸ℳ𝑟
(𝑋𝛽) eşitliği sağlanır (Tian, 2010). 

Sonuç 3.9 𝑂𝐿𝑆𝐸ℳ(𝑋𝛽),  𝑂𝐿𝑆𝐸ℳ𝑟
(𝑋𝛽),   𝐵𝐿𝑈𝐸ℳ(𝑋𝛽)  ve 𝐵𝐿𝑈𝐸ℳ𝑟

(𝑋𝛽) tahmin 

edicileri sırasıyla (3.38)-(3.41) eşitliklerinde verildikleri şekilde olsunlar. Ayrıca 

ℜ(𝑋) ⊆ ℜ(𝑉) olduğunu varsayalım. Bu takdirde 

(i) 𝑂𝐿𝑆𝐸ℳ(𝑋𝛽) = 𝑂𝐿𝑆𝐸ℳ𝑟
(𝑋𝛽) eşitliği 1 olasılıkla sgerçeklenir.  

              ⟺ 𝐵𝐿𝑈𝐸ℳ(𝑋𝛽) = 𝐵𝐿𝑈𝐸ℳ𝑟
(𝑋𝛽) eşitliği 1 olasılıkla gerçeklenir. 

              ⟺ℜ(𝐴𝑇)⋂ℜ(𝑋𝑇) = {0} dir. 

(ii) 𝑂𝐿𝑆𝐸ℳ(𝑋𝛽) = 𝐵𝐿𝑈𝐸ℳ𝑟
(𝑋𝛽) eşitliği 1 olasılıkla şerçeklenir.  

              ⟺ℜ(𝐴𝑇)⋂ℜ(𝑋𝑇) = {0} ve ℜ(𝑉𝑋) ⊆ ℜ(𝑋) dir (Tian, 2010). 
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Sonuç 3.10 Eğer 𝑂𝐿𝑆𝐸ℳ(𝑋𝛽),  𝑂𝐿𝑆𝐸ℳ𝑟
(𝑋𝛽),  𝐵𝐿𝑈𝐸ℳ(𝑋𝛽) ve 𝐵𝐿𝑈𝐸ℳ𝑟

(𝑋𝛽) tahmin 

edicileri sırasıyla (3.38)-( 3.41) eşitliklerinde verildikleri şekilde olmak üzere  𝑟(𝑋) =

𝑝 ise, bu takdirde aşağıdaki ifadeler 1 olasılıkla gerçeklenir (Tian, 20210): 

(i) 𝑂𝐿𝑆𝐸ℳ(𝑋𝛽) = 𝑂𝐿𝑆𝐸ℳ𝑟
(𝑋𝛽) ⟺ 𝐴𝑋†𝑉 = 0 , 

(ii) 𝑂𝐿𝑆𝐸ℳ(𝑋𝛽) = 𝐵𝐿𝑈𝐸ℳ𝑟
(𝑋𝛽) ⟺ 𝑋†𝑉 = 0  ve  ℜ(𝑉𝑋) ⊆ ℜ(𝑋) , 

(iii)  𝐵𝐿𝑈𝐸ℳ(𝑋𝛽) = 𝐵𝐿𝑈𝐸ℳ𝑟
(𝑋𝛽) ⟺ ℜ((𝐴: 0)𝑇 ) ⊆ ℜ((𝑋: 𝑉)𝑇 ) . 

Şimdi 𝑟(𝑋) = 𝑝 ve 𝐾 = 𝐼𝑝 olduğunu kabul edelim. Bu durumda (3.6) ve (3.27) 

ifadelerinde verilen lineer modeller altında 𝛽 parametre vektörünün OLSE ve BLUE 

tahmin edicileri sırasıyla 

                 𝑂𝐿𝑆𝐸ℳ(𝛽) = 𝑋†𝑦,                                                                                  (3.42) 

                 𝑂𝐿𝑆𝐸ℳ𝑟
(𝛽) = (𝐴† − 𝐹𝐴(𝑋𝐹𝐴)

†𝑋𝐴†𝑏 + 𝐹𝐴(𝑋𝐹𝐴)
†𝑦,                             (3.43)                                                       

                 𝐵𝐿𝑈𝐸ℳ(𝛽) = 𝑃𝐼𝑝:𝑋:𝑉𝑦,                                                                                   (3.44) 

                 𝐵𝐿𝑈𝐸ℳ𝑟
(𝛽) = (𝐼𝑝 − 𝑃𝐹𝐴:𝑋𝐹𝐴:𝑉)𝑋𝐴

†𝑏 + 𝑃𝐹𝐴:𝑋𝐹𝐴:𝑉𝑦,                             (3.45)       

dir, burada 𝑈1  ve 𝑈2 matrisleri keyfi olmak üzere  𝑃𝐼𝑝:𝑋:𝑉 ve 𝑃𝐹𝐴:𝑋𝐹𝐴:𝑉 izdüşümleri 

           𝑃𝐼𝑝:𝑋:𝑉 = (𝐼𝑝: 0)(𝑋: 𝑉𝐸𝑋)
† + 𝑈1𝑉𝐸(𝑋:𝑉)          

            𝑃𝐹𝐴:𝑋𝐹𝐴:𝑉 = (𝐹𝐴: 0)(𝑋𝐹𝐴: 𝑉𝐸𝑋𝐹𝐴)
†
+ 𝑈1𝑉𝐸(𝑋𝐹𝐴:𝑉)                                                             

formunda olacaktır. Eğer  𝑟(𝑋) = 𝑝 ve 𝑟(𝑉) = 𝑛 olduğu varsayılırsa bu durumda 

aşağıdaki sonuç verilebilir: 

Sonuç 3.11 Eğer 𝑂𝐿𝑆𝐸ℳ(𝛽),  𝑂𝐿𝑆𝐸ℳ(𝛽), 𝐵𝐿𝑈𝐸ℳ(𝛽)  ve 𝐵𝐿𝑈𝐸ℳ𝑟
(𝛽) tahmin 

edicileri sırasıyla (3.42)-(3.45şeklinde ise aşağıdaki ifadeler sağlanır (Tian, 2010): 

(i) 𝑂𝐿𝑆𝐸ℳ(𝛽) =  𝐵𝐿𝑈𝐸ℳ(𝛽) ⟺ ℜ(𝑉𝑋) ⊆ ℜ(𝑋) , 

(ii) 𝑂𝐿𝑆𝐸ℳ(𝛽) =  𝑂𝐿𝑆𝐸ℳ𝑟
(𝛽) ⟺ ℜ(𝑋𝑇)⋂ℜ(𝐴𝑇) = {0} , 

(iii) 𝑂𝐿𝑆𝐸ℳ(𝛽) =  𝐵𝐿𝑈𝐸ℳ𝑟
(𝛽) ⟺ℜ(𝑉𝑋𝐹𝐴) ⊆ ℜ(𝑋𝐹𝐴) , 

(iv)  𝑂𝐿𝑆𝐸ℳ𝑟
(𝛽) =  𝐵𝐿𝑈𝐸ℳ(𝛽) ⟺ℜ(𝑉𝑋𝐹𝐴) ⊆ ℜ(𝑋𝐹𝐴) , 

(v) 𝐵𝐿𝑈𝐸ℳ𝑟
(𝛽) =  𝐵𝐿𝑈𝐸ℳ(𝛽) ⟺ 𝐴 = 0 , 
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(vi) 𝑂𝐿𝑆𝐸ℳ𝑟
(𝛽) =  𝐵𝐿𝑈𝐸ℳ𝑟

(𝛽) ⟺ℜ(𝑉𝑋𝐹𝐴) ⊆ ℜ(𝑋𝐹𝐴). 

3.5 Parçalı Lineer Modellerde OLSE ve BLUE Tahminleri 

 Bu kısımda ℳ = {𝑦, 𝑋𝛽, 𝜎2𝑉} = {𝑦, 𝑋1𝛽1  +  𝑋2𝛽2 , 𝜎
2𝑉} paçalı tam lineer 

modeli ve bu modelden türetilen ℳ1 = {𝑦, 𝑋1𝛽1 , 𝜎
2𝑉} ve ℳ2 = {𝑦, 𝑋2𝛽2 , 𝜎

2𝑉} alt 

modelleri ele alınarak, tam model altında OLSE tahmin edicisinin alt modeller 

altındaki OLSE tahmin edicilerin toplamına eşit; tam model altında BLUE tahmin 

edicisinin alt modeller altındaki BLUE tahmin edicilerin toplamına eşit ve tam model 

altında BLUE tahmin edicisinin alt modeller altındaki OLSE tahmin edicilerin 

toplamına eşit olmaları için bazı gerek ve yeter şartlar verilecektir. Temel sonuçların 

ispatları genel lineer model altında değişik tahmin edicilerin karakterize edilmesi 

sürecinde matris rank metotlarının nasıl kullanıldığını da açıklamaktadır.  

𝑦 = 𝑋1𝛽1 + 𝑋2𝛽2 + 𝜀 ,  𝐸(𝜀) = 0 , 𝐶𝑜𝑣(𝜀) = 𝜎2𝑉,                                             (3.46) 

parçalı lineer modelinin verildiğini varsayalım, burada 𝑋1 ∈ ℝ𝑛×𝑝 ve  𝑋2 ∈ ℝ𝑛×𝑞 

bilinenlerin keyfi ranklı iki matrisi, 𝑦 ∈ ℝ𝑛×1 gözlemlenebilir bir rasgele vektör, 𝛽1 ∈ 

ℝ𝑝×1 ve 𝛽2 ∈ ℝ𝑞×1,  bilinmeyenlerin  iki parametre vektörü, 𝑉 ∈ ℝ𝑛×𝑛 bilinen keyfi 

ranklı non-negatif definit bir matris ve 𝜎2 bilinmeyen bir pozitif parametredir. Eğer 𝑉 

matrisi singüler bir matris ise bu durumda (3.46) modeline singüler lineer model de 

denir. Bu durumda (3.46) modeli genellikle 𝑋 = [𝑋1, 𝑋2] ve 𝛽 =[ 𝛽1, 𝛽2] olmak üzere 

                  ℳ = {𝑦, 𝑋𝛽, 𝜎2𝑉} = {𝑦, 𝑋1𝛽1 + 𝑋2𝛽2, 𝜎
2𝑉}                                       (3.47) 

şeklinde gösterilir.  ℳ tam modeli ile ilgili olarak iki alt model de 

                 ℳ1 = {𝑦, 𝑋1𝛽1 , 𝜎
2𝑉}   ve    ℳ2 = {𝑦, 𝑋2𝛽2 , 𝜎

2𝑉}                               (3.48) 

ile gösterilsin. Bu kısımdaki esas amacımız (3.47) ve (3.48) ile verilen modeller altında 

OLSE ve BLUE tahmin edicileri arasındaki ilişkileri ortaya koymak olacaktır.  Özel 

olarak, ℳ  modeli altında 𝑋𝛽  parameresinin OLSE ve BLUE tahmin edicilerinin 

ℳ1 ve ℳ2 modelleri altında sırasıyla  𝑋1𝛽1 ve 𝑋2𝛽2  parametrelerinin OLSE ve BLUE 

tahmin edicilerinin toplamına eşit olması için bazı gerek ve yeter şartlar türetilecektir. 

Bu konudaki bazı önemli araştırmalar Bhimasankaram & Saharay(1997), Chu ve 

Ark.(2004), Grob & Puntanen(2000), Nurhonen & Puntanen(1992), Werner & 

Yapar(1995,1996), Zhang ve Ark.(2004) tarafından yapılmıştır. 
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 𝛽 ve  𝑋𝛽 parametrelerinin (3.47) ile verilen genel lineer model altındaki OLSE 

ve BLUE tahmin edicileri aşağıdaki gibi verilebilir: 𝛽  parametresinin (3.2) de verilen 

tam lineer model altındaki OLSE tahmin edicisi    

                𝛽̂ = 𝑎𝑟𝑔𝑚𝑖𝑛(y − X𝛽)𝑇(y − X𝛽)                                                                        (3.49) 

dir. Bu durumda 𝑋𝛽 nın (3.2) deki genel linner model altındaki OLSE tahmin edicisi 

𝑂𝐿𝑆𝐸𝑀(𝑋𝛽)= 𝑋.𝑂𝐿𝑆𝐸𝑀(𝛽) dir. Öte yandan 𝐵𝐿𝑈𝐸𝑀(𝑋𝛽) ile gösterilen 𝑋𝛽 nın (3.47) 

altındaki BLUE tahmin edicisi, bir 𝐺𝑦  lineer tahmin edicisi olarak tanımlanır öyle ki 

Eğer 𝐸(𝐺𝑦) = 𝛽 ve  𝑋𝛽  parametresinin (3.47) altındaki diğer herhangi bir yansız lineer 

tahmin edicisi 𝐿𝑦 ise bu durumda 𝐶𝑜𝑣(𝐿𝑦)–𝐶𝑜𝑣(𝐺𝑦) farkı non-negatif definit 

olacaktır. Bu durumda (3.4) bağıntısı ile ilgili normal denklem 𝑋𝑇𝑋𝛽 = 𝑋𝑇𝑦 şeklinde 

olup bu denklemin çözümü aşağıdaki iyi bilinen sonuçta verilmiştir. 

Lemma 3.10 (3.47) modeli altında 𝛽 ve 𝑋𝛽  parametrelerinin OLSE tahmin edicileri 

𝑣 ∈ ℝ(𝑝+𝑞)×1 tipinde keyfi bir vektör olmak üzere aşağıdaki gibi verilebilir: 

    𝑂𝐿𝑆𝐸ℳ(𝛽) = 𝛽̂ = (𝑋𝑇𝑋)†𝑋𝑇𝑦 + (𝐼 − 𝑋†𝑋)𝑣 = 𝑋†𝑦 + 𝐹𝑋𝑣                 (3.50) 

               𝑂𝐿𝑆𝐸ℳ(𝑋𝛽) = 𝑋𝛽̂ = 𝑋𝑂𝐿𝑆𝐸ℳ(𝛽) = 𝑋𝑋†𝑦 = 𝑃𝑋𝑦,                                (3.51) 

burada 𝑃𝐴 = 𝐴𝐴†, 𝐹𝐴 = 𝐼 − 𝐴†𝐴, 𝐸𝐴 = 𝐼 − 𝐴𝐴† ortogonal izdüşümlerdir (Tian, 2007). 

Öte yandan (3.47) lineer modeli altında 𝑋𝛽 parametresinin BLUE tahmin edicisi 

aşağıdaki lemma da verilmiştir (bakınız, Rao, 1973, s.282). 

Lemma 3.11   Bir 𝐺𝑦 tahmin edicisinin (3.47) modeli altında 𝑋𝛽 parametresinin bir 

BLUE tahmin edicisi olması için gerek ve yeter şart 𝐺 matrisinin  

                     𝐺[𝑋, 𝑉𝐸𝑋] = [𝑋,0]                                                                             (3.52)  

lineer matris denklemini sağlamasıdır (Tian, 2007). 

 Bu denklem tutarlı bir denklemdir, yani, ℜ([𝑋, 0]𝑇)  ⊆ ℜ([𝑋, 𝑉𝐸𝑋]
𝑇), veya 

buna denk olarak, 

                     [𝑋, 0][ 𝑋, 𝑉𝐸𝑋]
†[𝑋, 𝑉𝐸𝑋] = [𝑋, 0] 

eşitliği gerçeklenir. Bu durumda (3.52) denkelminin 𝑃𝑋∥𝑉  ile gösterilen genel çözümü,   

𝑈 ∈ ℝ𝑛𝑥𝑛 keyfi nir matris olmak üzere 
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                    𝑃𝑋∥𝑉 = [𝑋, 0][ 𝑋, 𝑉𝐸𝑋]
† + 𝑈𝐸[𝑋,𝑉𝐸𝑋],                                                       (3.53) 

olup 𝑋𝛽  nın BLUE tahmin edicisi   

                      𝐵𝐿𝑈𝐸ℳ(𝑋𝛽) = 𝑋𝛽̃ = 𝑃𝑋∥𝑉𝑦                                                                           (3.54) 

şeklinde yazılabilir. Ayrıca {𝑃𝑋∥𝑉} ve {𝐵𝐿𝑈𝐸ℳ(𝑋𝛽)} ile sırasıyla tüm 𝑃𝑋∥𝑉 ve 

𝐵𝐿𝑈𝐸ℳ(𝑋𝛽)  lerin ailesini gösterilecektir. Lineer modeller ile ilgili çalışmalarda 

(3.47) modelindeki 𝑋 tasarım matrisinin tam sütun ranklı bir matris ve 𝑉 kovaryans 

matrisinin de pozitif definit bir matris olduğu durum en sık rastlanılan durumdur. Bu 

durumda, (3.47) ile verilen model altında,  𝛽  ve  𝑋𝛽 parametrelerinin OLSE ve BLUE 

tahmin edicileri aşağıdaki standart formlarda tek türlü olarak yazılabilir:  

         𝑂𝐿𝑆𝐸ℳ(𝛽) = (𝑋𝑇𝑋)−1𝑋′𝑦 ,      𝑂𝐿𝑆𝐸ℳ(𝑋𝛽) = 𝑋(𝑋𝑇𝑋)−1𝑋𝑇𝑦,                     (3.55) 

     𝐵𝐿𝑈𝐸ℳ(𝛽) = (𝑋𝑇𝑉−1𝑋)𝑋𝑇𝑉−1𝑦 ,   𝐵𝐿𝑈𝐸ℳ(𝑋𝛽) = (𝑋𝑇𝑉−1𝑋)𝑋𝑇𝑉−1𝑦.      (3.56) 

Bu durumda (3.47)  modeli altında  𝛽 ve  𝑋𝛽  parametreleri için verilen bu tahmin 

edicilerin dördü de yansız tahmin edicilerdir. Ayrıca eğer  𝑋 = [𝑋1, 𝑋2]   matrisindeki 

𝑋1 ve  𝑋2 alt matrisleri ortogonal ise, başka bir deyişle 𝑋1
𝑇𝑋2 = 0  ise bu takdirde, 

(3.55) ifadesindeki (𝑋𝑇𝑋)−1𝑋𝑇  ve   𝑋(𝑋𝑇𝑋)−1𝑋𝑇  matrisleri sırasıyla 

               (𝑋𝑇𝑋)−1𝑋′ = [
(𝑋1

𝑇𝑋1)
−1𝑋1

𝑇

(𝑋2
𝑇𝑋2)

−1𝑋2
𝑇], 

             𝑋(𝑋𝑇𝑋)−1𝑋𝑇 = 𝑋1(𝑋1
𝑇𝑋1)

−1𝑋1
𝑇 + 𝑋2(𝑋2

𝑇𝑋2)
−1𝑋2

𝑇                                  (3.57) 

olarak yazılabilir.  Bunun olarak (3.55) da verilen  𝑂𝐿𝑆𝐸ℳ(𝛽) ve  𝑂𝐿𝑆𝐸ℳ(𝑋𝛽) tahmin 

edicileri de sırasıyla 

                   𝑂𝐿𝑆𝐸ℳ(𝛽) = [
(𝑋1

𝑇𝑋1)
−1𝑋1

𝑇𝑦

(𝑋2
𝑇𝑋2)

−1𝑋2
𝑇𝑦
] = [

𝑂𝐿𝑆𝐸ℳ1
(𝛽1) 

𝑂𝐿𝑆𝐸ℳ2
(𝛽2) 

]                                   (3.58) 

ve 

                𝑂𝐿𝑆𝐸ℳ(𝑋𝛽) = 𝑋1(𝑋1
𝑇𝑋1)

−1𝑋1
𝑇𝑦 + 𝑋2(𝑋2

𝑇𝑋2)
−1𝑋2

𝑇𝑦      

                                      = 𝑂𝐿𝑆𝐸ℳ1
(𝑋1𝛽1) + 𝑂𝐿𝑆𝐸ℳ2

(𝑋2𝛽2)                               (3.59) 

olarak yazılabilir.  Öte yandan eğer  𝑋 = [𝑋1, 𝑋2]  matrisindeki 𝑋1 ve  𝑋2 alt matrisleri 

𝑉−1 − orthogonal, yani 𝑋1
𝑇𝑉−1𝑋2 = 0 ise, (3.56) deki (𝑋𝑇𝑉−1𝑋)−1 𝑋𝑇𝑉−1 ve  

𝑋(𝑋𝑇𝑉−1𝑋)−1 𝑋𝑇𝑉−1 matrisleri sırasıyla  
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             (𝑋𝑇𝑉−1𝑋)−1 𝑋𝑇𝑉−1 = [
(𝑋1

𝑇𝑉−1𝑋1)
−1𝑋1

𝑇𝑉−1

(𝑋2
𝑇𝑉−1𝑋2)

−1𝑋2
𝑇𝑉−1

]                                       (3.60) 

ve 

 𝑋(𝑋𝑇𝑉−1𝑋)−1 𝑋𝑇𝑉−1 = 𝑋1(𝑋1
𝑇𝑉−1𝑋1)

−1𝑋1
𝑇𝑉−1 + 𝑋2(𝑋2

𝑇𝑉−1𝑋2)
−1𝑋2

𝑇𝑉−1     (3.61) 

biçiminde yazılabilir.  Bununla paralel olarak (3.56) ifadesindeki 𝐵𝐿𝑈𝐸ℳ(𝛽) ve 

𝐵𝐿𝑈𝐸ℳ(𝑋𝛽)  tahmin edicileri sırasıyla 

      𝐵𝐿𝑈𝐸ℳ(𝛽) = [
(𝑋1

𝑇𝑉−1𝑋1)
−1𝑋1

𝑇𝑉−1𝑦

(𝑋2
𝑇𝑉−1𝑋2)

−1𝑋2
𝑇𝑉−1𝑦

] = [
𝐵𝐿𝑈𝐸ℳ1

(𝛽1)

𝐵𝐿𝑈𝐸ℳ2
(𝛽2)

]                            (3.62) 

ve 

      𝐵𝐿𝑈𝐸ℳ(𝑋𝛽) = 𝑋1(𝑋1
𝑇𝑉−1𝑋1)

−1𝑋1
𝑇𝑉−1𝑦 + 𝑋2(𝑋2

𝑇𝑉−1𝑋2)
−1𝑋2

𝑇−1𝑦 

                            = 𝐵𝐿𝑈𝐸ℳ1 (𝑋1𝛽1) + 𝐵𝐿𝑈𝐸ℳ2
(𝑋2𝛽2)                                          (3.63) 

olarak ayrıştırılabilir.   

 Bu durumda (3.62) ve (3.63) ifadelerinin sağ taraflarındaki gösterimler 

(𝑋𝑖
𝑇𝑉−1𝑋𝑖)

−1𝑋𝑖
𝑇𝑉−1𝑦 ve 𝑋𝑖(𝑋𝑖

𝑇𝑉−1𝑋𝑖)
−1𝑋𝑖

𝑇𝑉−1𝑦  tahmin edicilerinin (3.48) modeli 

altında 𝛽𝑖 ve 𝑋𝑖𝛽𝑖, 𝑖 = 1,2 parametrelerinin BLUE tahmin edicilerinin sembolik 

gösterimi anlamındadır, ancak bu tahmin ediciler (3.46) modeli altında 𝛽𝑖 ve 𝑋𝑖𝛽𝑖 , 𝑖 =

1,2 parametreleri için BLUE tahmin ediciler değildir.  

 Kolayca gösterilebilir ki (3.58), (3.59), (3.62) ve (3.63) ifadelerinde verilen 

ayrışımlar ortogonallik varsayımı altında 𝑂𝐿𝑆𝐸ℳ(𝛽), 𝑂𝐿𝑆𝐸ℳ(𝑋𝛽), 𝐵𝐿𝑈𝐸ℳ(𝛽) ve 

𝐵𝐿𝑈𝐸ℳ(𝑋𝛽)  tahmin edicilerinin hesaplanmasına dönüştürülebilir.  Ayrıca bunlar 

tahmin edicilerin çeşitli istatistiksel özelliklerinin türetilmesinde de kullanılabilir. 

(3.58), (3.59), (3.62) ve (3.63) de verilen 𝑂𝐿𝑆𝐸𝑀𝑖
(𝛽), 𝑂𝐿𝑆𝐸ℳ𝑖

(𝑋𝑖𝛽𝑖), 𝐵𝐿𝑈𝐸ℳ𝑖
(𝛽𝑖) ve  

𝐵𝐿𝑈𝐸ℳ𝑖
(𝑋𝑖𝛽𝑖)  tahmin edicileri  𝑋1

𝑇𝑋2 = 0 veya  𝑋1
𝑇𝑉−1𝑋2 = 0, 𝑖 = 1,2 varsayımları 

altında  𝛽𝑖  ve  𝑋𝑖𝛽𝑖  parametreleri için yansız tahmin edicilerdir.  OLSE ve BLUE 

tahmin edicilerinin bu ayrışımına motive olarak, (3.47) ifadesinde verilen ℳ genel 

lineer modelinde de OLSE ve BLUE tahmin edicilerinin muhtemel ifadelerini göz 

önüne almak oldukça ilginç olacaktır. Bu durumda (3.47) modelinin bir doğru model 

olduğu varsayımı altında [𝑋, 𝑉][𝑋, 𝑉]†[𝑋, 𝑉] = [𝑋, 𝑉]  eşitliği dikkate alınarak  

        𝐸([𝑋, 𝑉][ 𝑋, 𝑉]†𝑦 − 𝑦) = [𝑋, 𝑉][ 𝑋, 𝑉]†𝑋𝛽 − 𝑋𝛽 = 0 
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       𝐶𝑜𝑣([𝑋, 𝑉][ 𝑋, 𝑉]†𝑦 − 𝑦) = 𝜎2([𝑋, 𝑉][ 𝑋, 𝑉]† − Ι)𝑉([𝑋, 𝑉][ 𝑋, 𝑉]† − Ι)𝑇 = 0 

olduğu kolaylıkla gösterilebilir. Bu iki eşitlik [𝑋, 𝑉][ 𝑋, 𝑉]†𝑦 = 𝑦 eşitliğinin bir 

olasılıkla gerçeklendiğini veya buna eşdeğer olarak, 

                 𝑃{𝑦 ∈ ℜ[𝑋, 𝑉]} = 1                                                                              (3.64) 

olduğunu gösterir. Eğer (3.64) eşitliği sağlanırsa bu takdirde (3.47) de verilen ℳ lineer 

modelinin tutarlı olduğu Rao(1971,1973) tarafından ifade edilmiştir.  

 (3.47) ifadesindenn kolayca görülür ki (3.47) de verilen modelin tutarlılığı 

(3.47) nin doğru olduğunu göstermez. Gerçekten, eğer 𝑟[𝑋, 𝑉] = 𝑛 ise bu durumda 

(3.47) ifadesinin tutarlı olduğu açıktır ancak doğru olup olmadığı söylenemez. 

Tanım 3.2 (3.47) de verilen ℳ lineer modelinin tutarlı olduğunu varsayalım ve  𝐿1𝑦 

ve 𝐿2𝑦 de ℳ modeli altında iki lineer tahmin edici olsun. Bu durumda eğer (𝐿1 −

𝐿2)[𝑋, 𝑉] = 0 eşitliği sağlanırsa 𝐿1𝑦 ve 𝐿2𝑦 tahmin edicileri 1 olasılıkla eşittir, yani 

her  𝑦 ∈ ℜ[𝑋, 𝑉] vektörü  için (𝐿1 − 𝐿2)𝑦 = 0 eşitliği sağlanır (Tian, 2007). 

 Tanım 3.2’ den kolaylıkla gösterilebilir ki (𝐿1 − 𝐿2)[𝑋, 𝑉] = 0 eşitliği 

𝑟[𝑋, 𝑉] = 𝑛 olmadıkça 𝐿1 = 𝐿2 denkliğini gerektirmez. Bu nedenle 𝐿1𝑦 =  𝐿2𝑦 

eşitliğinin 1 olasılıkla sağlanması için gerek ve yeter şart (𝐿1 − 𝐿2)[𝑋, 𝑉] matris 

ifadesinin durumlarına göre değerlendirilir. Bu durum 𝑋 tasarım matrisinde içerilen 𝐿1 

ve 𝐿2 matrislerinin, 𝑉 kovaryans matrisinin ve bunların genelleştirilmiş inverslerinin 

özel durumlarına göre değişebilir.  

 (3.51) eşitliğine göre, (3.48) ifadesinde verilen ℳ1   ve  ℳ2  küçük modelleri 

altında 𝑋1𝛽1 ve 𝑋2𝛽2  parametrerinin OLSE tahmin edicileri      

              𝑂𝐿𝑆𝐸ℳ1
(𝑋1𝛽1) = 𝑃𝑋1𝑦   ve   𝑂𝐿𝑆𝐸ℳ2

(𝑋2𝛽2) = 𝑃𝑋2𝑦                            (3.65) 

olarak yazılabilir. Aşağıdaki lemma bize (3.65) de verilen iki tahmin edicinin bazı 

istatistiksel özelliklerini vermektedir. 

Lemma 3.12 𝑂𝐿𝑆𝐸ℳ1
(𝑋1𝛽1) ve 𝑂𝐿𝑆𝐸ℳ2

(𝑋2𝛽2) tahmin edicileri (3.65) ifadesinde 

verildikleri şekilde olsunlar. Bu takdirde, 

(a) 𝑂𝐿𝑆𝐸ℳ1
(𝑋1𝛽1), 𝑂𝐿𝑆𝐸ℳ2

(𝑋2𝛽2) ve toplamlarının beklenen değerleri  

             𝐸[𝑂𝐿𝑆𝐸ℳ1
(𝑋1𝛽1)] = 𝑋1𝛽1 + 𝑃𝑋1𝑋2𝛽2,  
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             𝐸[𝑂𝐿𝑆𝐸ℳ2
(𝑋2𝛽2)] = 𝑃𝑋2𝑋1𝛽1+𝑋2𝛽2                                                          (3.67) 

          𝐸[𝑂𝐿𝑆𝐸ℳ1
(𝑋1𝛽1) + 𝑂𝐿𝑆𝐸ℳ2

(𝑋2𝛽2)] =  𝑋𝛽 + [𝑃𝑋2𝑋1,  𝑃𝑋1𝑋2]𝛽             (3.68) 

ile verilir. 

(b) 𝑂𝐿𝑆𝐸ℳ𝑖
(𝑋𝑖𝛽𝑖)  tahmin edicilerinin kovaryans matrisi 

          𝐶𝑜𝑣[𝑂𝐿𝑆𝐸𝑀𝑖
(𝑋𝑖𝛽𝑖)] = 𝜎2𝑃𝑋𝑖𝑉𝑃𝑋

𝑂𝐿𝑆𝐸ℳ1
(𝑋1𝛽1) ve 𝑂𝐿𝑆𝐸ℳ2

(𝑋2𝛽2) arasındaki kovaryans matrisi 

          𝐶𝑜𝑣{𝑂𝐿𝑆𝐸ℳ1
(𝑋1𝛽1),  𝑂𝐿𝑆𝐸ℳ2

(𝑋2𝛽2)} = 𝜎2𝑃𝑋1𝑉𝑃𝑋

dir(Tian, 2007).  

 (3.67) ve (3.68) ifadelerindeki beklenen değerler (3.66) ifadesindeki tahmin 

ediciler ve toplamlarının (3.47) ve (3.48) altında  𝑋1𝛽1,  𝑋2𝛽2  parametreleri ve 

bunların toplamı olan 𝑋𝛽  parametresi için yansızlığı gerektirmediğini gösterir.  

 (3.59) eşitliği 𝑋1
𝑇𝑋2 = 0 ve 𝑟(𝑋) = 𝑝  kısıtlamaları altında (3.47) deki genel 

lineer modelde 𝑋𝛽  parametresinin OLSE tahmin edicisinin bir ayrışımını vermektedir. 

Öte yandan (3.47) deki genel lineer modelde 𝑋𝛽 parametresinin OLSE tahmin 

edicisinin diğer ayrışımlarını türetebilmek için (3.51) ve (3.65) ifadelerindeki 

𝑃𝑋 , 𝑃𝑋1ve  𝑃𝑋2  ortogonal izdüşümleri ile ilgili aşağıdaki iki sonuca ihtiyaç vardır:  

                   𝑃𝑋 = 𝑃𝑋1 + 𝑃𝑋2 ⟺ 𝑋1
𝑇𝑋2 = 0,                                                           (3.71) 

                   𝑃𝑋 = 𝑃𝑋1 + 𝑃𝑋2 − 𝑃𝑋1𝑃𝑋2 ⟺ 𝑃𝑋1𝑃𝑋2 = 𝑃𝑋2𝑃𝑋1                                 (3.72) 

Teorem 3.9 𝑂𝐿𝑆𝐸ℳ(𝑋𝛽),  𝑂𝐿𝑆𝐸ℳ1
(𝑋1𝛽1) ve 𝑂𝐿𝑆𝐸ℳ2

(𝑋2𝛽2)  tahmin edicileri (3.51) 

ve (3.65) verildikleri şekilde olsunlar. Bu takdirde aşağıdaki ifadeler denk olacktır:   

(i) 1 olasılıkla 𝑂𝐿𝑆𝐸ℳ(𝑋𝛽) = 𝑂𝐿𝑆𝐸ℳ1
(𝑋1𝛽1) + 𝑂𝐿𝑆𝐸ℳ2

(𝑋2𝛽2)  eşitliği 

sağlanır. 

(ii) 𝑃𝑋 = 𝑃𝑋1 + 𝑃𝑋2 .    

(iii) 𝑋1
𝑇𝑋2 = 0 . 

Bu durumda,  𝑂𝐿𝑆𝐸ℳ1
(𝑋1𝛽1)  ve 𝑂𝐿𝑆𝐸ℳ2

(𝑋2𝛽2)   tahmin edicilerinin her ikisi de 

(3.47) modeli altında  𝑋1𝛽1 ve 𝑋2𝛽2 için yansız tahmin edicilerdir (Tian, 2007). 

𝑖
, i=1,2                                                    (3.69) 

2
                                (3.70) 
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İspat. (3.51) ve (3.65) ifadelerinden kolayca gösterilebilir ki (i) daki eşittliğin 1 

olasılıkla sağlanabilmesi için gerek ve yeter şart her 𝑦 ∈ ℜ[𝑋, 𝑉]  vektörü için 

            𝑂𝐿𝑆𝐸ℳ(𝑋𝛽) − 𝑂𝐿𝑆𝐸ℳ1
(𝑋1𝛽1) + 𝐸𝑋1𝑂𝐿𝑆𝐸ℳ2

(𝑋2𝛽2) 

                                        = (𝑃𝑋 − 𝑃𝑋1 − 𝑃𝑋2 + 𝑃𝑋1𝑃𝑋2)𝑦 = 0  

olmasıdır. Tanım 3.2 e göre bu ise  

             (𝑃𝑋 − 𝑃𝑋1 − 𝑃𝑋2)[𝑋, 𝑉] = 0 

ifadesine denktir. Bu ifadeyi açarak ve 𝑃𝑋𝑃𝑋𝑖 = 𝑃𝑋𝑖   𝑖 = 1,2  eşitliğini kullanarak 

               [−𝑃𝑋2𝑋1, −𝑃𝑋1𝑋2, (𝑃𝑋 − 𝑃𝑋1 − 𝑃𝑋2)𝑉] = 0                                                         

eşitliği elde edilir. Buradaki ilk iki eşitlik 𝑋1
𝑇𝑋2 = 0 olduğunu gösterir. Bu nedenle bu 

eşitlik (iii) ye denktir. Bu eşitlik ve (3.72) eşitliği dikkate alınırsa (i), (ii) ve (iii) 

şıklarının  birbirine denk olduğu elde edilmiş olur.  

Teorem 3.10 𝑂𝐿𝑆𝐸ℳ(Xβ),  𝑂𝐿𝑆𝐸ℳ1
(𝑋1𝛽1) and 𝑂𝐿𝑆𝐸ℳ2

(𝑋2𝛽2)   tahmin edicileri 

(3.51) ve (3.65) ifadelerinde verildikleri gibi olsunlar. Bu takdirde aşağıdaki ifadeler 

birbirine denk olacaktır (Tian, 2007):     

(a)  1 olasılıkla 𝑂𝐿𝑆𝐸ℳ(𝑋𝛽) = 𝑂𝐿𝑆𝐸ℳ1
(𝑋1𝛽1) + 𝐸𝑋1𝑂𝐿𝑆𝐸ℳ2

(𝑋2𝛽2)   dir. 

(b)  𝑃𝑋 = 𝑃𝑋1 + 𝑃𝑋2 − 𝑃𝑋1𝑃𝑋2. 

(c)  𝑃𝑋1𝑃𝑋2 = 𝑃𝑋2𝑃𝑋1 .                             

İspat: (3.72) den (b) ve (c) nin denkliği kolayca görülebilir. (3.51) ve (3.65) den (a) 

daki eşitliğin 1 olasılıkla sağlanabilmesi için gerek ve yeter şart her 𝑦 ∈  ℜ[𝑋, 𝑉] için 

            𝑂𝐿𝑆𝐸ℳ(𝑋𝛽) − 𝑂𝐿𝑆𝐸ℳ1
(𝑋1𝛽1) − 𝐸𝑋1𝑂𝐿𝑆𝐸ℳ2

(𝑋2𝛽2) 

                                           = (𝑃𝑋 − 𝑃𝑋1 − 𝑃𝑋2 + 𝑃𝑋1𝑃𝑋2)𝑦 = 0  

olmasıdır. Tanım 3.2 e göre bu ise  

             (𝑃𝑋 − 𝑃𝑋1 − 𝑃𝑋2 + 𝑃𝑋1𝑃𝑋2)[𝑋, 𝑉] 

                           = [−𝑃𝑋2𝑋1 + 𝑃𝑋1𝑃𝑋2𝑋1, 0, (𝑃𝑋 − 𝑃𝑋1 − 𝑃𝑋2 + 𝑃𝑋1𝑃𝑋2)𝑉] = 0 

eşitliğine, yani 

                      𝑃𝑋2 𝑃𝑋1 = 𝑃𝑋1𝑃𝑋2𝑃𝑋1   ve    (𝑃𝑋 − 𝑃𝑋1 − 𝑃𝑋2 + 𝑃𝑋1𝑃𝑋2)𝑉 = 0            (3.73)                                                 



48 

 

ifadelerine denktir. 𝑃𝑋1𝑃𝑋2𝑃𝑋1 simetrik olduğundan, buradaki ilk eşitlik (c) şıkkına 

denktir. Böyle bir durumda (3.47) ye göre ikinci eşitlik de otomatik olarak sağlanır. 

Özel olarak eğer 𝑉 = 𝐼 alınırsa bu takdirde aşağıdaki önemli sonuç verilebilir. 

Sonuç 3.12 Farz edelim ki (3.47) de  𝑉 = 𝐼 olsun ve 𝑂𝐿𝑆𝐸ℳ(𝑋𝛽), 𝑂𝐿𝑆𝐸ℳ1
(𝑋1𝛽1) ve 

𝑂𝐿𝑆𝐸ℳ2
(𝑋2𝛽2

(i) 𝑂𝐿𝑆𝐸ℳ(𝑋𝛽) = 𝑂𝐿𝑆𝐸ℳ1
(𝑋1𝛽1) + 𝑂𝐿𝑆𝐸ℳ2

(𝑋2𝛽2) , 

(ii) 𝑃𝑋 = 𝑃𝑋1 + 𝑃𝑋2, 

(iii) 𝑋1
𝑇𝑋2 = 0,  

(iv) 𝐸[𝑂𝐿𝑆𝐸ℳ𝑖
(𝑋𝑖𝛽𝑖)] = (𝑋𝑖𝛽𝑖) , i=1,2, 

(v) 𝐸[𝑂𝐿𝑆𝐸ℳ1
(𝑋1𝛽1)+ 𝑂𝐿𝑆𝐸ℳ2

(𝑋2𝛽2] = 𝐸[𝑂𝐿𝑆𝐸𝑀ℳ(Xβ)], 

(vi) 𝐶𝑜𝑣{𝑂𝐿𝑆𝐸ℳ1
(𝑋1𝛽1) , 𝑂𝐿𝑆𝐸ℳ2

(𝑋2𝛽2)} = 0, 

(vii)  𝐶𝑜𝑣[𝑂𝐿𝑆𝐸ℳ(𝑋𝛽)] = 𝐶𝑜𝑣[𝑂𝐿𝑆𝐸ℳ1
(𝑋1𝛽1)] + 𝐶𝑜𝑣[𝑂𝐿𝑆𝐸ℳ2

(𝑋2𝛽2)]. 

 Lemma 3.11 den kolayca görülebilir ki (3.48) de verilen küçük modeller altında 

𝑋1𝛽1 ve 𝑋2𝛽2 nin BLUE tahmin edicileri sırasıyla 

                𝐵𝐿𝑈𝐸ℳ1
(𝑋1𝛽1) = 𝑃𝑋1∥𝑉𝑦  ve   𝐵𝐿𝑈𝐸ℳ2

(𝑋2𝛽2) = 𝑃𝑋2∥𝑉𝑦,                        (3.74) 

biçimindedir, burada        

                  𝑃𝑋𝑖∥𝑉 = [𝑋𝑖, 0][𝑋𝑖, 𝑉𝐸𝑋𝑖]
† + 𝑈𝑖𝐸[𝑋𝑖,𝐸𝑋𝑖]  

,   i=1,2…                                    (3.75) 

dir. (3.47) nin bir doğru model olduğu varsayımı altında (3.74) da verilen tahmin 

ediciler gerçekte (3.48) deki modeller altında 𝑋1𝛽1 ve  𝑋2𝛽2  parametrelerinin BLUE 

tahmin edicileri değillerdir, yani onlar (3.48) altında ne 𝑋1𝛽1 ve  𝑋2𝛽2  için yansızdırlar 

ne de minimum kovaryans matrislerine sahiptirler. Bununla beraber, (3.63) ifadesinde 

gösterildiği gibi onların toplamı aynı şartlar altında (3.47) modelinde Xβ parametresi 

için bir BLUE tahmin edici olacaktır. 

 Bu kısımda (3.62) ve (3.63) deki ayrışımları (3.54) ve (3.74) da verilen BLUE 

tahmin edicilere genişleteceğiz. Bunun için ilk olarak (3.54) ve (3.74) da verilen 

tahmin edicilerin bazı önemli özelliklerini vereceğiz ve daha sonra  

(I) 𝐵𝐿𝑈𝐸ℳ(𝑋𝛽) = 𝐵𝐿𝑈𝐸ℳ1
(𝑋1𝛽1) + 𝐵𝐿𝑈𝐸ℳ2

(𝑋2𝛽2) eşitliği sağlanacak 

şekilde 𝐵𝐿𝑈𝐸ℳ1
(𝑋1𝛽1)  ve   𝐵𝐿𝑈𝐸ℳ2

(𝑋2𝛽2)  tahmin edicilerinin mevcut olacağı  

) tahmin edicileri (3.6) ve (3.65) ifadelerinde verildikleri gibi olsunlar. 

Bu takdirde aşağıdaki ifadeler birbirine denk olacaktır (Tian, 2007):     
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(II)  Her  𝐵𝐿𝑈𝐸ℳ1
(𝑋1𝛽1)ve  𝐵𝐿𝑈𝐸ℳ2

(𝑋2𝛽2)tahmin edicisi için 

                     𝐵𝐿𝑈𝐸ℳ(𝑋𝛽) = 𝐵𝐿𝑈𝐸ℳ1
(𝑋1𝛽1) + 𝐵𝐿𝑈𝐸ℳ2

(𝑋2𝛽2) 

eşitliğinin gerçekleşeceği gerek ve yeter şartlar ortaya koyacağız. Son olarak (3.62) ve 

(3.63) ifadelerinin sağlanabilmesi için bir dizi denklik vereceğiz. (3.53) ve (3.54) daki  

𝑃𝑋∥𝑉 ve 𝐵𝐿𝑈𝐸ℳ(𝑋𝛽) nın bazı basit özellikleri aşağıdaki lemmada verilmiştir. 

Lemma 3.13 𝑃𝑋∥𝑉 ve 𝐵𝐿𝑈𝐸ℳ(𝑋𝛽) ifadeleri (3.53) ve (3.54) ifadelerindeki gibi 

verilmiş olsunlar. Bu takdirde, 

(a) 𝑃𝑋∥𝑉𝑋 = 𝑋, 𝑃𝑋∥𝑉𝑉𝐸𝑋 = 0, ve  𝑃𝑋∥𝑉𝑉 çarpımı  

      𝑃𝑋∥𝑉𝑉 = [𝑋, 0][𝑋, 𝑉𝐸𝑥]
†

olarak tek türlü yazılabilir. 

(b) 𝑃𝑋∥𝑉 tektir ancak ve ancak  𝑟[𝑋, 𝑉] = 𝑛 dir. 

(c)  𝐵𝐿𝑈𝐸ℳ(𝑋𝛽)tahmin edicisi 1 olasılıkla yektir eğer  𝑀 tutarlı ise. 

(d)  𝐸[𝐵𝐿𝑈𝐸ℳ(𝑋𝛽)] = 𝑋𝛽   ve 

            𝐶𝑜𝑣[𝐵𝐿𝑈𝐸ℳ(𝑋𝛽)] = [𝑋, 0][𝑋, 𝑉 𝐸𝑥]
† 𝑉([𝑋, 0][𝑋, 𝑉 𝐸𝑥]

†)𝑇, 

            𝑟(𝐶𝑜𝑣[𝐵𝐿𝑈𝐸ℳ(𝑋𝛽)] = 𝑟(𝑋) + 𝑟(𝑉) − 𝑟[𝑋, 𝑉] = dim [ℜ(X)⋂ℜ(𝑉)] dir. 

Ayrıca, 𝐵𝐿𝑈𝐸ℳ(Xβ) tahmin edicisi için alternatif formlar da yazılabilir. Örneğin,    

       𝐵𝐿𝑈𝐸ℳ(𝑋𝛽) = 𝑃𝑋𝑦 − 𝑃𝑋𝑉𝐸𝑋(𝐸𝑋𝑉𝐸𝑋 )
−𝐸𝑋𝑦 ,  

       𝐵𝐿𝑈𝐸ℳ(𝑋𝛽) = 𝑦 − 𝑉𝐸𝑋(𝐸𝑋𝑉𝐸𝑋 )
−𝐸𝑋𝑦 

       𝐵𝐿𝑈𝐸ℳ(𝑋𝛽) = 𝑋[𝑋
𝑇(𝑉 + 𝑋𝑇𝑋𝑇)−𝑋]−𝑋𝑇(𝑉 + 𝑋𝑇𝑋𝑇)−𝑦, 

dir, burada 𝑇 matrisi ℜ(𝑉 + 𝑋𝑇𝑋𝑇) = ℜ[𝑉, 𝑋] olacak şekilde bir simetrik matristir 

(bkz. Albert (1973) ve Rao (1973)). 

 (3.53) ve (3.65) ifadelerinde verilen 𝑃𝑋∥𝑉 , 𝑃𝑋1∥𝑉  ve 𝑃𝑋2∥𝑉 izdüşüm matrisleri 

için aşağıdaki önemli sonuçlara ihtiyaç duyulacaktır. Bu sonuçlar ise 3.1, 3.5 ve 3.9 

numaralı lemmalardan kolayca türetilebilir: 

             ℜ([𝑋𝑖, 0]
𝑇) ⊆ ℜ([𝑋𝑖, 𝑉𝑋𝑖]

𝑇), 𝑖 = 1,2,                                                        (3.77) 

             𝐸𝑋𝑖𝐸𝑋 = 𝐸𝑋 , 𝑖 = 1,2,                                                                                  (3.78) 

𝑉                                                                                  (3.76) 
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             ℜ[𝑋, 𝑉𝐸𝑋] = ℜ[𝑋, 𝑉] , ℜ[𝑋𝑖, 𝑉𝐸𝑋𝑖] = ℜ[𝑋𝑖, 𝑉], 𝑖 = 1,2,                          (3.79) 

             𝑟 [
𝑉 𝑋1
𝑋2
𝑇 0

] = 𝑟[𝑉𝐸𝑋1,𝑋2] + 𝑟(𝑋1) = 𝑟[𝑉𝐸𝑋2,𝑋1] + 𝑟(𝑋2),                          (3.80) 

               r [
𝑉 𝑋1
𝑋2
𝑇 0

] ≥ r [X, 𝑉] + r(𝑋1) + 𝑟 (𝑋2) – r(X) ≥ r [X, 𝑉],                      (3.81) 

               r [
𝑉 𝑋1
𝑋2
𝑇 0

] ≥ r[X, 𝑉] + r[𝑋2, 𝑉] − r(𝑉 ) ≥ r [X, 𝑉].                              (3.82) 

Aşağıdaki Lemma bize (3.74) da verilen iki tahmin edicinin özelliklerini vermektedir.  

Lemma 3.14  𝐵𝐿𝑈𝐸𝑀1(𝑋1𝛽1) ve 𝐵𝐿𝑈𝐸𝑀2(𝑋2𝛽2) tahmin edicileri (3.74) ifadesinde 

verildikleri şekilde olsunlar. Bu takdirde, 

(a) [𝑋𝑖, 0]  ve [𝑋𝑖, 𝑉𝐸𝑋𝑖]  matrisleri için    

                   [𝑋𝑖, 0 ][𝑋𝑖, 𝑉𝐸𝑋𝑖  ]
†[𝑋𝑖, 𝑉𝐸𝑋𝑖] = [𝑋𝑖, 0] , i=1,2,                                  (3.83) 

ve (3.74) da verilen iki 𝑃𝑋1∥𝑉  ve  𝑃𝑋2∥𝑉 matrisi için   

                   𝑃𝑋𝑖∥𝑉𝑋𝑖 = 𝑋𝑖 ve  𝑃𝑋𝑖∥𝑉𝑉 = [ 𝑋𝑖, 0 ][𝑋𝑖, 𝑉𝐸𝑋𝑖  ]
†𝑉 , i=1,2                      (3.84) 

eşitlikleri sağlanır. 

(b) 𝑃𝑋𝑖∥𝑉 matrisi tektir ancak ve ancak 𝑟[𝑋𝑖, 𝑉] = 𝑛, i = 1,2… dir. 

(c) 𝐵𝐿𝑈𝐸𝑀,(𝑋𝑖𝛽𝑖) 1 olasılıkla tektir ancak ve ancak ℜ[𝑋𝑖, 𝑉] = ℜ[𝑋, 𝑉], i=1,2.    

(d) 𝐵𝐿𝑈𝐸𝑀1𝑋1𝛽1) ve 𝐵𝐿𝑈𝐸𝑀2(𝑋2𝛽2) tahin edicileri ve bunların toplamının 

beklenen değerleri aşağıdaki şekildedir. 

       𝐸[𝐵𝐿𝑈𝐸ℳ1
(𝑋1𝛽1)] = 𝑋1𝛽1 + 𝑃𝑋1∥𝑉𝑋2𝛽2 ,                                                        (3.85) 

       𝐸[𝐵𝐿𝑈𝐸ℳ2
(𝑋2𝛽2)] = 𝑃𝑋1∥𝑉𝑋1𝛽1 + 𝑋2𝛽2 ,                                                        (3.86) 

       𝐸[𝐵𝐿𝑈𝐸ℳ1
(𝑋1𝛽1)] + 𝐸[𝐵𝐿𝑈𝐸ℳ2

(𝑋2𝛽2)] = 𝑋𝛽 + [𝑃𝑋2∥𝑉𝑋1 + 𝑃𝑋1∥𝑉𝑋2]𝛽. (3.87) 

(e) Aşağıdaki ifadeler birbirine denktir:  

(i)   𝑃𝑋1∥𝑉𝑋2 = 0 olacak şekilde bir  𝑃𝑋1∥𝑉  matrisi mevcuttur.  

(ii)  𝑃𝑋2∥𝑉𝑋1 𝑋2∥𝑉 matrisi mevcuttur.  = 0 olacak şekilde bir  𝑃
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(iii)  r[
𝑉 𝑋1
𝑋2
𝑇 0

] = 𝑟[X, 𝑉] dir. 

Bu durumda, 𝐵𝐿𝑈𝐸ℳ1
(𝑋1𝛽1), 𝐵𝐿𝑈𝐸ℳ2

(𝑋2𝛽2) ve 𝐵𝐿𝑈𝐸ℳ1
(𝑋1𝛽1) + 𝐵𝐿𝑈𝐸ℳ2

(𝑋2𝛽2)  

tahmin edicileri (3.47) de verilen  𝑋1𝛽1 , 𝑋2𝛽2 ve 𝑋𝛽 için sırasıyla yansız olacak 

şekilde 𝐵𝐿𝑈𝐸ℳ1
(𝑋1𝛽1) ve 𝐵𝐿𝑈𝐸ℳ2

(𝑋2𝛽2)   mevcuttur. 

     (f)  𝐵𝐿𝑈𝐸ℳ𝑖
(𝑋𝑖𝛽𝑖) nin kovaryans matrisi  

             𝐶𝑜𝑣[𝐵𝐿𝑈𝐸ℳ𝑖
(𝑋𝑖𝛽𝑖)] = 𝜎2[𝑋𝑖, 0][𝑋𝑖, 𝐸𝑋𝑖]

†𝑉([𝑋𝑖, 0 ][𝑋𝑖, 𝐸𝑋𝑖]
†
)𝑇

şeklindedir, burada  𝑟(𝐶𝑜𝑣[𝐵𝐿𝑈𝐸ℳ𝑖
(𝑋𝑖𝛽𝑖)]) = 𝑟(𝑋𝑖) + 𝑟(𝑉) − 𝑟[𝑋𝑖, 𝑉] , i=1,2.. dir. 

    (g) 𝐵𝐿𝑈𝐸ℳ1
(𝑋1𝛽1)  ve 𝐵𝐿𝑈𝐸ℳ2

(𝑋2𝛽2)   arasındaki kovaryans matrisi 

              𝐶𝑜𝑣[𝐵𝐿𝑈𝐸ℳ1
(𝑋1𝛽1), 𝐵𝐿𝑈𝐸ℳ2

(𝑋2𝛽2)]    

                                  = 𝜎2[𝑋𝑖, 0][𝑋𝑖, 𝐸𝑋𝑖] + 𝑉([𝑋2, 0][𝑋2, 𝐸𝑋2]
†
)𝑇

şeklindedir, burada   

           𝑟(𝐵𝐿𝑈𝐸ℳ1
(𝑋1𝛽1), 𝐵𝐿𝑈𝐸ℳ2

(𝑋2𝛽2)) 

                         = 𝑟 [
𝑉 𝑋1
𝑋2
𝑇 0

] + 𝑟(𝑉) + 𝑟[𝑋1,𝑉] −  r[𝑋2

dir. 

(h) Herhangi iki 𝐵𝐿𝑈𝐸ℳ1
(𝑋1𝛽1) ve 𝐵𝐿𝑈𝐸ℳ2

(𝑋2𝛽2) tahmin edicisi ilişkisiz olması 

için gerek ve yeter şart   

                       𝑟 [
𝑉 𝑋1
𝑋2
𝑇 0

] = 𝑟[𝑉, 𝑋1] + 𝑟[𝑉, 𝑋2

veya, buna denk olarak 𝑟(𝐸𝑋1𝑉𝐸𝑋2) = 𝑟(𝐸𝑋1𝑉) + 𝑟(𝑉𝐸𝑋2) − 𝑟(𝑉) olmasıdır. 

(ı) Eğer  

                        𝑟 [
𝑉 𝑋1
𝑋2
𝑇

ise bu takdirde 𝐵𝐿𝑈𝐸ℳ1
(𝑋1𝛽1) ve 𝐵𝐿𝑈𝐸ℳ2

(𝑋2𝛽2)  tahmin edicileri  mevcut olup hem 

ilişkisizdirler hem de (3.47) altında  𝑋1𝛽1 ve 𝑋2𝛽2 için yansızdırlar (Tian, 2007). 

             (3.88) 

                         (3.89) 

, 𝑉]                                       (3.90) 

] − 𝑟(𝑉),                                      (3.91) 

] = 𝑟[𝑋, 𝑉]                                                                     (3.92) 
0
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İspat. (a) da verilen  𝑃𝑋1∥𝑉  ve  𝑃𝑋2∥𝑉 hakkındaki sonuçlar Lemma 3.13 (a) dan 

kolaylıkla gösterilebilir. (b) şıkkındaki sonuçlar ise 𝐸[𝑋𝑖,𝑉𝐸𝑋𝑖
] = 0, 𝑖 = 1,2, katsayılar 

matrisinden türetilebilir. Bu nedenle (3.74) un bir sonucu olarak 𝐵𝐿𝑈𝐸𝑀𝑖
(𝑋𝑖𝛽𝑖) tahmin 

edicisinin 1 olasılıkla tek türlü olması, yani her 𝑦 ∈ ℜ[𝑋, 𝑉]  vektörü için 𝑃𝑋1∥𝑉𝑦  nin 

tek olabilmesi için gerek ve yeter şart 𝐸[𝑋𝑖,𝑉𝐸𝑋𝑖]
[𝑋, 𝑉] = 0, i = 1,2, eşitliğinin 

sağlanmasıdır. Bu ise (3.54)  ifadesine göre 

                   𝑟[𝑋𝑖, 𝑉] = 𝑟[𝑋, 𝑉], i = 1,2 

olması demektir. Ayrıca  ℜ[𝑋𝑖, 𝑉] ⊆ ℜ[𝑋, 𝑉], i = 1,2 olduğundan bu eşitlik (c) de 

istenildiği gibi  ℜ[𝑋𝑖, 𝑉] = ℜ[𝑋, 𝑉], i = 1,2 eşitliğine denktir.  (a) varsayımı altında 

                𝐸[𝐵𝐿𝑈𝐸ℳ1
(𝑋1𝛽1)] = 𝑃𝑋1∥𝑉[𝑋1, 𝑋2]𝛽 = 𝑋1𝛽1 + 𝑃𝑋1∥𝑉𝑋2𝛽2, 

                𝐸[𝐵𝐿𝑈𝐸ℳ2
(𝑋2𝛽2)] = 𝑃𝑋2∥𝑉[𝑋1, 𝑋2]𝛽 = 𝑃𝑋2∥𝑉 𝑋1𝛽1 + 𝑋2𝛽2, 

yazılabilir. Bu ise  (3.85), (3.86) ve (3.87) nin sağlandığını gösterir. Öte yandan  

                  𝑃𝑋1∥𝑉𝑋2 = [𝑋1,0][𝑋1, 𝑉𝐸𝑋1]
†𝑋2 + 𝑈1𝐸[𝑋𝑖,𝑉𝐸𝑋𝑖

]𝑋2 

ve 

                  𝑃𝑋2∥𝑉𝑋1 = [𝑋2, 0][𝑋2, 𝑉𝐸𝑋2]
†𝑋1 + 𝑈2𝐸[𝑋2,𝑉𝐸𝑋2]𝑋1     

olduğundan (3.87) eşitliği kullanarak  elementer satır işlemleri yardımıyla,  

       min
𝑃𝑋1∥𝑉

𝑟(𝑃𝑋1∥𝑉𝑋2)  

                =  min
𝑈1

𝑟([ 𝑋1, 0][𝑋1, 𝑉𝐸𝑋𝑖] + 𝑋2 + 𝑈1𝐸[𝑋𝑖,𝑉𝐸𝑋𝑖]
𝑋2) 

                 = 𝑟 [
 [𝑋1, 0 ] [𝑋1, 𝑉𝐸𝑋𝑖]  + 𝑋2

𝐸[𝑋𝑖,𝑉𝐸𝑋𝑖]
𝑋2

] − 𝑟(𝐸[𝑋𝑖,𝑉𝐸𝑋𝑖]
𝑋2 ) 

                 = 𝑟 [
 [𝑋1, 0] [𝑋1, 𝑉𝐸𝑋𝑖]  + 𝑋2 0

𝑋2 [𝑋1, V𝐸𝑋𝑖]
] − 𝑟[𝑋1, 𝑉𝐸𝑋𝑖 , 𝑋2]  

                = 𝑟 [
0 − [𝑋1, 0 ]
𝑋2 [𝑋1, V𝐸𝑋𝑖] 

] − 𝑟[𝑋, 𝑉]  

                = 𝑟(𝑋1) + 𝑟[𝑋2, 𝐸𝑋𝑖] − 𝑟[𝑋, 𝑉] 



53 

 

                = 𝑟 [
𝑉  𝑋1
𝑋2
𝑇 0

] − 𝑟[𝑋, 𝑉] 

olduğu görülür. Öte yandan simetriklik özelliğinden   

                   min
𝑃𝑋2∥𝑉

𝑟(𝑃𝑋2∥𝑉𝑋1] = 𝑟 [
𝑉  𝑋1
𝑋2
𝑇 0

] − 𝑟[𝑋, 𝑉] ] 

yazılabilir. Benzer şekilde (e) şıkkında verilen üç ifadenin denkliği bu eşitliklerden 

görülebilir. (f) şıkkındaki sonuçlar ise Lemma 3.13(d) den kolaylıkla elde edilir. 

Ayrıca (3.86) ve (3.87) eşitliklerinden (3.89) de istenildiği gibi 

          𝐶𝑜𝑣{𝐵𝐿𝑈𝐸ℳ1
(𝑋1𝛽1) , 𝐵𝐿𝑈𝐸ℳ2

(𝑋2𝛽2)} 

                        = 𝜎2𝑃𝑋1∥𝑉𝑉  

                        =  𝜎2[𝑋1, 0][𝑋1, 𝑉𝐸𝑋𝑖] +  𝑉([𝑋2, 0][𝑋2, 𝑉𝐸𝑋𝑖  ]
†)𝑇 

olduğu görülür. Öte yandan ℜ([𝑋𝑖, 𝑉𝐸𝑋𝑖]
𝑇) ve ℜ(𝑉) ⊆ ℜ[𝑋𝑖, 𝑉𝐸𝑋𝑖], i = 1,2 olduğunu 

belirtelim. Bu durumda (3.89) ve (3.76) dikkate alınırsa elementer işlemlerle   

        𝑟([𝑋1, 0][𝑋1, 𝑉𝐸𝑋𝑖] + 𝑉([𝑋2, 0][𝑋2,𝑉𝐸𝑋2]
†)𝑇 

                         = 𝑟 [

𝑉 𝑋1    𝑉𝐸𝑋𝑖 0

𝑋2
𝑇 0        0 𝑋2

𝑇

𝐸𝑋2𝑉 0        0 0
] − 𝑟[𝑋1, 𝑉𝐸𝑋𝑖] − 𝑟[𝑋2,𝑉𝐸𝑋2] 

                         = 𝑟 [

𝑉 0        0 0
0 0        0 𝑋2

𝑇

0        0 − 𝐸𝑋2𝑉𝐸𝑋𝑖 0
] − 𝑟[𝑋1, 𝑉] − 𝑟[𝑋2, 𝑉]  

                         = 𝑟(𝐸𝑋2𝑉𝐸𝑋𝑖)+𝑟(𝑋1) + 𝑟(𝑋2) + r (𝑉) – r [𝑋1, V] − 𝑟[𝑋2, 𝑉] 

                         = 𝑟 [
𝑉 𝑋1
𝑋2
𝑇 0

] + r (𝑉) −𝑟[𝑋1, V] – 𝑟[𝑋2,𝑉] 

elde dilir ki bu da (3.90) in sağlandığını gösterir. (h) daki tartışma (g) nin bir direkt 

sonucudur. Böylece eğer (3.92) ifadesi sağlanırsa, bu takdirde 𝐵𝐿𝑈𝐸ℳ1
(𝑋1𝛽1) ve 

𝐵𝐿𝑈𝐸ℳ2
(𝑋2𝛽2) tahminleri mevcut olup sırasıyla 𝑋1𝛽1 ve 𝑋2𝛽2 için yansız tahmin 

olacaklardır. Öte yandan eğer (3.92) sağlanırsa, (3.91) da sağlanır ve dolayısıyla (i) de 

istenildiği gibi  𝐵𝐿𝑈𝐸ℳ1
(𝑋1𝛽1)ve 𝐵𝐿𝑈𝐸ℳ2

(𝑋2𝛽2) tahmin edicileri ilişkisiz olurlar.  
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Teorem 3.11  𝐵𝐿𝑈𝐸ℳ(𝑋𝛽), 𝐵𝐿𝑈𝐸ℳ1
(𝑋1𝛽1) ve 𝐵𝐿𝑈𝐸ℳ2

(𝑋2𝛽2) ifadeleri (3.54) ve 

(3.84) de verildikleri şekilde olsunlar. Bu takdirde aşağıdaki ifadeler birbirine denk 

olacaktır: 

(a) 𝐵𝐿𝑈𝐸ℳ1
(𝑋1𝛽1) ve 𝐵𝐿𝑈𝐸ℳ2

(𝑋2𝛽2)  tahmin edicileri mevcuttur öyle ki   

         𝐵𝐿𝑈𝐸ℳ(𝑋𝛽) =  𝐵𝐿𝑈𝐸ℳ1
(𝑋1𝛽1) + 𝐵𝐿𝑈𝐸ℳ2

(𝑋2𝛽2

eşitliği 1 olasılıkla grçeklenir.  

(b)   𝑃𝑋∥𝑉 = 𝑃𝑋1∥𝑉 + 𝑃𝑋2∥𝑉   olacak şekilde  𝑃𝑋∥𝑉 , 𝑃𝑋1∥𝑉  ve 𝑃𝑋2∥𝑉 matrisleri mevcuttur. 

 (c)   𝑟 [
𝑉 𝑋1
𝑋2
𝑇 0

] = 𝑟[X, 𝑉 ] ve  𝑟(𝑋) = 𝑟(𝑋1) + 𝑟(𝑋2) dir.           

Bu durumda, 𝐵𝐿𝑈𝐸ℳ1
(𝑋1𝛽1) ve  𝐵𝐿𝑈𝐸ℳ2

(𝑋2𝛽2)   tahmin edicileri 

             𝐸[𝐵𝐿𝑈𝐸ℳ𝑖
(𝑋𝑖𝛽𝑖)] = 𝑋𝑖𝛽𝑖

             𝐶𝑜𝑣{𝐵𝐿𝑈𝐸ℳ1
(𝑋1𝛽1), 𝐵𝐿𝑈𝐸ℳ2

(𝑋2𝛽2

             𝐶𝑜𝑣[𝐵𝐿𝑈𝐸ℳ(𝑋𝛽)] = 𝐶𝑜𝑣[𝐵𝐿𝑈𝐸ℳ1
(𝑋1𝛽1)] + 𝐶𝑜𝑣[𝐵𝐿𝑈𝐸ℳ2

(𝑋2𝛽2

eşitliklerini sağlar (Tian, 2007). 

İspat. İlk olarak (b) ve (c) şıklarının denkliğini gösterelim. Bu durumda Lemma 3.11 

den kolayca gösterilebilir ki (b) deki eşitliğin sağlanabilmesi için gerek ve yeter şart 

                 (𝑃𝑋1∥𝑉 + 𝑃𝑋2∥𝑉)[𝑋, 𝑉𝐸𝑋] = [𝑋, 0]                                                         

olacak şekilde  𝑃𝑋1∥𝑉  ve 𝑃𝑋2∥𝑉 matrislerinin mevcut olmasıdır. Buradan 𝑃𝑋1∥𝑉  ve  𝑃𝑋2∥𝑉 

değerlerini bu eşitlikte yerlerine yazarsak   

         𝐺 = [𝑋, 0] − [𝑋1, 0][ 𝑋1, 𝑉𝐸𝑋𝑖]+[𝑋1, 𝑉𝐸𝑋1]–[𝑋2, 0][𝑋2, 𝑉𝐸𝑋2]+[𝑋, 𝑉𝐸𝑋] 

olmak üzere 

                  [𝑈1, 𝑈2] [
𝐸[𝑋1,𝑉𝐸𝑋1] [𝑋, 𝑉𝐸𝑋]

𝐸[𝑋2,𝑉𝐸𝑋2] [𝑋, 𝑉𝐸𝑋]
] = 𝐺 

matris denklemi elde edilir. Lemma 3.11 ye göre böyle 𝑈1 ve 𝑈2 matrislerinin mevcut 

olabilmesi için gerek ve yeter şart 

)                                      (3.93) 

, i=1,2                                                                  (3.94) 

)} = 0,                                             (3.95) 

)]   (3.96) 
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                     𝑟 [

𝐺
𝐸
[𝑋1,𝑉𝐸𝑋𝑖]

[𝑋, 𝑉𝐸𝑋]

  𝐸[𝑋2,𝑉𝐸𝑋2][𝑋, 𝑉𝐸𝑋]

] = 𝑟 [
𝐸
[𝑋1,𝑉𝐸𝑋𝑖]

[𝑋, 𝑉𝐸𝑋]

  𝐸[𝑋2,𝑉𝐸𝑋2] [𝑋, 𝑉𝐸𝑋]
]    

rank eşitliğinin sağlanmasıdır.  Buradan gerekli düzenlemeler yapılarak  

   𝑟 [

𝐺
 𝐸
[𝑋1 ,𝑉𝐸𝑋1𝑖]

[𝑋, 𝑉𝐸𝑋]

  𝐸[𝑋2 ,𝑉𝐸𝑋2][𝑋, 𝑉𝐸𝑋]

] 

                  = 𝑟 [

𝐺 0 0
[𝑋, 𝑉𝐸𝑋] [𝑋1 , 𝑉𝐸𝑋1] 0

[𝑋, 𝑉𝐸𝑋] 0 [𝑋2 , 𝑉𝐸𝑋2]
] − 𝑟[𝑋1, 𝑉𝐸𝑋𝑖] − 𝑟[𝑋2, 𝑉𝐸𝑋2] 

                 = 𝑟 [

[𝑋, 0] [𝑋1, 0] [𝑋2, 0]
[ 𝑋, 𝑉𝐸𝑋] [𝑋1 , 𝑉𝐸𝑋1] 0

[ 𝑋, 𝑉𝐸𝑋] 0 [ 𝑋2 , 𝑉𝐸𝑋2]
] − 𝑟[𝑋1 , 𝑉] − 𝑟[𝑋2 , 𝑉 ] 

                 = 𝑟 [

𝑋 0  0         0             0         0  
0 0   0       𝐸𝑋2       − 𝑋2      0 

0 0   − 𝑋1        0             0      𝑉𝐸𝑋2  
] − 𝒓[𝑋1 , 𝑉] − 𝑟[𝑋2 , 𝑉]  

                 = 𝑟(𝑋) + 𝑟[𝑉𝐸𝑋1,  𝑋2] + 𝑟[𝑉𝐸𝑋2,  𝑋1] –  𝑟[𝑋1 , 𝑉] − 𝑟[𝑋2 , V] 

                 = 2𝑟 [
𝑉 𝑋1
𝑋2
𝑇 0

] + 𝑟(𝑋) − 𝑟[𝑋1 , 𝑉] − 𝑟[𝑋2 , 𝑉] − 𝑟(𝑋1) − 𝑟(𝑋2] 

 ve  

      𝑟 [
𝐸[𝑋1 ,𝑉𝐸𝑋1]

[ 𝑋, 𝑉𝐸𝑋]

𝐸[𝑋2 ,𝑉𝐸𝑋2] [𝑋, 𝑉𝐸𝑋]
] 

                   = 𝑟 [
[𝑋, 𝑉𝐸𝑋] 𝐸[𝑋1 ,𝑉𝐸𝑋1]                 0

[𝑋, 𝑉𝐸𝑋]   0                𝐸[𝑋2 ,𝑉𝐸𝑋2]
] − 𝑟 [𝑋1 , 𝑉𝐸𝑋𝑖] – r [𝑋2 , 𝑉𝐸𝑋2] 

                  = 𝑟 [
𝑋   𝑉   𝑋1     𝑉      0       0
𝑋    𝑉    0      0     𝑋2      𝑉

] − 𝑟[𝑋1 , 𝑉] − 𝑟[𝑋2 , 𝑉]  

                  = 2𝑟[𝑋, 𝑉] − 𝑟[𝑋1 , 𝑉] − 𝑟[𝑋2 , 𝑉] 

eşitlikleri elde edilebilir. Bu iki rank eşitliği yukarıdaki yerlerine yazıldığında   

             2𝑟 [
𝑉 𝑋1
𝑋2
𝑇 0

] = 2𝑟[𝑋, 𝑉] + 𝑟(𝑋1) + 𝑟(𝑋2) − 𝑟(𝑋), 
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olduğu görülür. Bu eşitlik alternatif biçimde  

(𝑟 [
𝑉 𝑋1
𝑋2
𝑇 0

] − 𝑟[𝑋, 𝑉] ) + (𝑟 [
𝑉 𝑋1
𝑋2
𝑇 0

] − 𝑟[𝑋, 𝑉] −  𝑟( 𝑋1) −  𝑟(𝑋2) +  𝑟(𝑋)) = 0 

olarak da yazılabilir. Bu durumda bu eşitliğin sol tarafındaki iki terimin non–negatif 

olacağı kolayca görsterilebilir. Bunun sonucunda (c) deki rank eşitliği elde edilmiş 

olur. Diğer yandan (3.54) ve (3.74) ifadelerinden kolayca görülebilir ki (3.93) 

eşitliğinin sağlanabilmesi için gerek ve yeter şart her y ∈ ℜ[𝑋, 𝑉] vektörü için 

   BLUEℳ(𝑋𝛽)−𝐵𝐿𝑈𝐸ℳ1
(𝑋1𝛽1) − 𝐵𝐿𝑈𝐸ℳ2

(𝑋2𝛽2) = (𝑃𝑋∥𝑉 − 𝑃𝑋1∥𝑉 − 𝑃𝑋2∥𝑉)𝑦 = 0  

olmasıdır.  Bu ise Tanım 3.2 e göre  

          (𝑃𝑋∥𝑉 − 𝑃𝑋1∥𝑉 − 𝑃𝑋2∥𝑉)[𝑋, 𝑉] = (𝑃𝑋∥𝑉 − 𝑃𝑋1∥𝑉 − 𝑃𝑋2∥𝑉)[𝑋1,𝑋2

olması anlamına gelir ki buradan   

                 𝑃𝑋∥𝑉𝑋1 = 𝑃𝑋1∥𝑉𝑋1 = 𝑋1  ve   𝑃𝑋∥𝑉𝑋2 =𝑃𝑋2∥𝑉 =  𝑋2.                                                

eşitlikleri yazılabilir. Bu nedenle (3.97) eşitliğinin sağlanması için gerek ve yeter şart   

               𝑃𝑋2∥𝑉𝑋1 = 0,  𝑃𝑋1∥𝑉𝑋2 = 0 ve  𝑃𝑋∥𝑉𝑉 − 𝑃𝑋1∥𝑉𝑉 − 𝑃𝑋2∥𝑉

olacak şekilde   𝑃𝑋∥𝑉,  𝑃𝑋1∥𝑉  ve 𝑃𝑋2∥𝑉  matrislerinin mevcut olmasıdır. Bu durumda ilk 

iki eşitlik (c) şıkkındaki ilk rank eşitliğine denk olacaktır.  Benzer şekilde  

 (𝑃𝑋∥𝑉 − 𝑃𝑋1∥𝑉 − 𝑃𝑋2∥𝑉)𝑉  

            =  [𝑋, 0][𝑋, 𝑉𝐸𝑋]
†𝑉 − [𝑋1, 0] [𝑋1, 𝑉𝐸𝑋1]

†𝑉 −[𝑋2,0][𝑋2, V𝐸𝑋2]
†𝑉 

            = [[𝑋, 0], [𝑋1 ,0], [𝑋2, 0]] [

 [𝑋, 𝑉𝐸𝑋] 0 0
0 −[𝑋1, 𝑉𝐸𝑋] 0
0 0 −[𝑋2, 𝑉𝐸𝑋2 ]

] + [
𝑉
𝑉
𝑉
] 

eşitliği yazılabilir.  Şimdi  

    𝑡 = 𝑟 [

 [𝑋, 𝑉𝐸𝑋] 0 0
0 −[𝑋1, 𝑉𝐸𝑋] 0
0 0 −[𝑋2, 𝑉𝐸𝑋2]

] = 𝑟[𝑋, 𝑉] + 𝑟[𝑋1, 𝑉] + 𝑟[𝑋2, 𝑉]   

alalım. Bu durumda gerekli hesaplamalar yapılarak  

     𝑟(𝑃𝑋∥𝑉𝑉 − 𝑃𝑋1∥𝑉𝑉 − 𝑃𝑋2∥𝑉𝑉) 

,𝑉] = 0      (3.97)  

𝑉 = 0                   (3.98)         
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                 = 𝑟 [

−[ X, 𝑉𝐸𝑋] 0 0                     V
0 [ 𝑋1, 𝑉𝐸𝑋] 0                     𝑉

0 0 [ 𝑋2 , 𝑉𝐸𝑋2  ]      V      
] − 𝑡   

                = 𝑟 [

0 −𝑉𝐸𝑥 𝑋1         0          𝑋2             0                      𝑉
 0 0 𝑋1        𝑉𝐸𝑥        0              0                      𝑉
0 0 0             0          𝑋2         𝑉𝐸𝑋2                  𝑉

] − 𝑡   

                = 𝑟[𝑉𝐸𝑋2, 𝑋1] + 𝑟[𝑉𝐸𝑋1, 𝑋2] + 𝑟(𝑉) + 𝑟(𝑋) − 𝑡  

                = 2r [
𝑉 𝑋1
𝑋2
𝑇 0

] + 𝑟(𝑉) + 𝑟(𝑋) − 𝑟(𝑋1) − 𝑟(𝑋2) − 𝑡 

olduğu görülebilir. Bunun sonucu olarak (3.97) daki üçüncü eşitliğin sağlanması için 

gerek ve yeter şartın 

        2𝑟 [
𝑉 𝑋1
𝑋2
𝑇 0

] = 𝑟[𝑋, 𝑉] + r[𝑋1, 𝑉] + r[𝑋2, 𝑉] + 𝑟(𝑋1) + r (𝑋2) –𝑟(𝑉) – r (X )   

olduğu görülür. Bu eşitlik (c) deki ilk rank eşitliğiyle birleştirilirse  

             (𝑟[𝑋, 𝑉] + 𝑟[𝑋1, 𝑉] + 𝑟[𝑋2, 𝑉] − 𝑟(𝑉)) + 𝑟(𝑋1) + 𝑟( 𝑋2) − 𝑟(𝑋)) = 0    

elde edilir. Bu ise  

              𝑟[𝑋, 𝑉] + 𝑟[𝑋1, 𝑉] + 𝑟[𝑋2, 𝑉] = 𝑟(𝑉)  ve  𝑟(𝑋) = 𝑟(𝑋1) + 𝑟(𝑋2)                               

olmasına denktir. Bu ifadeler (c) şıkkındaki birinci eşitlikle birleştirilirse (a) ve (c) 

şıklarının birbirine denk olduğu elde edilir. Böylece ispat tamamlanmış olur. 

Şimdi  𝑉  matrisinin pozitif definit olduğunu varsayalım. Bu takdirde aşağıdaki 

önemli sonuç elde edilebilir. 

ℳ(Xβ), 𝐵𝐿𝑈𝐸ℳ1
(𝑋1𝛽1) ve 𝐵𝐿𝑈𝐸ℳ2

(𝑋2𝛽2) tahmin edicileri tek türlü 

olup aşağıdaki ifadeler birbirine denk olacaktır (Tian, 2007):  

(a)   𝐵𝐿𝑈𝐸ℳ(Xβ) = 𝐵𝐿𝑈𝐸ℳ1
(𝑋1𝛽1) + 𝐵𝐿𝑈𝐸ℳ2

(𝑋2𝛽2) , 

(b)  𝑃𝑋∥𝑉 = 𝑃𝑋1∥𝑉 + 𝑃𝑋2∥𝑉, 

(c)  𝑋1
𝑇𝑉 −1𝑋2 = 0, 

(d) 𝐸[𝐵𝐿𝑈𝐸ℳ𝑖
(𝑋𝑖𝛽𝑖)] = 𝑋𝑖𝛽𝑖 ,  i = 1,2, 

(e) Cov[𝐵𝐿𝑈𝐸ℳ(Xβ) ] = Cov[𝐵𝐿𝑈𝐸ℳ1
(𝑋1𝛽1)] + Cov[𝐵𝐿𝑈𝐸ℳ2

(𝑋2𝛽2)] 

Sonuç 3.12 Farz edelim ki  𝑉  matrisi pozitif definit olsun. Bu takdirde (3.54) ve (3.74) 

ile verilen   𝐵𝐿𝑈𝐸



58 

 

Eğer (3.47) de  𝑉  pozitif definit ve r(X) = p alınırsa, bu takdirde (3.47) modeli altında 

𝛽 ve X𝛽  parametrelerinin BLUE tahmin edicileri için aşağıdaki sonuç verilebilir. 

1= [𝐼𝑝1, 0] ve  𝑇2 = [0, 𝐼𝑝2] olmak üzere 

(a)  ℳ altında  𝛽 ve  𝑋𝛽  nın yegane BLUE tahmin edicisi (3.56) deki gibidir, burada 

          Cov[𝐵𝐿𝑈𝐸ℳ(𝛽)] = 𝜎
2(𝑋𝑇𝑉−1X)−1 , Cov[𝐵𝐿𝑈𝐸ℳ(Xβ)]= 𝜎2𝑋(𝑋𝑇𝑉−1𝑋)−1𝑋𝑇  

dir. 

(b) ℳ modeli altında   𝛽1 ve   𝛽2  parametrelerinin yegane BLUE tahmin edicisi   

                     𝐵𝐿𝑈𝐸ℳ(𝛽𝑖) = 𝑇𝑖(𝑋
𝑇𝑉 −1𝑋)−1𝑋𝑇𝑉−1

                     𝐵𝐿𝑈𝐸ℳ(𝛽)=[
𝐵𝐿𝑈𝐸ℳ(𝛽1)
𝐵𝐿𝑈𝐸ℳ(𝛽2)

],                                                                       

                     𝐸[𝐵𝐿𝑈𝐸𝑀(𝛽𝑖)] =  𝛽𝑖,    İ=1,2,                                                                    

                     𝐶𝑜𝑣[𝐵𝐿𝑈𝐸ℳ(𝛽𝑖)]  = 𝜎2𝑇𝑖(𝑋
𝑇𝑉−1𝑋)−1𝑇𝑖

𝑇,     i=1,2,                                 

                     Cov{𝐵𝐿𝑈𝐸ℳ(𝛽1),𝐵𝐿𝑈𝐸ℳ(𝛽2)}=𝜎2𝑇1(𝑋
𝑇𝑉−1𝑋)−1𝑇2

𝑇,                             

                      r(Cov{𝐵𝐿𝑈𝐸ℳ(𝛽1),𝐵𝐿𝑈𝐸ℳ(𝛽2)}) = 𝑟(𝑋1
𝑇𝑉−1𝑋2)                                      

şeklindedir. 

(c) ℳ altında  𝑋1𝛽1 ve 𝑋2𝛽2  nın BLUE tahmin edicisi   

               𝐵𝐿𝑈𝐸ℳ(𝑋𝑖𝛽𝑖)=𝑋𝑖𝑇𝑖( 𝑋
𝑇𝑉−1𝑋)−1𝑋𝑇 𝑉−1

 biçiminde olup burada 

                 𝐵𝐿𝑈𝐸ℳ(𝑋1𝛽1)+𝐵𝐿𝑈𝐸ℳ(𝑋2𝛽2)=𝐵𝐿𝑈𝐸ℳ(X𝛽),                                            

                𝐸[𝐵𝐿𝑈𝐸ℳ(𝑋𝑖𝛽𝑖)]=𝑋𝑖𝛽𝑖,    i=1,2,                                                                   

                Cov[𝐵𝐿𝑈𝐸ℳ(𝑋𝑖𝛽𝑖)]=𝜎
2(𝑋𝑖𝑇𝑖)( 𝑋

𝑇 𝑉−1𝑋 )−1(𝑋𝑖𝑇𝑖)
𝑇,      i =1,2,                    

                Cov{𝐵𝐿𝑈𝐸ℳ(𝑋1𝛽1), 𝐵𝐿𝑈𝐸ℳ(𝑋2𝛽2)} = 𝜎2(𝑋1𝑇1 )( 𝑋𝑇 ∑−1𝑋)−1(𝑋2𝑇2)
𝑇,     

                r(Cov{𝐵𝐿𝑈𝐸ℳ(𝑋1𝛽1), 𝐵𝐿𝑈𝐸ℳ(𝑋2𝛽2)}) = 𝑟(𝑋𝑇𝑉−1𝑋2),                                 

dir (Tian, 2007). 

ℳ(𝛽), BLUEℳ(X𝛽), 𝐵𝐿𝑈𝐸ℳ(𝑋𝑖) ve 𝐵𝐿𝑈𝐸ℳ(𝑋𝑖𝛽𝑖), i=1,2, tahmin 

edicileri yukarıda verildikleri şekilde olsunlar. 𝐵𝐿𝑈𝐸ℳ𝑖
 (𝛽𝑖) ve 𝐵𝐿𝑈𝐸ℳ𝑖

(𝑋𝑖𝛽𝑖)   

y, i=1,2,                                     (3.99)                         

biçiminde olup burada 

y, i=1,2                                    (3.100) 

Sonuç3.14 (3.47) modelinde  𝑉 nin pozitif definit bir matris ve r(X) = p olduğunu

 varsayılsın. Bu takdirde  𝑇

Sonuç3.15 BLUE
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               𝐵𝐿𝑈𝐸ℳ𝑖
(𝛽𝑖) = (𝑋𝑖

𝑇 𝑉−1𝑋𝑖) 
−1𝑋𝑖

𝑇 𝑉−1y,   i=1,2,                                        

              𝐵𝐿𝑈𝐸ℳ𝑖
(𝑋𝑖𝛽𝑖) = 𝑋𝑖(𝑋𝑖

𝑇 𝑉−1 𝑋𝑖)
−1𝑋𝑖

𝑇 𝑉−1y, i=1,2,                                 

verilsin. Bu durumda aşağıda verilen ifadeler birbirine denk olacaktır (Tian, 2007):  

(a)  𝐵𝐿𝑈𝐸ℳ(𝛽) = [
𝐵𝐿𝑈𝐸ℳ1

(𝛽1)

𝐵𝐿𝑈𝐸ℳ2
(𝛽2)

] ,  yani,  𝐵𝐿𝑈𝐸ℳ(𝛽𝑖) = 𝐵𝐿𝑈𝐸𝑀𝑖
(𝛽𝑖),  i=1,2, 

(b) 𝐵𝐿𝑈𝐸ℳ(X𝛽) =  𝐵𝐿𝑈𝐸ℳ1
(𝑋1𝛽1) + 𝐵𝐿𝑈𝐸ℳ2

(𝑋2𝛽2) . 

(c) 𝐵𝐿𝑈𝐸ℳ(𝑋𝑖𝛽𝑖) =  𝐵𝐿𝑈𝐸ℳ𝑖
(𝑋𝑖𝛽𝑖) i_1,2.. 

(d) 𝐸[𝐵𝐿𝑈𝐸ℳ𝑖
(𝛽𝑖)] = 𝛽𝑖 , i=1,2… 

(e) 𝐸 [𝐵𝐿𝑈𝐸ℳ𝑖
(𝑋𝑖𝛽𝑖)]= 𝑋𝑖𝛽𝑖  , i=1,2… 

(f) 𝐶𝑜𝑣{𝐵𝐿𝑈𝐸ℳ(𝛽1), 𝐵𝐿𝑈𝐸ℳ(𝛽2) } = 0 , 

(g) 𝐶𝑜𝑣{𝐵𝐿𝑈𝐸ℳ(𝑋1𝛽1), 𝐵𝐿𝑈𝐸ℳ(𝑋2𝛽2)} = 0,   

(h) 𝐶𝑜𝑣{𝐵𝐿𝑈𝐸ℳ1
(𝛽1), 𝐵𝐿𝑈𝐸ℳ2

(𝛽2)} = 0, 

(i) 𝐶𝑜𝑣{𝐵𝐿𝑈𝐸𝑀1(𝑋1𝛽1), 𝐵𝐿𝑈𝐸𝑀2(𝑋2𝛽2) = 0, 

(j) 𝐶𝑜𝑣[𝐵𝐿𝑈𝐸ℳ(X𝛽)] = 𝐶𝑜𝑣[𝐵𝐿𝑈𝐸ℳ1
(𝑋1𝛽1)] + 𝐶𝑜𝑣[𝐵𝐿𝑈𝐸ℳ2

(𝑋2𝛽2)], 

(k) 𝑃𝑋∥𝑉 = 𝑃𝑋1∥𝑉 + 𝑃𝑋2∥𝑉 , 

(l) 𝑋1
𝑇𝑉−1𝑋2 = 0. 

İspat. Bu durumda öncelikle belirtelim ki (b), (e), (i), (j), (k) ve (l) şıklarının birbirine 

denk olduğu kolaylıkla gösterilebilir. Diğer taraftan   

         𝐵𝐿𝑈𝐸ℳ(𝑋𝛽) = 𝑋𝐵𝐿𝑈𝐸ℳ(𝛽 ),                                                         

         𝐵𝐿𝑈𝐸ℳ(𝑋𝑖𝛽𝑖) = 𝑋𝑖𝐵𝐿𝑈𝐸ℳ(𝛽𝑖),  𝐵𝐿𝑈𝐸ℳ𝑖
(𝑋𝑖𝛽𝑖) = 𝑋𝑖𝐵𝐿𝑈𝐸ℳ𝑖

(𝛽𝑖),  i = 1,2,         

         𝑋 [
𝐵𝐿𝑈𝐸ℳ1

(𝛽1)

𝐵𝐿𝑈𝐸ℳ2
(𝛽2)  

] = 𝐵𝐿𝑈𝐸ℳ1
(𝑋1𝛽1) + 𝐵𝐿𝑈𝐸ℳ2

(𝑋2𝛽2) ,  

         Cov{𝐵𝐿𝑈𝐸ℳ(𝑋1𝛽1), 𝐵𝐿𝑈𝐸ℳ(𝑋2𝛽2)}= 𝑋1Cov{𝐵𝐿𝑈𝐸ℳ(𝛽1), 𝐵𝐿𝑈𝐸ℳ(𝛽2)}𝑋2
𝑇,      

    Cov{𝐵𝐿𝑈𝐸ℳ1
(𝑋1𝛽1), 𝐵𝐿𝑈𝐸ℳ2

(𝑋2𝛽2)} = 𝑋1Cov{𝐵𝐿𝑈𝐸ℳ1
(𝛽1), 𝐵𝐿𝑈𝐸ℳ2

(𝛽2)}𝑋2
𝑇, 
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eşitlikleri yazılabilir. Bu eşitlikler dikkate alınırsa (a) da verilen eşitliğin her iki tarafı 

X katsayı matrisi ile soldan çarpılarak  

       𝐵𝐿𝑈𝐸ℳ(𝑋𝛽) = 𝑋𝐵𝐿𝑈𝐸ℳ(𝛽) = 𝑋 [
𝐵𝐿𝑈𝐸ℳ1

(𝛽1)

𝐵𝐿𝑈𝐸ℳ2
(𝛽2)  

]        

                                                      = 𝐵𝐿𝑈𝐸ℳ1
(𝑋1𝛽1)+ 𝐵𝐿𝑈𝐸ℳ2

(𝑋2𝛽2

elde edilir ve bu da (b) şıkkıdır.  Ayrıca  𝑋† = (𝑋𝑇𝑋 )−1 𝑋𝑇 olduğunu belirtelim. Bu 

durumda (b) deki eşitliğin her iki tarafı  𝑋† ile soldan çarpılırsa (a) elde edilir. Öte 

yandan (a) ve (c) nin denk olduğu ise direkt olarak görülebilir. Benzer şekilde (d) ve 

(e) nin denkliği yukarıdaki eşitliklerden elde edilir. (f), (g), (h), ve (i) şıklarının 

denkliği (3.82), (3.90) ve yukarıdaki eşitliklerden yararlanılarak kolayca gösterilebilir. 

Teorem 3.12 𝐵𝐿𝑈𝐸ℳ(𝑋𝛽), 𝑂𝐿𝑆𝐸ℳ1
(𝑋1𝛽1) and 𝑂𝐿𝑆𝐸ℳ2

(𝑋2𝛽2) tahmin edicileri 

yukarıda verildikleri gibi olsun. Bu takdirde aşağıdaki ifadeler birbirine denk olacaktır: 

(a) 𝐵𝐿𝑈𝐸ℳ(𝑋𝛽) = 𝑂𝐿𝑆𝐸ℳ1
(𝑋1𝛽1) + 𝑂𝐿𝑆𝐸ℳ2

(𝑋2𝛽2) eşitliği 1 olasılıkla sağlanır. 

(b) 𝑃𝑋∥𝑉 =  𝑃𝑋1+  𝑃𝑋2 olacak şekilde bir  𝑃𝑋∥𝑉 mevcuttur. 

(c) 𝑋1
𝑇𝑋2 = 0 ve ℜ(𝑉𝑋) ⊆ ℜ(X). 

Bu durumda  𝑂𝐿𝑆𝐸ℳ1
(𝑋1𝛽1) ve 𝑂𝐿𝑆𝐸ℳ2

(𝑋2𝛽2) tahmin edicileri (3.47) modeli altında   

𝑋1𝛽1 ve 𝑋2𝛽2 parametre vektörleri için yansız tahminler olacaklardır (Tian, 2007).  

İspat. Bu durumda (3.51) ve (3.54) ifadelerinden kolayca görsterilebilir ki (a) şıkkının 

sağlanabilmesi için gerek ve yeter şart her y ∈ ℜ[X, 𝑉] vektörü için 

          𝐵𝐿𝑈𝐸ℳ(𝑋𝛽) − 𝑂𝐿𝑆𝐸ℳ1
(𝑋1𝛽1) − 𝑂𝐿𝑆𝐸ℳ2

(𝑋2𝛽2) = 𝑃𝑋∥∑ − 𝑃𝑋1 − 𝑃𝑋2)𝑦 = 0 

olmasıdır.  Bu ise Tanım 3.2 e göre  

        (𝑃𝑋∥𝑉 − 𝑃𝑋1 − 𝑃𝑋2)[𝑋, 𝑉] = [−𝑃𝑋2𝑋1, −𝑃𝑋1𝑋2, 𝑃𝑋∥𝑉𝑉 − 𝑃𝑋1𝑉 − 𝑃𝑋2𝑉] = 0  

eşitliğinin yani      

            𝑃𝑋2𝑋1 = 0, 𝑃𝑋1𝑋2 = 0,  𝑃𝑋∥𝑉𝑉 − 𝑃𝑋1𝑉 − 𝑃𝑋

eşitliklerinin sağlanmasına denktir. Buradaki ilk iki eşitlik  𝑋1
𝑇𝑋2 = 0 eşitliğine denk 

olacağından, 𝑃𝑋1 + 𝑃𝑋2 = 𝑃𝑋  yazılabilir ve dolayısıyla üçüncü eşitlik  

         (𝑃𝑋∥𝑉 − 𝑃𝑋)𝑉 = [X,0][𝑋, 𝑉𝐸𝑋]
†𝑉 − 𝑃𝑋𝑉 = 0         

)                 (3.101)                               

2
𝑉 = 0                                    (3.102)                                    
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eşitliğine denk olacaktır.  Böylece gerekli düzenleme yapılırsa                                                             

          𝑟(𝑃𝑋∥𝑉𝑉 − 𝑃𝜒𝑉) = 𝑟([X,0][𝑋, 𝑉𝐸𝑋]
†𝑉 − 𝑃𝑋𝑉) 

                                     = 𝑟 [

−[𝑋, 𝑉𝐸𝑋] 0 𝑉

0 𝑋𝑇𝑋 𝑋𝑇𝑉
[𝑋, 0] 𝑋 0

] −r[𝑋, 𝑉𝐸𝑋] – r (X ) 

                                         = 𝑟 [
0 −𝑉𝐸𝑋 𝑋      𝑉

0     0     𝑋𝑇𝑋     𝑋𝑇𝑉
𝑋 0 0         0

] – r [𝑋, 𝑉] – r (X)  

                                     = 𝑟 [
0 0 𝑋     𝑉
0     𝑋𝑇𝑉𝐸𝑥   0        0
𝑋 0 0         0

] −r [𝑋, 𝑉] − 𝑟(𝑋)  

                                     = 𝑟(𝐸𝑋𝑉𝑋) 

                                     = 𝑟[𝑋, 𝑉𝑋] − 𝑟(𝑋)   

yazılabilir. Bu gösterimler ise ℜ(𝑉𝑋) ⊆ ℜ(X) ifadesine denktir.  Böylece (c) şıkkı elde 

edilir. Buradan (b) deki içerme bağıntısının sağlanabilmesi için gerek ve yeter şartın  

                  (𝑃𝑋1 + 𝑃𝑋2)[𝑋, 𝑉𝐸𝑋] = [X,0], 

başka bir deyişle, 

                  𝑃𝑋2𝑋1 = 0,  𝑃𝑋1𝑋2 𝑋1 + 𝑃𝑋2)𝑉𝐸𝑋 = 0                                       

olduğu görülür. Buradaki ilk eşitlik 𝑋1
𝑇𝑋2 = 0 eşitliğine denk olacaktır. Bu durumda, 

𝑃𝑋1 + 𝑃𝑋2 = 𝑃𝑋 olup buradaki üçüncü eşitlik 𝑃𝑋𝑉𝐸𝑋 = 0 eşitliğine yani, 𝑃𝑋𝑉𝑃𝑋 =

𝑉𝑃𝑋 eşitliğine denk olur ki bu da  ℜ(𝑉𝑋) ⊆ ℜ(X) içermesine denktir.   

Teorem 3.13  𝐵𝐿𝑈𝐸ℳ(𝑋𝛽), 𝑂𝐿𝑆𝐸ℳ1
(𝑋1𝛽1) ve  𝑂𝐿𝑆𝐸ℳ2

(𝑋2𝛽2) tahmin edicileri daha 

önce verildikleri gibi olsun. Bu durumda aşağıdaki ifadeler birbirine denk olacaktır: 

(a)     𝐵𝐿𝑈𝐸ℳ(𝑋𝛽) = 𝑂𝐿𝑆𝐸ℳ1
(𝑋1𝛽1) + 𝐸𝑋1𝑂𝐿𝑆𝐸ℳ2

(𝑋2𝛽2) bir olasılıkla sağlanır. 

(b) 𝑃𝑋∥𝑉 = 𝑃𝑋1 + 𝑃𝑋2 − 𝑃𝑋1𝑃𝑋2   olacak şekilde bir  𝑃𝑋∥𝑉  mevcuttur. 

(c) 𝑃𝑋1𝑃𝑋2 = 𝑃𝑋2𝑃𝑋1 ve  ℜ(𝑉𝑋) ⊆ ℜ(X) dir (Tian, 2007).  

İspat. Bu durumda (3.51) ve (3.54) eşitliklerinden kolayca görsterilebilir ki (a) 

şıkkının sağlanabilmesi için gerek ve yeter şart her  𝑦 ∈ ℜ[X, 𝑉] vektörü için  

               𝐵𝐿𝑈𝐸ℳ(𝑋𝛽) − 𝑂𝐿𝑆𝐸ℳ1
(𝑋1𝛽1) − 𝐸𝑋1𝑂𝐿𝑆𝐸ℳ2

(𝑋2𝛽2) 

= 0,  (𝑃
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                                    = (𝑃𝜒∥𝑉 − 𝑃𝑋1 − 𝑃𝑋2 + 𝑃𝑋1𝑋2

eşitliğinin sağlanmasıdır. Bu durum ise Tanım 3.1 e göre  

                ( 𝑃𝜒∥𝑉 − 𝑃𝑋1−𝑃𝑋2 + 𝑃𝑋1𝑋2)[𝑋, 𝑉] 

                          = [−𝑃𝑋2𝑋1 + 𝑃𝑋1𝑋2𝑋1, 0, 𝑃𝑋∥𝑉𝑉 − 𝑃𝑋1𝑉 − 𝑃𝑋2𝑉 + 𝑃𝑋1𝑋2𝑉] = 0, 

eşitliğinin, yani, 

               𝑃𝑋2𝑋1 = 𝑃𝑋1𝑋2𝑋1 ve  𝑃𝜒∥𝑉𝑉 − 𝑃𝑋1𝑉−𝑃𝑋2𝑉 + 𝑃𝑋1𝑋2𝑉 = 0  

eşitliklerinin sağlanmasına denk olacaktır. Öte yandan (3.47) deki birinci eşitlik 

𝑃𝑋1𝑋2 = 𝑃𝑋2𝑋1 eşitliğine denktir. Bu durumda, 𝑃𝑋1 + 𝑃𝑋2 − 𝑃𝑋1𝑋2 = 𝑃𝑋 dır. 

Dolayısıyla yukarıdaki ikinci eşitlik (𝑃𝑋∥𝑉 − 𝑃𝑋)𝑉 = 0 eşitliğine denktir ki bu da  

ℜ(𝑉𝑋) ⊆ ℜ(X) içermes bağıntısına denk olacaktır.  Böylece (c) şıkkı sağlanmış olur. 

Benzer  şekilde (a) ve (b) şıklarının denkliği de gösterilebilir.  

Eğer (3.47) modelinde 𝑉 matrisi pozitif definit bir matris ve r(X) = p alınırsa 

bu takdirde yukarıda verilen son iki teoremden aşağıdaki sonuçlar türetilebilir: 

ℳ(𝛽), 𝑂𝐿𝑆𝐸ℳ1
(𝛽1) ve 𝑂𝐿𝑆𝐸ℳ2

(𝛽2) tahmin edicileri (3.56) ve (3.58) 

ifadelerinde verildikleri gibi olsunlar. Bu takdirde 

          𝐵𝐿𝑈𝐸ℳ(𝛽) = [
𝑂𝐿𝑆𝐸ℳ1

(𝛽1)

𝑂𝐿𝑆𝐸ℳ2
(𝛽2

eşitliğinin sağlanabilmesi için gerek ve yeter şart 𝑋1
𝑇𝑋2 = 0 eşitliği ve  ℜ(𝑉𝑋) ⊆ ℜ(X) 

içerme bağıntısının sağlanmasıdır (Tian, 2007). 

Sonuç 3.17 𝐵𝐿𝑈𝐸ℳ(𝛽), 𝑂𝐿𝑆𝐸ℳ1
(𝛽1) ve 𝑂𝐿𝑆𝐸ℳ2

(𝛽2) tahmin edicileri (3.56) ve 

(3.58) ifadelerinde verildikleri şekilde olsunlar. Bu takdirde 

          𝐵𝐿𝑈𝐸ℳ(𝛽) = [
𝑂𝐿𝑆𝐸ℳ1

(𝛽1) − (𝑋1
𝑇𝑋1)

−1𝑋1
𝑇𝑋2𝑂𝐿𝑆𝐸ℳ2

(𝛽2)

𝑂𝐿𝑆𝐸ℳ2
(𝛽2

eşitliğinin sağlanabilmesi için gerek ve yeter şart  𝑃𝑋1𝑃𝑋2 = 𝑃𝑋2𝑃𝑋1  eşitliğinin ve 

ℜ(𝑉𝑋) ⊆ ℜ(X) içerme bağıntısının sağlanmasıdır (Tian, 2007).  

 

 

 

)𝑦 = 0                                    (3.103) 

]                                                                       (3.104) 
)

]                   (3.105) 
) 

Sonuç3.16  𝐵𝐿𝑈𝐸
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4. BULGULAR ve TARTIŞMA 

4.1 Parçalı ve Dönüştürülmüş Singüler Lineer Modellerde Tahminlerin Denkliği 

 Bu kısımda daha önce verilen 

      𝑦 = 𝑋1𝛽1 + 𝑋2𝛽2 + 𝜀 ,  𝐸(𝜀) = 0 , 𝐶𝑜𝑣(𝜀) = 𝜎2𝑉,                                 

parçalı lineer modeli tekrar göz önüne alınacaktır, burada 𝑋1 ∈ ℝ𝑛×𝑝 ve  𝑋2 ∈ ℝ𝑛×𝑞 

bilinenlerin keyfi ranklı iki matrisi, 𝑦 ∈ ℝ𝑛×1 gözlemlenebilir bir rasgele vektör, 𝛽1 ∈ 

ℝ𝑝×1 ve 𝛽2 ∈ ℝ𝑞×1  bilinmeyenlerin iki parametre vektörü, 𝑉 ∈ ℝ𝑛×𝑛 bilinen keyfi 

ranklı singüler bir matris ve 𝜎2 ise bilinmeyen pozitif bir parametredir.  Bu durumda 

(4.1) modeline bir parçalı singüler lineer model adı verilir. Bu modeli daha önce ifade 

edildiği gibi 𝑋 = [𝑋1, 𝑋2] ve 𝛽 = [𝛽1, 𝛽2]𝑇 olmak üzere 

                  ℳ = {𝑦, 𝑋𝛽, 𝜎2𝑉} = {𝑦, 𝑋1𝛽1 + 𝑋2𝛽2, 𝜎2𝑉}                                            

şeklinde gösterelim. Bu kısımda özellikle kısıtlayıcı rank varsayımları altında, 𝑋𝛽, 

𝑋1𝛽1 ve 𝑋2𝛽2 parametrelerinin OLSE ve BLUE tahmin edicileri ile ilgili sonuçları 

karşılaştırmalı olarak verilecektir.  

Teorem 4.1 Herhangi bir 𝐴 matrisi için 𝐴(𝐴𝑇𝐴)𝑐𝐴𝑇 = 𝐴𝐴+ dir, burada (𝐴𝑇𝐴)𝑐, 

𝐴𝑇𝐴(𝐴𝑇𝐴)𝑐𝐴𝑇𝐴 = 𝐴𝑇𝐴 olan 𝐴𝑇𝐴 matrisinin bir c-inversidir (Graybill, 1976).  

Eğer 𝐴 matrisi tam sütun ranklı ise 𝐴† = (𝐴𝑇𝐴)−1𝐴𝑇 ve eğer 𝐴 matrisi tam 

satır ranklı ise 𝐴† = 𝐴𝑇(𝐴𝐴𝑇)−1 olacağını tekrar belirtelim. Öte yandan eğer 𝑋 tasarım 

matrisi tam sütun ranklı ise 𝑋𝑇𝑋, 𝑋1
𝑇𝑋1 ve 𝑋2

𝑇𝑋2 matrisleri nonsingüler olacaktır. 

Dolayısıyla 𝑋𝑇𝑋 matrisinin determinantı  

|𝑋𝑇𝑋| = |𝑋1
𝑇𝑋1||𝑋2

𝑇𝑋2 − 𝑋2
𝑇𝑋1(𝑋1

𝑇𝑋1)−1𝑋1
𝑇𝑋2|  

ya da 

|𝑋𝑇𝑋| = |𝑋2
𝑇𝑋2||𝑋1

𝑇𝑋1 − 𝑋1
𝑇𝑋2(𝑋2

𝑇𝑋2)−1𝑋2
𝑇𝑋1|     

dir. Böylece (𝑋𝑇𝑋)−1 inversi 𝐷 = 𝑋2
𝑇𝑋2 − 𝑋2

𝑇𝑋1(𝑋1
𝑇𝑋1)−1𝑋1

𝑇𝑋2 = 𝑋2
𝑇[𝐼 − 𝑋1𝑋1

†]𝑋2   

olmak üzere   

        [
(𝑋1

𝑇𝑋1)−1 + (𝑋1
𝑇𝑋1)−1𝑋1

𝑇𝑋2𝐷−1𝑋2
𝑇𝑋1(𝑋1

𝑇𝑋1)−1 −(𝑋1
𝑇𝑋1)−1𝑇𝑋2𝐷−1

−𝐷−1𝑋2
𝑇𝑋1(𝑋1

𝑇𝑋1)−1 𝐷−1 ]   (4.1) 
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ya da buna alternatif olarak 𝐸 = 𝑋1
𝑇𝑋1 − 𝑋1

𝑇𝑋2(𝑋2
𝑇𝑋2)−1𝑋2

𝑇𝑋1 = 𝑋1
𝑇[𝐼 − 𝑋2𝑋2

+]𝑋1 

olmak üzere 

      [
𝐸−1 −𝐸−1𝑋1

𝑇𝑋2(𝑋2
𝑇𝑋2)−1

−(𝑋2
𝑇𝑋2)−1𝑋2

𝑇𝑋1𝐸−1 (𝑋2
𝑇𝑋2)−1 + (𝑋2

𝑇𝑋2)−1𝑋2
𝑇𝑋1𝐸−1𝑋1

𝑇𝑋2(𝑋2
𝑇𝑋2)−1]     (4.2) 

biçiminde yazılabilir. Öte yandan 𝐼 − 𝑋1𝑋1
†
 ve 𝐼 − 𝑋2𝑋2

†
 matrisleri idempotent matris 

olduğundan matris özelliklerinden,  

 𝑀1 = [𝐼 − 𝑋1𝑋1
†] = 𝑄1𝑄1

𝑇  ve  𝑀2 = [𝐼 − 𝑋2𝑋2
†] = 𝑄2𝑄2

𝑇                          (4.3) 

olacak şekilde 𝑄1 ve 𝑄2 matrisleri vardır, burada 𝑄1 ve 𝑄2 matrisleri tam sütun ranklı 

matrislerdir. Ayrıca 𝑄1
𝑇𝑄1 =  𝐼𝑛−𝑝 ve 𝑄2

𝑇𝑄2 =  𝐼𝑛−𝑞  olduğu kolayca görülür. 

Eğer 𝑋 tasarım matrisi tam sütun ranklı ise, bu durumda (𝑋𝑇𝑋)(𝑖) , 𝑖 = 1,2  

inversi 𝑊 = 𝑋1
𝑇[𝐼 − 𝑋2(𝑋2

𝑇𝑋2)(𝑖)𝑋2
𝑇]𝑋1 = 𝑋1

𝑇[𝐼 − 𝑋2𝑋2
†]𝑋1 = 𝑋1

𝑇𝑀2𝑋1 olmak üzere 

     [
𝑊(𝑖) −𝑊(𝑖)𝑋1

𝑇𝑋2(𝑋2
𝑇𝑋2)(𝑖)

−(𝑋2
𝑇𝑋2)(𝑖)𝑋2

𝑇𝑋1𝑊(𝑖) (𝑋2
𝑇𝑋2)(𝑖) + (𝑋2

𝑇𝑋2)(𝑖)𝑋2
𝑇𝑋1𝑊(𝑖)𝑋1

𝑇𝑋2(𝑋2
𝑇𝑋2)(𝑖)

]  (4.4)            

ya da alternatif olarak 𝑍 = 𝑋2
𝑇[𝐼 − 𝑋1(𝑋1

𝑇𝑋1)(𝑖)𝑋1
𝑇]𝑋2 = 𝑋2

𝑇[𝐼 − 𝑋1𝑋1
†]𝑋2 = 𝑋2

𝑇𝑀1𝑋2 

olmak üzere 

      [
(𝑋1

𝑇𝑋1)(𝑖) + (𝑋1
𝑇𝑋1)(𝑖)𝑋1

𝑇𝑋2𝑍(𝑖)𝑋2
𝑇𝑋1(𝑋1

𝑇𝑋1)𝑔𝑖 −(𝑋1
𝑇𝑋1)(𝑖)𝑋1

𝑇𝑋2𝑍(𝑖)

−𝑍(𝑖)𝑋2
𝑇𝑋1(𝑋1

𝑇𝑋1)(𝑖) 𝑍(𝑖)
]      (4.5)            

biçiminde yazılabilir. Eğer 𝑟(𝑋𝑇𝑋) = 𝑟(𝑋1
𝑇𝑋1) + 𝑟(𝑋2

𝑇𝑋2) ise bu durumda (𝑋𝑇𝑋)† 

Moore-Penrose inversi  𝑊 ve 𝑍 matrisleri yukarıdaki gibi olmak üzere  

            [
𝑊† −𝑊†𝑋1

𝑇𝑋2(𝑋2
𝑇𝑋2)(𝑖)

−(𝑋2
𝑇𝑋2)(𝑖)𝑋2

𝑇𝑋1𝑊† (𝑋2
𝑇𝑋2)† + (𝑋2

𝑇𝑋2)(𝑖)𝑋2
𝑇𝑋1𝑊†𝑋1

𝑇𝑋2(𝑋2
𝑇𝑋2)(𝑖)

]              

ya da alternatif olarak 

           [
(𝑋1

𝑇𝑋1)† + (𝑋1
𝑇𝑋1)(𝑖)𝑋1

𝑇𝑋2𝑍†𝑋2
𝑇𝑋1(𝑋1

𝑇𝑋1)(𝑖) −(𝑋1
𝑇𝑋1)(𝑖)𝑋1

𝑇𝑋2𝑍†

−𝑍†𝑋2
𝑇𝑋1(𝑋1

𝑇𝑋1)(𝑖) 𝑍†
]      (4.6)                   

biçiminde verilebilir. 

Şimdi dönüştürülmüş singüler lineer modelleri elde etmek için (4.1) modelini 

soldan 𝑀1 ile çarparak 

 𝑀1𝑦 = 𝑀1𝑋2𝛽2 + 𝜀1                             (4.7) 
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modelini oluşturabiliriz, burada 𝜀1, 𝐸(𝜀1) = 0 ve 𝐶𝑜𝑣(𝜀1) = 𝜎2𝑀1𝑉𝑀1 olan rastgele 

vektördür. Kısaca (4.7) ifadesini 

 ℳ𝑐 = {𝑀1𝑦, 𝑀1𝑋2𝛽2, 𝜎2𝑀1𝑉𝑀1}                                     (4.8) 

olarak ifade edebiliriz. Benzer şekilde  

 𝑀2𝑦 = 𝑀2𝑋1𝛽1 + 𝜀2                             (4.9) 

modeli oluşturulabilir, burada 𝜀2, 𝐸(𝜀2) = 0 ve 𝐶𝑜𝑣(𝜀2) = 𝜎2𝑀2𝑉𝑀2 olan rastgele 

vektördür. Ayrıca (4.9) ifadesini 

   ℬ = {𝑀2𝑦, 𝑀2𝑋1𝛽1, 𝜎2𝑀2𝑉𝑀2}                         (4.10) 

olarak yazabiliriz. Bunlara ilaveten   

               𝒞 = {𝑀2𝑦, 𝑀2𝑋1𝛽1, 𝜎2𝑉}  

               𝒟 = {𝑦, 𝑀2𝑋1𝛽1, 𝜎2𝑉}  

               𝒩 = {𝑦, 𝑀1𝑋2𝛽2, 𝜎2𝑉} ,  

               ℰ = {𝑦, 𝑀2𝑋1𝛽1, 𝜎2𝑉} ,                                                                          (4.11) 

modellerini tanımlayalım. Ayrıca Aşağıdaki iki Lemma  ℳ ve 𝒩 modelleri altında  

𝑀1𝑋2𝛽2 nin BLUE tahmin edicilerinin karekterizasyonunu vermektedir.  

Lemma 4.1 𝑍 = 𝐼 − 𝑃𝑀1𝑋2
 ve 𝑉∗ = 𝑀1𝑉𝑀1 matrisleri verilmiş olsun. Bu takdirde 

aşağıdaki ifadeler birbirine denk olacaktır: 

(i) 𝐹𝑦 ifadesi  ℳ = {𝑦, 𝑋1𝛽1 + 𝑋2𝛽2, 𝜎2𝑉} modeli altında  𝑀1𝑋2𝛽2 için BLUE 

tahmin edicidir. 

(ii) 𝐹 matrisi 𝐹(𝑋1: 𝑋2) = (0: 𝑀1𝑋2) ve 𝐹𝑉𝑀1𝑍 = 0 eşitliklerini sağlar. 

(iii) 𝐹 = 𝑁𝑀1 dir, burada 𝑁 matrisi  𝑁𝑀1𝑋2 = 𝑀1𝑋2 ve 𝑁𝑉∗𝑍 = 0  eşitliklerini sağlar. 

(iv) Bir 𝑃 için  𝐹 = [𝐼 − 𝑉∗𝑍(𝑍𝑉∗𝑍)†𝑍]𝑀1 + 𝑃[𝐼 − 𝑍𝑉∗𝑍(𝑍𝑉∗𝑍)†]𝑍𝑀1 dir. 

İspat. Bir 𝐹𝑦 tahmin edicisinin ℳ deki model altında 𝑀1𝑋2𝛽2 parametresnin bir 

BLUE tahmin edici olabilmesi için gerek ve yeter şart  

         (𝑋1: 𝑋2)⊥  ℜ((𝑋1: 𝑋2)⊥) = 𝒩((𝑋1: 𝑋2)𝑇)  

eşitliğini sağlayan keyfi bir matris olmak üzere 𝐹(𝑋1: 𝑋2) = (0: 𝑀1𝑋2) ve 

𝐹𝑉(𝑋1: 𝑋2)⊥ = 0 eşitliklerinin sağlanmasıdır. Fakat  
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                      𝑀1𝑍 = 𝑀1(𝐼 − 𝑃𝑀1𝑋2
) = 𝑀1 − 𝑃𝑀1𝑋2

= 𝐼 − 𝑃(𝑋1: 𝑋2)    

olduğundan (i) ve (ii) nin denk olduğu görülür. (iii) nin (ii) ye denk olduğu ise açıktır. 

Tersine olarak eğer (ii) sağlanırsa 𝐹𝑋1 = 0 eşitliği keyfi bir 𝑁 için 𝐹 = 𝑁𝑀1 olduğunu 

gösterir ve (iii) sağlanır. Öte yandan 

                       𝑁𝑀1𝑋2 = 𝑀1𝑋2 ve 𝑁𝑉∗𝑍 = 0   

denklemlerinin 𝑁 ye göre çözümü keyfi bir 𝐴 için 

                 𝑁 = [𝐼 − 𝑉∗𝑍(𝑍𝑉∗𝑍)†𝑍] + 𝐴[𝐼 − 𝑍𝑉∗𝑍(𝑍𝑉∗𝑍)†]𝑍  

şeklinde olacağından (iii) ve (iv) arasındaki denkliğin sağlandığı görülür ve böylece 

de lemmanın ispatı tamamlanmış olur. 

Lemma 4.2  𝑍 = 𝐼 − 𝑃𝑀1𝑋2
 alınsın. Bu durumda aşağıdaki ifadeler denk olacaktır: 

(i) 𝐹𝑦 ifadesi ℳ = {𝑦, 𝑋1𝛽1 + 𝑋2𝛽2, 𝜎2𝑉} modeli altında 𝑀1𝑋2𝛽2 için BLUE 

tahmin edicidir. 

(ii) 𝐹 matrisi 𝐹𝑀1𝑋2 = 𝑀1𝑋2 ve 𝐹𝑉𝑍 = 0  eşitliklerini sağlar. 

(iii) Bir 𝐵  için  𝐹 = [𝐼 − 𝑉𝑍(𝑍𝑉𝑍)†𝑍] + 𝐵[𝐼 − 𝑍𝑉𝑍(𝑍𝑉𝑍)†]𝑍 dir. 

İspat. 𝑍 = 𝐼 − 𝑃𝑀1𝑋2
 nin  𝒩(𝑋2

𝑇𝑀1) üzerinde bir dik izdüşüm olduğu dikkate alınırsa 

(i) ve (ii) nin denk olacağı açıkça görülmektedir. (ii) ve (iii) arasındaki denklik ise bir 

önceki lemmadan kolaylıkla elde edilir. 

Teorem 4.2 ℳ ve 𝒩 modelleri sırasıyla (4.2) ve (4.11) de verildikleri gibi olsun. Bu 

takdirde 𝑀1𝑋2𝛽2 nin 𝒩 dönüştürülmüş modeli altındaki her BLUE tahmin edicisinin 

aynı zamanda  ℳ modeli altında da 𝑀1𝑋2𝛽2 nin bir BLUE tahmin edicisi olması için 

gerek ve yeter şart ℜ(𝑋1) ⊆ ℜ[𝑉(𝐼 − 𝑃𝑀1𝑋2
)] olmasıdır. 

İspat. 𝐹 matrisi Lemma 4.2 de verildiği gibi olmak üzere farz edelim ki 𝐹𝑦 ifadesi 

𝑀1𝑋2𝛽2 parametresinin 𝒩 modeli altında bir BLUE tahmin edicisi olsun. Bu durumda 

Lemma 4.2 (ii) den 𝐹𝑉 = 𝐹𝑉𝑃𝑀1𝑋2
 yazılabilir. Ayrıca 𝑃𝑀1𝑋2

= 𝑃𝑀1𝑋2
𝑀1 olduğundan 

𝐹𝑉 = 𝐹𝑉𝑀1 elde edilir. Bu nedenle Lemma 4.1(ii) ye göre 𝐹𝑦 ifadesinin 𝑀1𝑋2𝛽2  

parametresinin ℳ modeli altında bir BLUE tahmin edicisi olması için gerek ve yeter 

şart 𝐹𝑋1 = 0 ve 𝐹𝑋2 = 𝑀1𝑋2 olmasıdır. Öte yandan 𝐹𝑋1 = 0 olması için gerek ve 

yeter şart 𝐹𝑀1 = 𝐹 olmasıdır. Dolayısıyla 𝐹𝑋1 = 0 olması 𝐹𝑋2 = 𝐹𝑀1𝑋2 = 𝑀1𝑋2 
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olmasını gerektirir. Bu ise 𝑀1𝑋2𝛽2 nin ℳ𝑟 modeli altında bir BLUE tahmin edicisi 

olan 𝐹𝑦 ifadesinin ℳ modeli altında da bir BLUE tahmin edicisi olması için gerek ve 

yeter şartın 𝐹𝑋1 = 0 olması olduğunu gösterir. Geriye ℜ(𝑋1) ⊆ ℜ[𝑉(𝐼 − 𝑃𝑀1𝑋2
)] 

bağıntısının 𝒩 modeli altındaki herhangi bir 𝐹𝑦 BLUE tahmin edicisi için 𝐹𝑋1 = 0 

eşitliğine denk olduğunu göstermek kalmıştır. Lemma 4.2(iii) formundaki herhangi bir 

𝐹 için 𝐹𝑋1 = 0 sağlansın. Bu takdirde [𝐼 − 𝑉𝑍(𝑍𝑉𝑍)†𝑍]𝑋1 = 0  eşitliği ℜ(𝑋1) ⊆

ℜ[𝑉(𝐼 − 𝑃𝑀1𝑋2
)] bağıntısının sağlandığını gösterir. Tersine olarak eğer ℜ(𝑋1) ⊆

ℜ[𝑉(𝐼 − 𝑃𝑀1𝑋2
)] bağıntısı sağlanırsa bu takdirde  ℜ(𝑍𝑋1

†𝑍]𝑍𝑋1 = 𝑍𝑋1 olacaktır. Dolayısıyla Lemma 4.2(iii) ye göre 𝒩 modeli 

altındaki herhangi bir 𝐹𝑦 BLUE tahmin edicisi için [𝐼 − 𝑉𝑍(𝑍𝑉𝑍)†𝑍]𝑋1 = 𝐹𝑋1 

yazılabilir. Ancak  ℜ(𝑋1) ⊆ ℜ[𝑉(𝐼 − 𝑃𝑀1𝑋2
)] dan herhangi bir 𝐴 matrisi için 𝑋1 =

𝑉𝑍𝐴 yazılır. Diğer taraftan 𝑉𝑍(𝑍𝑉𝑍)†𝑍𝑉𝑍 = 𝑉𝑍 olup 𝐹𝑋1 = 0 olduğu görülür. 

Sonuç 4.1 ℳ modeli singüler ise, bu takdirde 𝑀1𝑋2𝛽2 nin 𝒩 dönüştürülmüş modeli 

altındaki BLUE tahmin edicisinin ℳ modeli altında da BLUE tahmin edicisi olması 

için gerek ve yeter şart bir 𝑉− genelleştirilmiş inversi için 𝑋2
𝑇𝑀1𝑉−𝑋1 = 0 olmasıdır. 

İspat. 𝑋2
𝑇𝑀1𝑉−𝑋1 in  𝑉− genelleştirilmiş inversinin seçimine göre değişmez kalması  

                 ℜ(𝑋1) ⊆ ℜ(𝑉) ve ℜ(𝑀1𝑋2) ⊆ ℜ(𝑉)                                                    (4.12) 

 içermelerinin sağlanmasına denktir. 𝑋1 ≠ 0 ve 𝑋2
𝑇𝑀1 ≠ 0 olduğunu varsayalım. 

(4.12) ifadesi ℜ(𝑋1: 𝑋2) ⊆ ℜ(𝑉) olması demektir ki bu da ℳ modelinin singüler 

olduğu anlamına gelir. Eğer 𝑋2
𝑇𝑀1𝑉−𝑋1 = 0 ise 𝑍 = 𝐼 − 𝑃𝑀1𝑋2

 olmak üzere herhangi 

bir 𝐴 için 𝑉−𝑋1 = 𝑍𝐴 yazılabilir. Singülerlikten  𝑉𝑉−𝑋1 = 𝑋1 dolayısıyla 𝑋1 = 𝑉𝑍𝐴 

olacaktır. Böylece Teorem 4.2 ye göre 𝑀1𝑋2𝛽2 nin 𝒩 modeli altındaki herhangi bir  

BLUE tahmin edicisi ℳ modeli altında da bir BLUE tahmin edicisi olacaktır. Tersine 

olarak, eğer Teorem 4.2 deki ℜ(𝑋1) ⊆ ℜ[𝑉(𝐼 − 𝑃𝑀1𝑋2
)] içermesi sağlanırsa yani 

ℜ(𝑋1) ⊆ ℜ(𝑉) ise ve ℳ modeli singüler yani ℜ(𝑋1: 𝑋2) ⊆ ℜ(𝑉) ise bu takdirde 

herhangi bir 𝐴 matrisi için 𝑋2
𝑇𝑀1𝑉−𝑋1 = 𝑋2

𝑇𝑀1𝑉−𝑉𝑍𝐴 = 𝑋2
𝑇𝑀1𝑍𝐴 = 0 yazılabilir. 

Sonuç 4.2 ℳ modeli verilmiş olsun. Bu takdirde 𝑀1𝑋2𝛽2 nin 𝒩 dönüştürülmüş 

modeli altındaki herhangi bir BLUE tahmin edicisi aynı zamnda ℳ modeli altında da 

bir BLUE tahmin edicisidir eğer ℜ(𝑉𝑋1) ⊆ ℜ(𝑋1) içermesi sağlanırsa. 

) ⊆ ℜ(𝑍𝑉𝑍), yani 

[𝑍𝑉𝑍(𝑍𝑉𝑍)
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İspat. Bu durumda 𝑟(𝑋1) = 𝑟(𝑉𝑋1) eşitliği sağlanacağından dolayı ℜ(𝑉𝑋1) ⊆ ℜ(𝑋1) 

içermesi ℜ(𝑉𝑋1) = ℜ(𝑋1) eşitliğine denktir. Bu nedenle ℜ(𝑋1) = ℜ(𝑉𝑍𝑋1) ⊆

ℜ(𝑉𝑍) yazılabilir. Bu ise Teorem 4.2 deki ℜ(𝑋1) ⊆ ℜ[𝑉(𝐼 − 𝑃𝑀1𝑋2
)] içermesinin 

ℜ(𝑉𝑋1) ⊆ ℜ(𝑋1) koşulu altında sağlandığını gösterir. 

Lemma 4.1(ii) ve Lemma 4.2(ii) den ℜ(𝑉𝑋1) ⊆ ℜ(𝑋1) içerme bağıntısı altında 

𝑀1𝑋2𝛽2 nin ℳ  modeli altındaki herhangi bir BLUE tahmin edicisinin 𝒩 modeli 

altında da bir BLUE tahmin edicisi olacağı görülür. Başka bir deyişle eğer ℜ(𝑉𝑋1) ⊆

ℜ(𝑋1) ise bu takdirde 𝑀1𝑋2𝛽2 parametersinin ℳ ve 𝒩 lineer modelleri altındaki 

BLUE tahmin edicileri çakışacaktır. Burada ℜ(𝑉𝑋1) ⊆ ℜ(𝑋1) içerme bağıntısının bir 

{𝑦, 𝐸(𝑦) = 𝑋1𝛽1, 𝐶𝑜𝑣(𝑦) = 𝜎2𝑉}   modeli altında 𝑋1𝛽1 parametresinin OLSE ve 

BLUE tahmin edicilerinin eşit olması için gerek ve yeter şart olduğunu belirtelim. Bu 

durumda bazı kısıtlamalar altında Sonuç 4.2 tekrar verilebilir. 

Sonuç 4.3 𝑀1𝑋2𝛽2 nin OLSE tahmin edicisi olarak 𝑃𝑀1𝑋2
𝑦 ifadesini göz önüne alalım. 

Eğer 𝑃𝑀1𝑋2
𝑦 tahmin edicisi 𝒩  dönüştürülmüş modeli altında bir BLUE tahmin edicisi 

ise aynı zamanda  ℳ  modeli altında da bir BLUE tahmin edicisi olacaktır. 

İspat. Bu durumda  𝑍 = 𝐼 − 𝑃𝑀1𝑋2
 olmak üzere ℜ(𝑋1) ⊆ ℜ(𝑉𝑍) içermesi yazılabilir. 

Öte yandan eğer 𝑃𝑀1𝑋2
𝑦 tahmin edicisi 𝒩  modeli altında 𝑀1𝑋2𝛽2 nin BLUE tahmin 

edicisi ise 𝑉𝑍 = 𝑍𝑉 olacaktır. Bu nedenle ℜ(𝑋1) ⊆ ℜ(𝑍𝑉) yazılabilir ki bu da Teorem 

4.2 ye göre ℜ(𝑋1) ⊆ ℜ[𝑉(𝐼 − 𝑃𝑀1𝑋2
)] içermesinin sağlandığını gösterir. 

Şimdi 𝐹𝑦 ifadesi  𝒩  dönüştürülmüş modeli altında 𝑀1𝑋2𝛽2 nin BLUE tahmin 

edicisi olmak üzere 𝑀1𝑋2𝛽2 nin 𝐹𝑀1y formundaki tahmin edicileri göz önüne 

alınacaktır. 𝐹𝑀1y bir tahmin edicinin genelleştirilmiş versiyonu olarak da 

düşünülebilir. 𝐹𝑀1y formundaki bir tahmin edicinin ℳ parçalanmış modeli altında da 

kullanılıp kullanılamayacağı sorusu akla gelebilir. Açıkça belirtelim ki 𝐹𝑀1(𝑋1: 𝑋2) =

(0: 𝑀1𝑋2) olacağından 𝐹𝑀1y tahmin edicisi 𝑀1𝑋2𝛽2 için yansızdır. Bu durumda 

aşağıdaki teorem verilebilir. 

Teorem 4.3 ℳ ve 𝒩 modelleri sırasıyla (4.2) ve (4.6) da verildikleri gibi olsun.  𝐹𝑦 

ifadesi 𝒩  dönüştürülmüş modeli altında 𝑀1𝑋2𝛽2 nin bir BLUE tahmin edicisi olsun. 

Bu takdirde 𝐹𝑀1y formundaki herhangi bir tahmin edicinin ℳ parçalanmış modeli 
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altında 𝑀1𝑋2𝛽2 nin bir BLUE tahmin edicisi olması için gerek ve yeter şart  𝑍 = 𝐼 −

𝑃𝑀1𝑋2
 ve  𝑃1 = 𝑋1𝑋1

†
 olmak üzere 

              ℜ(𝑃1𝑉𝑀1𝑍) ⊆ ℜ(𝑉𝑍)                                                                               (4.13) 

olmasıdır.  

İspat. Bu durumda 𝐹𝑀1(𝑋1: 𝑋2) = (0: 𝑀1𝑋2) özelliğini sağlayan herhangi bir 𝐹 

matrisi için Lemma 4.1(ii) den 𝐹𝑀1y ifadesinin ℳ parçalanmış modeli altında 

𝑀1𝑋2𝛽2 nin BLUE tahmin edicisi olması için gerek ve yeter şartın 𝐹𝑀1𝑉𝑀1𝑍 = 0   

olduğu görülür. Şimdi bu eşitliğin Lemma 4.2(iii) formundaki her 𝐹 matrisi için 

sağlandığını varsayalım. Bu takdirde 𝐵 = 0 seçilerek [𝐼 − 𝑉𝑍(𝑍𝑉𝑍)†𝑍]𝑀1𝑉𝑀1𝑍 = 0 

eşitliği elde edilir. Diğer taraftan 𝑀1 = 𝐼 − 𝑃1 ve 𝑀1𝑍 = 𝑍𝐹𝑀1 olduğundan [𝐼 −

𝑉𝑍(𝑍𝑉𝑍)†𝑍](𝑉𝑍𝑀1−𝑃1𝑉𝑀1𝑍) = 0 yazılabilir. 𝑉𝑍(𝑍𝑉𝑍)†𝑍𝑉𝑍 = 𝑉𝑍 olduğundan  

              [𝐼 − 𝑉𝑍(𝑍𝑉𝑍)†𝑍]𝑃1𝑉𝑀1𝑍 = 0                                                                 (4.14) 

yazılabilir. 𝒩(𝐼 − 𝑉𝑍(𝑍𝑉𝑍)†𝑍) = ℜ(𝑉𝑍) olduğundan (4.14) eşitliği (4.13) e denktir. 

Tersine olarak (4.13) sağlansın. Yukarıda ifade edildiği gibi (4.13) ve (4.14) denk olup 

bu da [𝐼 − 𝑉𝑍(𝑍𝑉𝑍)†𝑍]𝑀1𝑉𝑀1𝑍 = 0 eşitliğine denktir. Bu ise 

              [𝑍 − 𝑍𝑉𝑍(𝑍𝑉𝑍)†𝑍]𝑀1𝑉𝑀1𝑍 = 0                                                            

olduğunu gösterir. Bu son eşitlikten Lemma 4.2(iii) formundaki 𝐹 matrisi için 𝐹𝑀1𝑦 

nin ℳ parçalanmış modeli altında 𝑀1𝑋2𝛽2 nin bir BLUE tahmin edicisi olduğunu 

gösterir.  Böylece ispat tamamlanır. 

Sonuç 4.4 ℳ modeli singüler olsun ve  𝐹𝑦 ifadesi 𝒩 dönüştürülmüş modeli altında 

𝑀1𝑋2𝛽2 nin bir BLUE tahmin edicisi olsun. Bu durumda 𝐹𝑀1y formundaki herhangi 

bir tahmin edicinin ℳ de verilen parçalanmış lineer model altında 𝑀1𝑋2𝛽2 nin bir 

BLUE tahmin edicisi olabilmesi için gerek ve yeter şart 𝑉− matrisi 𝑉 matrisinin 

herhangi bir genelleştirilmiş inversi ve 𝑍 = 𝐼 − 𝑃𝑀1𝑋2
 olmak üzere 

                𝑋2
𝑇𝑀1𝑉−𝑃1𝑉𝑀1𝑍 = 0                                                                                         (4.15)                                                                

olmasıdır.  

İspat. Sonuç 4.1 den 𝑋2
𝑇𝑀1𝑉−𝑋1 ifadesinin 𝑉− genelleştirilmiş inversinin seçimine 

göre değişmez kalması  
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                   ℜ(𝑋1) ⊆ ℜ(𝑉) ve ℜ(𝑀1𝑋2) ⊆ ℜ(𝑉)                                                     

 içermelerinin sağlanmasına denktir. Bu nedenle (4.10) in sol tarafı 𝑉−  nin seçiminden 

bağımsızdır. Teorem 4.3 e göre (4.15) ifadesinin ℜ(𝑋1) ⊆ ℜ[𝑉(𝐼 − 𝑃𝑀1𝑋2
)]  ye denk 

olduğu gösterilirse iddia tamamlanmış olur. Eğer ℜ(𝑋1) ⊆ ℜ[𝑉(𝐼 − 𝑃𝑀1𝑋2
)]  içermesi 

sağlanırsa (4.15) eşitliğinin gerçekleneceği açıktır. Tersine olarak (4.15) sağlanmış 

olsun. Bu herhangi bir 𝐴 matrisi için 𝑉−𝑃1𝑉𝑀1𝑍 = 𝑍𝐴 yazılabilir. 𝑉𝑉−𝑃1 = 𝑃1 

olduğundan bu  eşitlik 𝑉 ile soldan çarpılırsa ℜ(𝑋1) ⊆ ℜ[𝑉(𝐼 − 𝑃𝑀1𝑋2
)]  içermesi elde 

edilir ve ispat tamamlanır. 

Teorem 4.4 ℳ𝑐  modeli altında 𝑀1𝑋2𝛽2 parametresinin herhangi bir BLUE tahmin 

edicisi aynı zamanda ℳ  modeli altında da bir BLUE tahmin edicisidir. 

İspat.  Herhangi bir tahmin edicinin 𝑀1𝑋2𝛽2 parametresi için bir BLUE tahmin edicisi 

olabilmesi için gerek ve yeter şart  𝐼 − 𝑃𝑀1𝑋2
 olmak üzere 𝑁𝑀1𝑋2 = 𝑀1𝑋2 ve 

𝑁𝑀1𝑉𝑀1𝑍 = 0 eşitliklerini sağlayan bir 𝑁 matrisi için 𝑁𝑀1𝑦 formunda yazılmasıdır.  

Bu takdirde Lemma 4.1 (iii) te göre  𝑁𝑀1𝑦 ifadesi  ℳ modeli altında da 

𝑀1𝑋2𝛽2 parametesinin bir BLUE tahmin edicisi olacaktır. 

 Teorem 4.4 un tersi de doğrudur, yani  ℳ de verilen model altında 𝑀1𝑋2𝛽2 

parametresinin BLUE tahmin edicisi ℳ𝑐  modeli altında da BLUE tahmin edicisidir. 

Başka bir deyişle ℳ ve ℳ𝑐  modelleri altında BLUE tahmin ediciler çakışmaktadır. 

 Şimdi yukarıda tanımlanan ℳ, ℬ, 𝒞, 𝒟 ve ℰ modellerini dikkate alarak bu 

modeller altında 𝑀2𝑋1𝛽1 parametresinin BLUE tahmin edicileri arasındaki ilişkiler 

incelenecektir. Bunula ilgili olarak önce ℳ modeli altında 𝑀2𝑋1𝛽1 in BLUE tahmin 

edicisi ile ℬ, 𝒞, 𝒟 ve ℰ  modelleri altında 𝑀2𝑋1𝛽1 parametresinin BLUE tahmin 

edicileri arasındaki fark verilerek 𝑀2𝑋1𝛽1 parametresinin bu modeller altındaki BLUE 

tahmin edicilerinin eşit olabilmesi için bazı gerek ve yeter şartlar ortaya konulacaktır.  

Teorem 4.5 ℳ, ℬ, 𝒞, 𝒟 ve ℰ modelleri verilmiş olsun. 𝑃M, 𝑃𝐵 , 𝑃𝐶 ve 𝑃E sırasıyla 

𝑃(𝑋|𝑉), 𝑃(𝑀2𝑋1|𝑀2𝑉𝑀2), 𝑃(𝑀2𝑋1|𝑉) ve 𝑃(𝑋1|𝑉) den keyfi fakat sabit izdüşümleri 

göstersin. Bu durumda aşağıdaki ifadeler doğrudur: 

(1) 𝑀2𝑃M𝑦 = 𝐵𝐿𝑈𝐸ℳ(𝑀2𝑋1𝛽1), 

(2) 𝑃𝐵𝑀2𝑦 = 𝐵𝐿𝑈𝐸ℬ(𝑀2𝑋1𝛽1), 
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(3) 𝑃𝐶𝑀2𝑦 = 𝐵𝐿𝑈𝐸𝒞(𝑀2𝑋1𝛽1), 

(4) 𝑃𝐶𝑦 = 𝐵𝐿𝑈𝐸𝒟(𝑀2𝑋1𝛽1), 

(5) 𝑀2𝑃E𝑦 = 𝐵𝐿𝑈𝐸ℰ(𝑀2𝑋1𝛽1). 

İspat. 𝑃ℳ = 𝑃(𝑋|𝑉) ve 𝑀𝑋 = 𝐼 − 𝑋𝑋† olsun. Bu durumda 𝑃(𝑋|𝑉) nin tanımından 

                  𝑃M(𝑋: 𝑉𝑀𝑋) = (𝑋: 0)  

olduğu görülür. Böylece 𝑀2𝑃M𝑦 nin gösterimi dikkate alınırsa bunun ℳ modeli 

altında 𝑀2𝑋1𝛽1 in bir BLUE tahmin edicisi olduğu görülür. Benzer şekilde açık 

gösterimler göz önüne alınarak (2), (3), (4) ve (5) şıkları da gösterilebilir.  

Teorem 4.6 ℳ ve ℬ modelleri yukarıdaki şekilde verilmiş olsun. Bu durumda 

            𝐵𝐿𝑈𝐸ℳ(𝑀2𝑋1𝛽1) = 𝐵𝐿𝑈𝐸ℬ(𝑀2𝑋1𝛽1)                                                    

olacaktır. 

İspat. Bu durumda eşitliği göstermek için 𝑃(𝑀2𝑋1|𝑀2𝑉𝑀2) den keyfi fakat sabit 𝑃ℬ 

izdüşümü için 𝑃ℬ𝑀2(𝑋: 𝑉𝑀𝑋) = (𝑀2𝑋1: 0) olduğunu göstermek yeterlidir. Gerçekten 

𝑃(𝑀2𝑋1|𝑀2𝑉𝑀2) nin tanımı dikkate alınırsa 

                𝑃ℬ𝑀2𝑋 = (𝑃ℬ𝑀2𝑋1: 0) = (𝑀2𝑋1: 0)  

ve 

                𝑃ℬ𝑀2𝑉𝑀𝑋 = 𝑃ℬ𝑀2𝑉𝑀2𝑀𝑋  

olacağı açıktır. Bu durumda ℜ(𝑀2𝑋1) ⊆ ℜ(𝑋) olduğundan 𝑀𝑋 = 𝑀𝑀2𝑋1
𝑀𝑋 eşitliği 

yazılabilir. Bunun sonucu olarak 𝑃ℬ𝑀2𝑉𝑀𝑋 = 0  eşitliği elde edilir ve böylece 

teoremin ispatı tamamlanmış olur. 

Hatırlatma 4.1 𝛽1 parametresiyle ilgilenildiğinde ℜ⊥(𝑋2)  üzerine bir izdüşüm olan 

𝑀2  ile ℳ modeli soldan çarpılarak 𝛽2 parametresi yok edilebilir. Ayrıca Teorem 4.6 

e göre ℳ modeli ℬ modeline denk olacağından 𝛽1 tahmin edilebilir olması durumunda 

𝐵𝐿𝑈𝐸ℳ(𝑀2𝑋𝛽) ve 𝐵𝐿𝑈𝐸ℬ(𝑀2𝑋𝛽) nin eşit olduğu elde edilir. Öte yandan  𝑋1, 𝑋2 ve 

𝑉 matrisleri tam ranklı ve ℜ(𝑋1: 𝑋2) ⊆ ℜ(𝑉) olduğunda 𝛽1 parametresinin ℳ modeli 

altındaki tahmin edicisi karşılık gelen ℬ modelindeki tahmin ediciye eşit olacaktır. 

Teorem 4.7 ℳ, ℬ, 𝒞, 𝒟 ve ℰ modelleri verilmiş olsun. Ayrıca 𝑃𝐵, 𝑃𝐶  ve  𝑃E sırasıyla 

𝑃(𝑀2𝑋1|𝑀2𝑉𝑀2), 𝑃(𝑀2𝑋1|𝑉) ve 𝑃(𝑋1|𝑉) den keyfi fakat sabit izdüşümleri 

göstersin. Bu durumda aşağıdaki ifadeler doğrudur: 
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(1) 𝐵𝐿𝑈𝐸ℳ(𝑀2𝑋1𝛽1)−𝐵𝐿𝑈𝐸𝒞(𝑀2𝑋1𝛽1) = 𝑃𝐵(𝐼 − 𝑃𝐶)𝑀2𝑦, 

(2) 𝐵𝐿𝑈𝐸ℳ(𝑀2𝑋1𝛽1)−𝐵𝐿𝑈𝐸𝒟(𝑀2𝑋1𝛽1) = 𝑃𝐵𝑀2(𝐼 − 𝑃𝐶)𝑦, 

(3) 𝐵𝐿𝑈𝐸ℳ(𝑀2𝑋1𝛽1)−𝐵𝐿𝑈𝐸ℰ(𝑀2𝑋1𝛽1) = 𝑃𝐵𝑀2(𝐼 − 𝑃𝐸)𝑦, 

(4) 𝐵𝐿𝑈𝐸𝒟(𝑀2𝑋1𝛽1)−𝐵𝐿𝑈𝐸𝒞(𝑀2𝑋1𝛽1) = 𝑃𝐶𝑃𝑋2
𝑦. 

İspat. 𝑃𝐵  ve  𝑃𝐶  izdüşümlerinin tanımından  𝑃𝐵𝑃𝐶 = 𝑃𝐶  olduğu kolayca görülebilir.  

Bu durumda Teorem 4.5 ve Teorem 4.6 yardımıyla (1) in doğrulu gösterilebilir. Benzer 

şekilde (2), (3) ve (4) ün sağlandığı da gösterilebilir.  

Teorem 4.8 ℳ, ℬ, 𝒞,  𝒟 ve ℰ modelleri verilmiş olsun. Ayrıca  𝑃𝐶  ve  𝑃E sırasıyla, 

𝑃(𝑀2𝑋1|𝑉) ve 𝑃(𝑋1|𝑉) den keyfi fakat sabit izdüşümleri göstersin. Bu durumda 

aşağıdaki ifadeler denktir: 

(1) 𝐵𝐿𝑈𝐸ℳ(𝑀2𝑋1𝛽1) = 𝐵𝐿𝑈𝐸𝒟(𝑀2𝑋1𝛽1),                                                     (4.16)                        

(2) 𝐵𝐿𝑈𝐸𝒞(𝑀2𝑋1𝛽1) = 𝐵𝐿𝑈𝐸𝒟(𝑀2𝑋1𝛽1),                                                       (4.17) 

(3) 𝑃𝐶𝑋2 = 0,                                                                                                    (4.18)   

(4) 𝑇1 = 𝑉 + 𝑘2𝑀2𝑋1𝑋1
𝑇𝑀2 olmak üzere  𝑋1

𝑇𝑀2𝑇1
†𝑋2 = 0 dir.                      (4.19) 

İspat. 𝑃𝐵 ve  𝑃C sırasıyla 𝑃(𝑀2𝑋1|𝑀2𝑉𝑀2) ve 𝑃(𝑀2𝑋1|𝑉) den keyfi fakat sabit 

izdüşümler olsun. Teorem 4.7 den 𝐵𝐿𝑈𝐸𝒞(𝑀2𝑋1𝛽1) = 𝐵𝐿𝑈𝐸𝒟(𝑀2𝑋1𝛽1) eşitliğinin 

sağlanması için gerek ve yeter şart her 𝑡 ∈ ℝ𝑛 vektörü için 𝑃𝐵𝑀2(𝐼 − 𝑃𝐶)(𝑉: 𝑋)𝑡 = 0 

olmasıdır.  Bu eşitliğin sağlanması için gerek ve yeter şart  𝑃𝐵𝑀2(𝐼 − 𝑃𝐶)(𝑉: 𝑋) = 0 

dir. 𝑃(𝑀2𝑋1|𝑀2𝑉𝑀2) ve 𝑃(𝑀2𝑋1|𝑉) in tanımları,  ℜ(𝑉: 𝑋) = ℜ(𝑉𝑀𝑋: 𝑀2𝑋1: 𝑋2) ve 

ℜ(𝑀𝑋) ⊆ ℜ((𝑀2𝑋1)⊥)  durumları dikkate alınırsa 𝑃𝐵𝑀2(𝐼 − 𝑃𝐶)(𝑉: 𝑋)𝑡 = 0 eşitliği 

𝑃𝐵𝑀2(𝐼 − 𝑃𝐶)(𝑉𝑀𝑋: 𝑀2𝑋1: 𝑋2) = 0  eşitliğine denk olacaktır. Buradan  

             𝑃𝐵𝑀2(𝐼 − 𝑃𝐶)𝑀2𝑋1 = 0,   

              𝑃𝐶𝑉𝑀𝑋 = 𝑃𝐶𝑉𝑀𝑀2𝑋1
𝑀𝑋 = 0,  

             𝑃𝐵𝑀2𝑉𝑀𝑋 = 𝑃𝐵𝑀2𝑉𝑀2𝑀𝑀2𝑋1
𝑀𝑋 = 0 

eşitlikleri yazılabilir. Ayrıca  

                  𝑃𝐵𝑀2𝑃𝐶 = 𝑃𝐵𝑃𝐶 − 𝑃𝐵𝑃𝑋2
𝑃𝐶 = 𝑃𝐵𝑃𝐶 = 𝑃𝐶  
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olduğu gösterilebilir. Böylece (4.16) ve (4.19) arasındaki denklik gösterilmiş olur.  

Benzer şekilde her 𝑦 ∈ ℜ(𝑉: 𝑋) için (4.18) eşitliğinin sağlanabilmesi için gerek ve 

yeter şart 𝑃𝐶𝑃𝑋2
(𝑉: 𝑋) = 0 eşitliğinin sağlanmasıdır. Diğer taraftan  ℜ(𝑋2) ⊆ ℜ(𝑉: 𝑋) 

ve dolayısıyla 𝑃𝑋2
= 𝑃𝑋2

𝑃(𝑉:𝑋) olduğu dikkate alınırsa 𝑃𝐶𝑃𝑋2
(𝑉: 𝑋) = 0 eşitliği 

𝑃𝐶𝑃𝑋2
= 0 eşitliğine yani 𝑃𝐶𝑋2 = 0 eşitliğine denk olacaktır. Böylece (4.17), (4.18) 

ve (4.19) ün denkliği gösterilmiş olur. Özel olarak 

                𝑃𝐶 = 𝑀2𝑋1(𝑋1
𝑇𝑀2𝑇1

†𝑀2𝑋1)†𝑋1
𝑇𝑀2𝑇1

† ∈  𝑃(𝑀2𝑋1|𝑉)  

seçilebilir. Bu durumda 𝑃𝐶𝑋2 = 0 eşitliği 

             𝑀2𝑋1(𝑋1
𝑇𝑀2𝑇1

†𝑀2𝑋1)†𝑋1
𝑇𝑀2𝑇1

†𝑋2 = 0                                            

olur. Bu son eşitlik 𝑋1
𝑇𝑀2𝑇1

†
 ile soldan çarpılırsa 𝑋1

𝑇𝑀2𝑇1
†𝑋2 = 0 elde edilir.  Bu ise 

𝑃𝐶𝑋2 = 0  olduğunu gösterir ve böylece teoremin ispatı tamamlanmış olur. 

Sonuç 4.5 Eğer 𝐵𝐿𝑈𝐸ℳ(𝑀2𝑋1𝛽1) = 𝐵𝐿𝑈𝐸𝒟(𝑀2𝑋1𝛽1) ise bu takdirde 

              𝐵𝐿𝑈𝐸ℳ(𝑀2𝑋1𝛽1) = 𝐵𝐿𝑈𝐸𝒞(𝑀2𝑋1𝛽1) = 𝐵𝐿𝑈𝐸𝒟(𝑀2𝑋1𝛽1)                (4.20) 

eşitliği sağlanır.  

Teorem 4.9 ℳ ve 𝒞 modelleri verilmiş olsun. Bu durumda aşağıdaki ifadeler denktir: 

(1) 𝐵𝐿𝑈𝐸ℳ(𝑀2𝑋1𝛽1) = 𝐵𝐿𝑈𝐸𝒞(𝑀2𝑋1𝛽1),                                                     (4.21)                        

(2) 𝑃𝐶𝑉𝑀𝑋 = 0,                                                                                                    (4.22)   

(3) 𝑋1
𝑇𝑀2𝑇1

†𝑃𝑋2
𝑉𝑀𝑋 = 0 dir.                                                                           (4.23) 

İspat. Teorem 4.7 (1) den (4.11) eşitliğinin sağlanması için gerek ve yeter şartın 

                𝑃𝐵(𝐼 − 𝑃𝐶)𝑀2(𝑉: 𝑋) = 0,                                                                       (4.24) 

başka bir deyişle, 𝑃𝐵(𝐼 − 𝑃𝐶)𝑀2(𝑉𝑀𝑋: 𝑀2𝑋1: 𝑋2) = 0 eşitliğinin sağlanması olduğu 

görülür. Buradan da 𝑃𝐵(𝐼 − 𝑃𝐶)𝑀2(𝑀2𝑋1: 𝑋2) = 0 ve 𝑃𝐵𝑀2𝑉𝑀𝑋 = 0 olduğu görülür. 

Bu durumda (4.19) ifadesinin sağlanabilmesi için gerekli ve yeterli şart  

                   𝑃𝐶𝑉𝑀𝑋 = 0                                                                                           (4.25)                                                                    

olmasıdır. Özel olarak daha önce verildiği gibi  𝑃𝐶 = 𝑀2𝑋1(𝑋1
𝑇𝑀2𝑇1

†𝑀2𝑋1)†𝑋1
𝑇𝑀2𝑇1

†
 

seçilirse (4.17) 𝑋1
𝑇𝑀2𝑇1

†
 ile soldan çarpılarak 𝑋1

𝑇𝑀2𝑇1
†𝑉𝑀𝑋 = 0 elde edilir, yani (4.23) 
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sağlanır. Öte yandan (4.23) eşitliğinin (4.22) eşitliğini sağladığı kolayca görülebilir ve 

bunun sonucu olarak ispat tamamlanmış olur.  

Teorem 4.10 ℳ ve ℰ modelleri verilmiş olsun. Bu durumda aşağıdaki ifadeler denktir: 

(1) 𝐵𝐿𝑈𝐸ℳ(𝑀2𝑋1𝛽1) = 𝐵𝐿𝑈𝐸ℰ(𝑀2𝑋1𝛽1),                                                      (4.26)                        

(2) 𝑀2𝑃𝐸𝑋2 = 0 dir.                                                                                          (4.27) 

İspat. 𝑃𝐵 ve 𝑃𝐸 sırasıyla 𝑃(𝑀2𝑋1|𝑀2𝑉𝑀2) ve 𝑃(𝑋1|𝑉) den keyfi fakat sabit 

izdüşümler olsun. Teorem 4.7 den her 𝑦 ∈ ℜ(𝑉: 𝑋) için (4.26) eşitliğinin sağlanması 

için gerek ve yeter şartın 

                𝑃𝐵𝑀2(𝐼 − 𝑃𝐸)(𝑉: 𝑋) = 0,                                                                        (4.28) 

başka bir deyişle, 

                 𝑃𝐵𝑀2(𝐼 − 𝑃𝐸)(𝑉𝑀𝑋: 𝑀1𝑋2: 𝑋1) = 0                                                      (4.29) 

eşitliğinin sağlanması olduğu görülür. Öte yandan 

             𝑃𝐸𝑉𝑀𝑋 = 0, (𝐼 − 𝑃𝐸)𝑋1  = 0 ve  ℜ(𝑀𝑋) ⊆ ℜ𝑀1)  

olduğundan (4.29) ün sağlanması için gerek ve yeter şart görülür. Bu durumda (4.24) 

eşitliğinin sağlanması için gerek ve yeter şart 

                𝑃𝐵𝑀2(𝐼 − 𝑃𝐸)𝑋2 = 0,  

yani 

                  𝑃𝐵𝑀2𝑃𝐸𝑋2 = 0                                                                                       (4.30) 

olmasıdır. Öte taraftan 𝑃(𝑀2𝑋1|𝑀2𝑉𝑀2) ve 𝑃(𝑋1|𝑉) nin tanımları dikkate alınırsa  

                  𝑃𝐵𝑀2𝑃𝐸 = 𝑀2𝑃𝐸  

 eşitiği elde edilir.  Bu nedenle (4.30) eşitliği 𝑀2𝑃𝐸𝑋2 = 0  eşitliğine denk olur ki bu 

da teoremin ispatını tamamlar.  

Yukarıdaki son teoremde özel olarak eğer 𝑉 = 𝐼 alınırsa bu takdirde 𝑃𝐸 bir 

pozitif izdüşüm olacağından (4.21) eşitliği 

 𝑃𝐸𝑃𝑋2
= 𝑃𝑋2

𝑃𝐸  

eşitliğine denk olacaktır. Bu durumda aşağıdaki sonuç verilebilir. 
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Sonuç 4.6 Eğer 𝑋2𝛽2 parametresinin {𝑦, 𝑋2𝛽2, 𝜎2𝑉} ve {𝑦, 𝑋2𝛽2, 𝜎2𝐼} modelleri 

altındaki BLUE tahmin edicileri eşit ise bu takdirde 𝑀2𝑋1𝛽1 parametresinin ℳ, 𝒞 ve 

𝒟 modelleri altındaki BLUE tahmin edicileri çakışacaktır. 

İspat. Bu durumda 𝑋1
𝑇𝑀2𝑇1

†𝑋2 = 0 olduğunu göstermek yeterlidir. Bunun için 𝑋2𝛽2 

parametresinin {𝑦, 𝑋2𝛽2, 𝜎2𝑉} ve {𝑦, 𝑋2𝛽2, 𝜎2𝐼} modelleri altındaki BLUE tahmin 

edicileri eşit olduğundan  𝑀2𝑉 = 𝑀2𝑉𝑀2 eşitliği yazılabilir ki bu da 

                   𝑀2𝑇1 = 𝑀2𝑇1𝑀2 = 𝑇1𝑀2  

olması demektir. Buradan 𝔑(𝑇1𝑋2) ⊆ 𝔑(𝑋2) elde edilir. Bu ise 

                     𝑋1
𝑇𝑀2𝑇1

†𝑋2 = 0  

olduğunu gösterir ve böylece ispat tamamlanmış olur. 

4.2. Eşitlik Kısıtlamalı Parçalı Lineer Modellerde Parametre Tahminleri 

Bu kısımda daha önce verilen 

      𝑦 = 𝑋1𝛽1 + 𝑋2𝛽2 + 𝜀 ,  𝐸(𝜀) = 0 , 𝐶𝑜𝑣(𝜀) = 𝜎2𝑉,                                 

parçalı lineer modeli tekrar göz önüne alınacaktır, burada 𝑋1 ∈ ℝ𝑛×𝑝 ve  𝑋2 ∈ ℝ𝑛×𝑞 

keyfi ranklı bilinenlerin matrisi, 𝑦 ∈ ℝ𝑛×1 gözlemlenebilir bir rasgele vektör, 𝛽1 ∈ 

ℝ𝑝×1 ve 𝛽2 ∈ ℝ𝑞×1,  bilinmeyenlerin parametrer vektörü, 𝑉 ∈ ℝ𝑛×𝑛 bilinen keyfi 

ranklı bir matris ve 𝜎2 ise bilinmeyen bir pozitif parametredir. Bu modeli daha önce 

ifade edildiği gibi 𝑋 = [𝑋1, 𝑋2] ve 𝛽 = [𝛽1, 𝛽2]𝑇 olmak üzere 

                  ℳ = {𝑦, 𝑋𝛽, 𝜎2𝑉} = {𝑦, 𝑋1𝛽1 + 𝑋2𝛽2, 𝜎2𝑉}                                           (4.31)     

şeklinde gösterelim. Ayrıca bilinmeyen 𝛽 parametre vektörü üzerinde 𝑅 ∈ ℝ𝑚×(𝑝+𝑞)  

bilinenler matrisi ve  𝑟 ∈ ℝ𝑚×1 bilinenler vektörü olmak üzere tutarlı  𝑅𝛽 = 𝑟  lineer 

matris formunda kısıtlaması verilmiş olsun. Bu kısıtlama ile birlikte (4.31) modeline 

kısıtlamalı lineer model veya eşitlik kısıtlamalı bir lineer model adı verilir ve bu model 

                 ℳ𝑟 = {𝑦, 𝑋𝛽 | 𝑅𝛽 = 𝑟, 𝜎2𝑉}                                                               (4.32)     

kapalı formunda gösterilir. Bu durumda daha önce belirtildiği gibi 𝑉 matrisi 

nonsingüler olmak üzere eğer 𝑋 = [𝑋1, 𝑋2] matrisi tam sütun ranklı ise  

             𝐵𝐿𝑈𝐸 ℳ(𝑋𝛽) = 𝑋(𝑋𝑇𝑉−1𝑋)−1𝑋𝑇𝑉−1𝑦,                                                  (4.33) 
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eğer 𝑋 = [𝑋1,𝑋2] matrisi eksik ranklı ise  

             𝐵𝐿𝑈𝐸 ℳ(𝑋𝛽) = 𝑋(𝑋𝑇𝑉−1𝑋)−𝑋𝑇𝑉−1𝑦,                                                     (4.34) 

olacaktır.  

Eğer  𝑉 matrisi singüler bir matris ve 𝑋 = [𝑋1, 𝑋2] matrisi tam sütun ranklı ise  

             𝐵𝐿𝑈𝐸 ℳ(𝑋𝛽) = 𝑋(𝑋𝑇𝑉−𝑋)−1𝑋𝑇𝑉−𝑦                                                       (4.35) 

olması için gerek ve yeter şart  ℜ(𝑋) ⊆ ℜ(𝑉) olmasıdır. 

Şayet  𝑋 = [𝑋1, 𝑋2] matrisi eksik ranklı ve 𝑉 matrisi singüler ise bu durumda 

            𝐵𝐿𝑈𝐸 ℳ(𝑋𝛽) = 𝑋(𝑋𝑇𝑉−𝑋)−𝑋𝑇𝑉−𝑦                                                        (4.36) 

olabilmesi için gerek ve yeter şart ℜ(𝑋) ∩ ℜ(𝑉) = ∅ olmasıdır. Buradan (4.1) ve (4.2) 

ifadelerinin yeni versiyonları kullanılarak (4.35) eşitliğinden 

           𝐵𝐿𝑈𝐸 ℳ(𝑋𝛽) = 𝑋1(𝑋1
𝑇𝑉−1𝑋1)−𝑋1

𝑇𝑉−1𝑦                                                   (4.37) 

                                     +[𝐼 − 𝑋1(𝑋1
𝑇𝑉−1𝑋1)−𝑋1

𝑇𝑉−1]𝑋2(𝑋2
𝑇𝑀̇1𝑋2)−𝑋2

𝑇𝑀̇1𝑦 

veya 

          𝐵𝐿𝑈𝐸 ℳ(𝑋𝛽) = 𝑋2(𝑋2
𝑇𝑉−1𝑋2)−𝑋2

𝑇𝑉−1𝑦                                                    (4.38) 

                                    +[𝐼 − 𝑋2(𝑋2
𝑇𝑉−1𝑋2)−𝑋2

𝑇𝑉−1]𝑋1(𝑋1
𝑇𝑀̇2𝑋1)−𝑋1

𝑇𝑀̇2𝑦 

yazılabilir, burada  

               𝑀̇1 = 𝑉−1[𝐼 − 𝑋1(𝑋1
𝑇𝑉−1𝑋1)−𝑋1

𝑇𝑉−1] , 

               𝑀̇2 = 𝑉−1[𝐼 − 𝑋2(𝑋2
𝑇𝑉−1𝑋2)−𝑋2

𝑇𝑉−1

dir. Diğer taraftan  

               𝐼 − 𝑋1(𝑋1
𝑇𝑉−1𝑋1)−𝑋1

𝑇𝑉−1 = 𝐼 − 𝑋1(𝑋1
𝑇𝑉−1𝑋1)†𝑋1

𝑇𝑉−1

              𝑀1 = [𝐼 − 𝑋1𝑋1
†] = 𝑄1𝑄1

𝑇  ve  𝑀2 = [𝐼 − 𝑋2𝑋2
†] = 𝑄2𝑄2

𝑇 

olsun, burada 𝑄1  ve  𝑄2  matrisleri tam sütun ranklı matrisler olup 𝑄1
𝑇𝑄1 = 𝐼 ve 

𝑄2
𝑇𝑄2 = 𝐼  matrisleri uygun mertebeden birim matrislerdir. Bu durumda  

             𝑋1(𝑋1
𝑇𝑉−1𝑋1)−𝑋1

𝑇𝑉−1 = 𝑋1𝑋1
†[𝐼 − 𝑉𝑀1(𝑀1𝑉𝑀1)−𝑀1

]                                                   (4.39) 

                       (4.40) 

]                       (4.41)           

olduğu gösterilebilir. Öte yandan   
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1
𝑇 ve 𝑄2

𝑇 ile soldan çarpılırsa  

               𝑄1
𝑇𝑦 = 𝑄1

𝑇𝑋2𝛽2 + 𝜀1,   

                𝑄2
𝑇𝑦 = 𝑄2

𝑇𝑋1𝛽1 + 𝜀2 

modelleri oluşturulabilir, bu modelleri sırasıyla 

             𝒲1 = {𝑄1
𝑇𝑦, 𝑄1

𝑇𝑋2𝛽2, 𝜎2𝑄1
𝑇𝑉𝑄1}, 

             𝒲2 = {𝑄2
𝑇𝑦, 𝑄2

𝑇𝑋1𝛽1, 𝜎2𝑄2
𝑇𝑉𝑄2

ile gösterelim. Buradan 𝑄1
𝑇 = 𝑄1

†
 eşitliği ve 𝑀1 matrisinin singülerliği dikkate alınırsa 

              𝑀1(𝑀1𝑉𝑀1)−𝑀1 = (𝑀1𝑉𝑀1)† = 𝑄1(𝑄1
𝑇𝑉𝑄1)−1𝑄1

𝑇  

ve dolayısıyla 

               𝑀1𝑉𝑀1(𝑀1𝑉𝑀1)−𝑀1 = 𝑄1𝑄1
𝑇 =  𝑀1

yazılabilir. Bu durumda (4.44) ifadesi (4.42) de yerine yazılırsa 

                𝑋1(𝑋1
𝑇𝑉−1𝑋1)−𝑋1

𝑇𝑉−1 = 𝐼 − 𝑉𝑄1(𝑄1
𝑇𝑉𝑄1)−1𝑄1

𝑇

ve buradan da 

𝐼 − 𝑋1(𝑋1
𝑇𝑉−1𝑋1)−𝑋1

𝑇𝑉−1 = 𝑉(𝑀1𝑉𝑀1)† = 𝑉𝑄1(𝑄1
𝑇𝑉𝑄1)−1𝑄1

𝑇 = 𝑉𝑀̇1 

eşitliği yazılabilir. Bu gösterimler altında 

      𝐵𝐿𝑈𝐸 ℳ(𝑋𝛽) = 𝑋1(𝑋1
𝑇𝑉−1𝑋1)−𝑋1

𝑇𝑉−1𝑦 + 𝑉𝑀̇1𝑋2(𝑋2
𝑇𝑀̇1𝑋2)−𝑋2

𝑇𝑀̇1𝑦 

veya buna paralel olarak 

          𝐵𝐿𝑈𝐸 ℳ(𝑋𝛽) = 𝑋2(𝑋2
𝑇𝑉−1𝑋2)−𝑋2

𝑇𝑉−1𝑦 + 𝑉𝑀̇2𝑋1(𝑋1
𝑇𝑀̇2𝑋1)−𝑋1

𝑇𝑀̇2𝑦 

yazılabilir. Öte yandan  ℜ(𝑀1𝑉𝑀1) = ℜ(𝑀1𝑉) = ℜ(𝑀1) olduğundan ℜ(𝑀1𝑋2) ⊆

ℜ(𝑀1𝑉𝑀1) ve ℜ(𝑀2𝑋1) ⊆ ℜ(𝑀2𝑉𝑀2) olacağından ℳ𝑐 ve ℬ modelleri altında 

         𝐵𝐿𝑈𝐸 ℳ𝑐
(𝑀1𝑋2𝛽2) = 𝑀1𝑋2[𝑋2

𝑇𝑀1(𝑀1𝑉𝑀1)−𝑀1𝑋2]−𝑋2
𝑇𝑀1(𝑀1𝑉𝑀1)−𝑀1𝑦 

                                            = 𝑀1𝑋2[𝑋2
𝑇(𝑀1𝑉𝑀1)†𝑋2]−𝑋2

𝑇(𝑀1𝑉𝑀1)†𝑦         

                                            = 𝑀1𝑋2[𝑋2
𝑇𝑀̇1𝑋2]−𝑋2

𝑇𝑀̇1

              𝐵𝐿𝑈𝐸 𝒟(𝑀2𝑋1𝛽1) = 𝑀2𝑋1[𝑋1
𝑇𝑀̇2𝑋1]−𝑋1

𝑇𝑀̇2

}                                                              (4.42) 

                                                     (4.43) 

                                (4.44) 

𝑦                                        (4.45) 

ve  

𝑦                                      (4.46) 

eşitliği yazılır. Eğer (4.7) ve (4.9) modelleri sırasıyla 𝑄
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yazılabilir.  Bu nedenle ℳ modeli altında 𝑋𝛽 parametresinin BLUE tahmin edicisi 

𝐵𝐿𝑈𝐸 ℳ(𝑋𝛽) = 𝑋1(𝑋1
𝑇𝑉−1𝑋1)−𝑋1

𝑇𝑉−1𝑦 +  𝑉𝑀̇1𝑋2 𝐵𝐿𝑈𝐸 𝒲1
(𝛽2) 

veya 

𝐵𝐿𝑈𝐸 ℳ(𝑋𝛽) = 𝑋2(𝑋2
𝑇𝑉−1𝑋2)−𝑋2

𝑇𝑉−1𝑦 + 𝑉𝑀̇2𝑋1𝐵𝐿𝑈𝐸 𝒲2
(𝛽1) 

olarak yazılabilir, burada 𝐵𝐿𝑈𝐸 𝒲1
(𝛽2) ve 𝐵𝐿𝑈𝐸 𝒲2

(𝛽1) sırasıyla  

                  (𝑦 − 𝑋2𝛽2)𝑇𝑄1(𝑄1
𝑇𝑉𝑄1)−1𝑄1

𝑇(𝑦 − 𝑋2𝛽2)  

ve  

                  (𝑦 − 𝑋1𝛽1)𝑇𝑄2(𝑄2
𝑇𝑉𝑄2)−1𝑄2

𝑇(𝑦 − 𝑋1𝛽1)  

kuadratik formlarını minimim yapan 𝛽2 ve 𝛽1 değerleridir. Şimdi  

             𝒩1 = {𝑦, 𝑀1𝑋2𝛽2, 𝜎2𝑉}  ve  𝒩2 = {𝑦, 𝑀2𝑋1𝛽1, 𝜎2

Teorem 4.11 Yukarıda ifade edilen gösterimin ışığı altında 

(i)   𝑀1𝑋2𝐵𝐿𝑈𝐸 ℳ(𝛽2) = 𝑀1𝑋2𝐵𝐿𝑈𝐸 ℳ𝑐
(𝛽2) eşitliği geçerlidir. 

(ii) Eğer {𝑦, 𝑋1𝛽1, 𝜎2𝑉} modeli altında 𝑋1𝛽1 parametresinin OLSE ve BLUE 

tahmin edicileri eşit ise 𝑀1𝑋2𝐵𝐿𝑈𝐸 ℳ(𝛽2) = 𝑀1𝑋2𝐵𝐿𝑈𝐸 𝒩1
(𝛽2) dir. 

İspat. (i) Bu durumda  ℎ = [ℎ1: ℎ2]𝑇 uygum mertebeden keyfi bir vektör olmak üzere 

𝐵𝐿𝑈𝐸 ℳ(𝛽) = (𝑋𝑇𝑉−1𝑋)−𝑋𝑇𝑉−1𝑦 + [𝐼 − (𝑋𝑇𝑉−1𝑋)−𝑋𝑇𝑉−1𝑋]ℎ 

yazılabilir. Buradan (4.1) in yeni versiyonu kullanılarak 

           𝐵𝐿𝑈𝐸 ℳ(𝛽2) = (𝑋2
𝑇𝑀̇1𝑋2)−𝑋2

𝑇𝑀̇1𝑦 + [𝐼 − (𝑋1
𝑇𝑀̇2𝑋1)−(𝑋1

𝑇𝑀̇2𝑋1)]ℎ2

elde edilir. Bu nedenle   

              𝑀1𝑋2𝐵𝐿𝑈𝐸 ℳ(𝛽2) = 𝑀1𝑋2(𝑋2
𝑇𝑀̇1𝑋2)−𝑋2

𝑇𝑀̇1𝑦  

olacaktır. Öte yandan 𝑀1𝑋2𝛽2 nin ℳ𝑐 modeli altındaki BLUE tahmin edicisi 

              𝐵𝐿𝑈𝐸 ℳ𝑐
(𝑀1𝑋2𝛽2) = 𝑀1𝑋2(𝑋2

𝑇𝑀̇1𝑋2)−𝑋2
𝑇𝑀̇1𝑦  

olacağından   

             𝑀1𝑋2𝐵𝐿𝑈𝐸 ℳ(𝛽2) = 𝐵𝐿𝑈𝐸 ℳ𝑐
(𝑀1𝑋2𝛽2

olup (i) şıkkının sağlandığı görülür. 

𝑉} ,                           (4.47) 

lineer modellerini oluşturalım. Bu durumda aşağıdaki teorem verilebilir. 

  (4.48) 

)                                               (4.49) 
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(ii) 𝒩1 = {𝑦, 𝑀1𝑋2𝛽2, 𝜎2𝑉}  modeli dikkate alınırsa  

𝑀1𝑋2𝐵𝐿𝑈𝐸𝒩1
(𝛽2) = 𝑀1𝑋2(𝑋2

𝑇𝑀1𝑉−1𝑀1𝑋2)−𝑋2
𝑇𝑀1𝑉−1𝑀1𝑦 

yazılabilir. Eğer {𝑦, 𝑋1𝛽1, 𝜎2𝑉} modeli altında 𝑋1𝛽1 parametresinin OLSE ve BLUE 

tahmin edicileri eşit ise  𝑋1(𝑋1
𝑇𝑉−1𝑋1)−𝑋1

𝑇𝑉−1 = 𝑋1(𝑋1
𝑇𝑋1)−𝑋1

𝑇 = 𝑋1𝑋1
𝑇 olacaktır. 

Bunun durumda 𝑀̇1 = 𝑉−1[𝐼 − 𝑋1(𝑋1
𝑇𝑉−1𝑋1)−𝑋1

𝑇𝑉−1] = 𝑉−1[𝐼 − 𝑋1𝑋1
†] = 𝑉−1𝑀1 

yazılabilir. Öte yandan 𝑀̇1 ve  𝑀1 matrisleri simetrik olduğundan  𝑉−1𝑀1 = 𝑀1𝑉−1  

ve dolayısıyla 𝑀̇1 = 𝑀1𝑉−1𝑀1 = 𝑀1𝑉−1 olacaktır. Buradan 

𝑀1𝑋2𝐵𝐿𝑈𝐸𝒩1
(𝛽2) = 𝑀1𝑋2(𝑋2

𝑇𝑀̇1𝑋2)−𝑋2
𝑇𝑀̇1𝑦 = 𝑀1𝑋2𝐵𝐿𝑈𝐸ℳ(𝛽2) 

elde edilir ki buda (ii) şıkkının ispatını tamamlar. Ayrıca (4.50) dan 

𝑀1𝑋2𝐵𝐿𝑈𝐸 ℳ(𝛽2) = 𝑀1𝑋2𝐵𝐿𝑈𝐸 ℳ𝑐
(𝛽2) = 𝑀1𝑋2 𝐵𝐿𝑈𝐸 𝒲1

(𝛽2) = 𝑀1𝑋2𝐵𝐿𝑈𝐸𝒩1
(𝛽2) 

olup bu eşitliklerin her bir terimi 𝑄1
𝑇 ile soldan çarpılarak 

𝑄1
𝑇𝑋2𝐵𝐿𝑈𝐸 ℳ(𝛽2) = 𝑄1

𝑇𝑋2𝐵𝐿𝑈𝐸 ℳ𝑐
(𝛽2) = 𝑄1

𝑇𝑋2 𝐵𝐿𝑈𝐸 𝒲1
(𝛽2) = 𝑄1

𝑇𝑋2𝐵𝐿𝑈𝐸𝒩1
(𝛽2) 

eşitlikleri yazılabilir. 

 Şimdi 𝑋 = [𝑋1, 𝑋2] matrisi tam sütun ranklı bir matris ve 𝑉 matrisi ise 

nonsingüler bir matris olmak üzere (4.32) ifadesinde verilen    

                 ℳ𝑟 = {𝑦, 𝑋𝛽 = 𝑋1𝛽1 + 𝑋2𝛽2 | 𝑅𝛽 = 𝑟, 𝜎2𝑉}                                                               

eşitlik kısıtlamalı lineer modelini göz önüne alalım. 𝑅 = [𝑅1, 𝑅2] matrisi 𝛽 ile uyumlu 

olacak şekilde parçalanmış tam sütun ranklı bilinenler matrisi olsun. Burada 𝑅𝛽 = 𝑟 

matris denklemi tutarlı olacağından 𝑅𝑅†𝑟 = 𝑟 olacaktır. Bu durumda ℳ𝑟 modeli 

altında 𝛽 parametresinin BLUE tahmin edicisi  

           𝐵𝐿𝑈𝐸 ℳ𝑟
(𝛽) = 𝐵𝐿𝑈𝐸 ℳ

                                   −(𝑋𝑇𝑉−1𝑋)−1𝑅𝑇[𝑅(𝑋𝑇𝑉−1𝑋)−1𝑅𝑇]−1(𝑅. 𝐵𝐿𝑈𝐸 ℳ(𝛽) − 𝑟) 

veya daha açık şekilde 

𝐵𝐿𝑈𝐸 ℳ𝑟
(

𝛽1

𝛽2
) = 𝐵𝐿𝑈𝐸 ℳ (

𝛽1

𝛽2
) − (

𝑋1
𝑇𝑉−1𝑋1 𝑋1

𝑇𝑉−1𝑋2

𝑋2
𝑇𝑉−1𝑋1 𝑋2

𝑇𝑉−1𝑋2

)

−1

(
𝑅1

𝑇

𝑅2
𝑇

(𝛽)                                                                    (4.50) 

)                (4.51) 
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 . [[𝑅1, 𝑅2] (
𝑋1

𝑇𝑉−1𝑋1 𝑋1
𝑇𝑉−1𝑋1

𝑋2
𝑇𝑉−1𝑋1 𝑋2

𝑇𝑉−1𝑋2

)

−1

(
𝑅1

𝑇

𝑅2
𝑇)]

−1

(𝑅1. 𝐵𝐿𝑈𝐸 ℳ(𝛽1) + 𝑅2. 𝐵𝐿𝑈𝐸 ℳ(𝛽2) − 𝑟) 

olarak yazılabilir. Eğer (𝑋𝑇𝑉−1𝑋)−1 matrisi (4.5) de verilen parçalanışa paralel bir 

şeklinde parçalanırsa bu durumda 𝑇 = 𝑋2
𝑇𝑉−1𝑋2 − 𝑋2

𝑇𝑉−1𝑋1(𝑋1
𝑇𝑉−1𝑋1)−1𝑋1

𝑇𝑉−1𝑋2 

yani 𝑇 = 𝑋2
𝑇𝑀̇1𝑋2 olmak üzere 

       (𝑋𝑇𝑉−1𝑋)−1 = (
𝑋1

𝑇𝑉−1𝑋1 𝑋1
𝑇𝑉−1𝑋2𝑇−1

𝑋2
𝑇𝑉−1𝑋1 𝑋2

𝑇𝑉−1𝑋2

)

−1

      = (
(𝑋1

𝑇𝑉−1𝑋1)−1[𝐼 + 𝑋1
𝑇𝑉−1𝑋2𝑇−1𝑋2

𝑇𝑋1(𝑋1
𝑇𝑉−1𝑋1)−1 −(𝑋1

𝑇𝑉−1𝑋1)−1𝑋1
𝑇𝑉−1𝑋2𝑇−1]

−𝑇−1𝑋2
𝑇𝑉−1𝑋1(𝑋1

𝑇𝑉−1𝑋1)−1 𝑇−1 )

−1

 

olacaktır. Öte yandan eğer (4.52) eşitliğinde 𝑅1 = 0 matrisi alınırsa bu durumda 𝑅2𝛽2 = 𝑟 

kısıtlaması altındaki en iyi lineer yansız tahmin edicisi elde edilebilir. Bunun için 

            ℳ𝐸 = {𝑦, 𝑋𝛽 = 𝑋1𝛽1 + 𝑋2𝛽2 | 𝑅2𝛽
2

= 𝑟, 𝜎2𝑉}  

modelini oluşturalım. Bu durumda (4.52) den 

  𝐵𝐿𝑈𝐸 ℳ𝐸
(𝛽2) = 𝐵𝐿𝑈𝐸 ℳ(𝛽2) − 𝑇−1𝑅2

𝑇(𝑅2𝑇−1𝑅2
𝑇)−1(𝑅2. 𝐵𝐿𝑈𝐸 ℳ(𝛽2) − 𝑟)   (4.53) 

yazılabilir, burada  𝑀̇1 = 𝑉−1 − 𝑉−1𝑋1(𝑋1
𝑇𝑉−1𝑋1)−1𝑋1

𝑇𝑉−1 olmak üzere 

                𝑇 = 𝑋2
𝑇𝑀̇1𝑋2 ve  𝐵𝐿𝑈𝐸 ℳ(𝛽2) = (𝑋2

𝑇𝑀̇1𝑋2)−1𝑋2
𝑇𝑀̇1𝑦 

dir. Ayrıca 𝑅2𝛽2 = 𝑟 matris denklemi tutarlıdır, yani 𝑅2𝑅2
†𝑟 = 𝑟 eşitliği sağlanır. 

Öte yandan alternatif bir gösterim olarak 𝑋𝛽 parametresinin 

        ℳ𝑟 = {𝑦, 𝑋𝛽 = 𝑋1𝛽1 + 𝑋2𝛽2 | 𝑅𝛽 = 𝑟, 𝜎2𝑉}  

modeli altındaki BLUE tahmin edicisi  

 𝐵𝐿𝑈𝐸ℳ𝑟
(𝑋𝛽) = 𝑋(𝑉−1/2𝑋𝑄𝑅)

†
𝑉−1/2(𝑦 − 𝑋𝑅†𝑟) + 𝑋𝑅†𝑟 

              = 𝑋(𝑄𝑅𝑋𝑇𝑉−1𝑋𝑄𝑅)†𝑄𝑅𝑋𝑇𝑉−1(𝑦 − 𝑋𝑅†𝑟) + 𝑋𝑅†𝑟 

              = 𝑋𝐶†𝑋𝑇𝑉−1(𝑦 − 𝑋𝑅†𝑟) + 𝑋𝑅†𝑟          (4.54) 

şeklinde de yazılabilir, burada 𝑅 = [𝑅1: 𝑅2] bilinen sabit keyfi ranklı parçalı matris 

olup  𝑅𝑅†𝑟 = 𝑟, 𝑄𝑅 = 𝐼 − 𝑅†𝑅  ve 𝐶 = 𝑄𝑅𝑋𝑇𝑉−1𝑋𝑄𝑅   dir.  Ayrıca, 

                                             (4.52) 
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 𝐶† = (𝐶𝑇𝐶)†𝐶𝑇 = (𝐶𝑇𝐶)−𝑄𝑅(𝑋𝑇𝑉−1𝑋𝑄𝑅)  

          = (𝐶𝑇𝐶)−𝐶𝑇𝑄𝑅 

       = 𝐶†𝑄𝑅        

olduğu gösterilebilir.  Öte yandan 𝐶 matrisi simetrik olduğundan, 𝐶† = 𝑄𝑅𝐶† olur ki 

buradan  𝐶† matrisi 

           𝐶† = 𝑄𝑅𝐶†𝑄𝑅        

şeklinde tekrar yazılabilir. Bu gösterimler altında 

 𝐵𝐿𝑈𝐸ℳ𝑟
(𝑋𝛽) = [𝐼 − 𝑋𝐶†𝑋𝑇𝑉−1]𝑋𝑅†𝑟 + 𝑋𝐶†𝑋𝑇𝑉−1𝑦 

                         = [𝐼 − 𝑋𝑄𝑅(𝑄𝑅𝑋𝑇𝑉−1𝑋𝑄𝑅)†𝑄𝑅𝑋𝑇𝑉−1]𝑋𝑅†𝑟 

                                     +𝑋𝑄𝑅(𝑄𝑅𝑋𝑇𝑉−1𝑋𝑄𝑅)†𝑄𝑅𝑋𝑇𝑉−1𝑦                     (4.55) 

ya da 

   𝐵𝐿𝑈𝐸ℳ𝑟
(𝑋𝛽) = 𝑉(𝑀∗𝑉𝑀∗)†𝑋𝑅†𝑟 + [𝐼 − 𝑉(𝑀∗𝑉𝑀∗)†]𝑦         (4.56) 

yazılabilir ki burada 𝑀∗ = 𝐼 − 𝑋𝑄𝑅(𝑋𝑄𝑅)† = 𝐼 − 𝑋(𝑄𝑅𝑋𝑇𝑋𝑄𝑅)†𝑋𝑇 dir. Dolayısıyla   

𝐵𝐿𝑈𝐸ℳ𝑟
(𝑋𝛽)  ifadesi soldan 𝑀1 ile çarpılırsa 

 𝐵𝐿𝑈𝐸ℳ𝑟
(𝑀1𝑋2𝛽2) = 𝑀1[𝐼 − 𝑋𝐶†𝑋𝑇𝑉−1]𝑋𝑅†𝑟 + 𝑀1𝑋𝐶†𝑋𝑇𝑉−1𝑦       (4.57) 

ya da  

       𝐵𝐿𝑈𝐸ℳ𝑟
(𝑀1𝑋2𝛽2) = 𝑀1𝑉(𝑀∗𝑉𝑀∗)†𝑋𝑅†𝑟 + 𝑀1𝑦 − 𝑀1𝑉(𝑀∗V𝑀∗)†𝑦     (4.58) 

ifadeleri elde edilir. Böylece eğer ℳ𝑟 modelinde 𝑅1 = 0, sıfır matris olarak seçilirse  

 𝐵𝐿𝑈𝐸ℳ𝐸
(𝑀1𝑋2𝛽2) = 𝐵𝐿𝑈𝐸ℳ𝑟

(𝑀1𝑋2𝛽2).             (4.59) 

eşitliği yazılabilir. Bunun sonucu olarak (4.55) eşitliğinden 𝐵𝐿𝑈𝐸ℳ𝐸
(𝑀1𝑋2𝛽2) ve 

𝐵𝐿𝑈𝐸ℳ𝑟
(𝑀1𝑋2𝛽2) sırasıyla ℳ𝐸  ve ℳ𝑟  modelleri altında (𝑀1𝑋2𝛽2 nin en iyi yansız 

tahmin edicileri olmak üzere 

 𝐵𝐿𝑈𝐸ℳ𝐸
(𝑀1𝑋2𝛽2) = 𝐵𝐿𝑈𝐸ℳ𝑟

(𝑀1𝑋2𝛽2) 

          = 𝑀1 [𝐼 − 𝑋2𝑄𝑅2
(𝑄𝑅2

𝑋2
𝑇𝑀̇1𝑋2𝑄𝑅2

)
†

𝑄𝑅2
𝑋2

𝑇𝑀̇1] 𝑋2𝑅2
†𝑟 
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              +𝑀1𝑋2𝑄𝑅2
(𝑄𝑅2

𝑋2
𝑇𝑀̇1𝑋2𝑄𝑅2

)
†

𝑄𝑅2
𝑋2

𝑇𝑀̇1𝑦                    (4.60) 

eşitliği elde edilir. 

Şimdi aşağıdaki teoremler verilebilir. 

Teorem 4.12 ℳ𝑐𝐸 = {𝑀1𝑦, 𝑀1𝑋2𝛽2 | 𝑅𝛽 = 𝑟, 𝜎2𝑀1𝑉𝑀1} modeli verilmiş olsun.  Bu 

takdirde 𝐵𝐿𝑈𝐸ℳ𝐸
(𝑀1𝑋2𝛽2) = 𝐵𝐿𝑈𝐸ℳ𝑐𝐸

(𝑀1𝑋2𝛽2) eşitliği gerçeklenir. 

İspat. Bu durumda  ℳ𝑐𝐸  modeli altında 𝑀1𝑋2𝛽2 parametresinin BLUE tahmin edicisi 

(4.60) de verildiği gibi 

         𝐵𝐿𝑈𝐸ℳ𝑐𝐸
(𝑀1𝑋2𝛽2) = 𝑀1𝑋2𝑅2

†𝑟  

+𝑀1𝑋2𝑄𝑅2
(𝑄𝑅2

𝑋2
𝑇𝑀̇1𝑋2𝑄𝑅2

)
†

𝑄𝑅2
𝑋2

𝑇𝑀̇1(𝑦 − 𝑋2𝑅2
†𝑟) 

    = 𝑀1 [𝐼 − 𝑋2(𝑄𝑅2
𝑋2

𝑇𝑀̇1𝑋2𝑄𝑅2
)

†
𝑋2

𝑇𝑀̇1] 𝑋2𝑅2
†𝑟 

                              +𝑀1𝑋2(𝑄𝑅2
𝑋2

𝑇𝑀̇1𝑋2𝑄𝑅2
)

†
𝑋2

𝑇𝑀̇1𝑦  

                               = 𝑀1 [𝐼 − 𝑋2𝑄𝑅2
(𝑄𝑅2

𝑋2
𝑇𝑀̇1𝑋2𝑄𝑅2

)
†

𝑄𝑅2
𝑋2

𝑇𝑀̇1] 𝑋2𝑅2
†𝑟 

                               +𝑀1𝑋2𝑄𝑅2
(𝑄𝑅2

𝑋2
𝑇𝑀̇1𝑋2𝑄𝑅2

)
†

𝑄𝑅2
𝑋2

𝑇𝑀̇1𝑦                    (4.61) 

yazılabilir. Buradan (4.60) ve (4.61) ifadeleri birleştirilirse istenilen sonuç elde edilir 

ve böylece ispat tamamlanır. 

 (4.43) ifadesinde verilen 𝒲1𝐸 = {𝑄1
𝑇𝑦, 𝑄1

𝑇𝑋2𝛽2 | 𝑅2𝛽
2

= 𝑟, 𝜎2𝑄1
𝑇𝑉𝑄1} modeli 

dikkate alınırsa 𝐵𝐿𝑈𝐸ℳ𝑐𝐸
(𝑀1𝑋2𝛽2) = 𝐵𝐿𝑈𝐸𝒲1𝐸

(𝑀1𝑋2𝛽2) olduğunda 

      𝐵𝐿𝑈𝐸ℳ𝑐𝐸
(𝑀1𝑋2𝛽2) = 𝐵𝐿𝑈𝐸𝒲1𝐸

(𝑀1𝑋2𝛽2)  = 𝐵𝐿𝑈𝐸ℳ𝐸
(𝑀1𝑋2𝛽2)  

ya da  buna denk olarak 

                𝐵𝐿𝑈𝐸ℳ𝑐𝐸
(𝑄1

𝑇𝑋2𝛽2) = 𝐵𝐿𝑈𝐸𝒲1𝐸
(𝑄1

𝑇𝑋2𝛽2)  = 𝐵𝐿𝑈𝐸ℳ𝐸
(𝑄1

𝑇𝑋2𝛽2)  

eşitliği yazılabilir. Diğer taraftan benzer düşünceyle  ℳ𝐸∗ = {𝑌, 𝑋𝛽| 𝑅1𝛽
1

= 𝑟, 𝜎2𝑉} 

modeli dikkate alınarak 

 𝐵𝐿𝑈𝐸ℳ𝐵𝐸
(𝑀2𝑋1𝛽1) = 𝐵𝐿𝑈𝐸𝒲1𝐸

(𝑀2𝑋1𝛽1) = 𝐵𝐿𝑈𝐸ℳ𝐸∗ (𝑀2𝑋1𝛽1)  (4.62) 
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ya da buna paralel olarak 

 𝐵𝐿𝑈𝐸ℳ𝐵𝐸
(𝑄2

𝑇𝑋1𝛽1) = 𝐵𝐿𝑈𝐸𝒲1𝐸
(𝑄2

𝑇𝑋1𝛽1) = 𝐵𝐿𝑈𝐸ℳ𝐸∗ (𝑄2
𝑇𝑋1𝛽1)  (4.63) 

olduğu da gösterilebilir. 

Teorem 4.13 {𝑦, 𝑋1𝛽1, 𝜎2𝑉} modeli altında 𝑋1𝛽1 parametresinin OLSE ve BLUE 

tahmin edicileri eşit ise, bu takdirde 

             𝐵𝐿𝑈𝐸 ℳ(𝑀1𝑋2𝛽2) = 𝐵𝐿𝑈𝐸 𝒩1𝐸
(𝑀1𝑋2𝛽2)  

dir, burada 

             𝒩1𝐸 = {𝑦, 𝑀1𝑋2𝛽2 | 𝑅1𝛽
1

= 𝑟, 𝜎2𝑉}  

modeli (4.48) de verilen 𝒩1 modelinin  𝑅1𝛽1 = 𝑟  kısıtlaması altındaki uyarlamasıdır. 

İspat. Bu durumda Gerig ve Gallant (1975) tarafından verilen yöntem 𝒩1𝐸 modeline 

uygulayarak 𝑀1𝑋2𝐵𝐿𝑈𝐸 𝒩1𝐸
(𝛽2) ifadesi  

𝑀1𝑋2𝐵𝐿𝑈𝐸 𝒩1𝐸
(𝛽2) = 𝑀1 [𝐼 − 𝑋2𝑄𝑅2

(𝑄𝑅2
𝑋2

𝑇𝑀1Ω−1𝑀1𝑋2𝑄𝑅2
)

†
𝑄𝑅2

𝑋2
𝑇𝑀1Ω−1𝑀1] 𝑋2𝑅2

†𝑟 

                                 +𝑀1𝑋2𝑄𝑅2
(𝑄𝑅2

𝑋2
𝑇𝑀1Ω−1𝑀1𝑋2𝑄𝑅2

)
†

𝑄𝑅2
𝑋2

𝑇𝑀1Ω−1𝑀1𝑦  (4.64) 

şeklinde yazılabilir. Öte yandan {𝑦, 𝑋1𝛽1, 𝜎2𝑉} modeli altında 𝑋1𝛽1 parametresinin 

OLSE ve BLUE tahmin edicileri eşit𝑋1(𝑋1
𝑇𝑉−1𝑋1)−𝑋1

𝑇𝑉−1 = 𝑋1(𝑋1
𝑇𝑋1)−𝑋1

𝑇 = 𝑋1𝑋1
𝑇 

olacaktır. Bunun durumda 𝑀̇1 = 𝑉−1[𝐼 − 𝑋1(𝑋1
𝑇𝑉−1𝑋1)−𝑋1

𝑇𝑉−1] = 𝑉−1𝑀1 eşitliği 

sağlanır. Ayrıca 𝑀̇1 ve  𝑀1 matrisleri simetrik olduğundan  𝑉−1𝑀1 = 𝑀1𝑉−1  olup 

buradan 𝑀̇1 = 𝑀1𝑉−1𝑀1 = 𝑀1𝑉−1 olacağı açıktır. Bu da 𝑀1𝑋2𝐵𝐿𝑈𝐸 𝒩1𝐸
(𝛽2) 

ifadesinin 𝑀1𝑋2𝐵𝐿𝑈𝐸 ℳ(𝛽2) ye eşit olduğunu yani 

               𝐵𝐿𝑈𝐸 ℳ(𝑀1𝑋2𝛽2) = 𝐵𝐿𝑈𝐸 𝒩1𝐸
(𝑀1𝑋2𝛽2)   

olduğunu gösterir. Böylece teorem ispatlanmış olur. Sonuç olarak (4.62), (4.63) ve 

(4.64) eşitlikleri birleştirilirse 

  𝐵𝐿𝑈𝐸ℳ𝐵𝐸
(𝑀2𝑋1𝛽1) = 𝐵𝐿𝑈𝐸𝒲1𝐸

(𝑀2𝑋1𝛽1) = 𝐵𝐿𝑈𝐸ℳ𝐸∗ (𝑀2𝑋1𝛽1) = 𝐵𝐿𝑈𝐸 𝒩1𝐸
(𝑀1𝑋2𝛽2) 

ya da buna paralel olarak 

   𝐵𝐿𝑈𝐸ℳ𝐵𝐸
(𝑄2

𝑇𝑋1𝛽1) = 𝐵𝐿𝑈𝐸𝒲1𝐸
(𝑄2

𝑇𝑋1𝛽1) = 𝐵𝐿𝑈𝐸ℳ𝐸∗ (𝑄2
𝑇𝑋1𝛽1) = 𝐵𝐿𝑈𝐸 𝒩1𝐸

(𝑄2
𝑇𝑋1𝛽1) 
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ifadeleri elde edilmiş olur. 

Hatırlatma 4.2 (4.32) de verilen ℳ𝑟 modelinde 𝛽 parametresinin en iyi lineer yansız 

tahmin edicisini aşağıdaki gibi elde edilir. 𝛽 için 𝑅𝛽 = 𝑟 tutarlı denklem sisteminin 

çözümü ℎ, uygun boyutlu keyfi vektör olmak üzere 

 𝛽 = 𝑅†𝑟 + 𝑄𝑅ℎ        

olacaktır, burada 𝑄𝑅 = 𝐼 − 𝑅†𝑅 dir. Bu durumda verilen kısıtlama altında modeli 

yeniden düzenleyerek 

 𝑦 − 𝑋𝑅†𝑟 = 𝑋𝑄𝑅ℎ + 𝜀               (4.65) 

şeklinde yazabiliriz. Buradan (4.65) de verilen lineer model altında ℎ parametresinin 

en iyi lineer yansız tahmin edicisi   

 ℎ∗ = (𝑄𝑅𝑋𝑇𝛺−1𝑋𝑄𝑅)†𝑄𝑅𝑋𝑇𝛺−1(𝑦 − 𝑋𝑅†𝑟) + (𝐼 − 𝐶†𝐶)𝑡         (4.66) 

olarak yazılabilir, burada 

               𝐶 = 𝑄𝑅𝑋𝑇𝑉−1𝑋𝑄𝑅  

olup 𝑡 uygun boyutlu keyfi vektördür.  Dolayısıyla 𝛽 = 𝑅†𝑟 + 𝑄𝑅ℎ  eşitliğinde ℎ 

yerine ℎ∗ yazılarak 𝛽 parametre vektörünün en iyi lineer yansız tahmin edicisi 

     𝛽∗ = 𝑅†𝑟 + 𝑄𝑅𝐶†𝑄𝑅𝑋𝑇𝛺−1(𝑦 − 𝑋𝑅†𝑟) + (𝐼 − 𝐶†𝐶)𝑡 

          = 𝑅†𝑟 + 𝐶†𝑋𝑇𝛺−1(𝑦 − 𝑋𝑅†𝑟) + (𝐼 − 𝐶†𝐶)𝑡                      (4.67) 

olacaktır. Ayrıca  𝑋𝑄𝑅ℎ, (4.65) deki model altında tahmin edilebilir olduğunda 

    𝑋𝑄𝑅(𝑄𝑅𝑋𝑇𝛺−1𝑋𝑇𝑄𝑅)†𝑄𝑅𝑋𝑇𝛺−1𝑋𝑄𝑅 = 𝑋𝑄𝑅                                       (4.68) 

ya da buna denk olarak 

          𝑋𝑄𝑅𝐶†𝐶 = 𝑋𝑄𝑅                           (4.69) 

eşitliği yazılır. Bu takdirde ℳ𝑟 modeli altında 𝑋𝛽 nın BLUE tahmin edicisi 

   𝐵𝐿𝑈𝐸ℳ𝑟
(𝑋𝛽) = 𝑋𝛽∗ = 𝑋𝑅†𝑟 + 𝑋𝐶†𝑋𝑇𝛺−1(𝑦 − 𝑋𝑅†𝑟) 

                            = [𝐼 − 𝑋𝐶†𝑋𝑇𝛺−1]𝑋𝑅†𝑟 + 𝑋𝐶†𝑋𝑇𝛺−1𝑦          (4.70) 

olarak elde edilmiş olur. 
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4.3 Eşitsizlik Kısıtlamalı Parçalı Lineer Modellerde Parametre Tahminleri 

 Bu kısımda daha önce verilen 

      𝑦 = 𝑋1𝛽1 + 𝑋2𝛽2 + 𝜀 ,  𝐸(𝜀) = 0 , 𝐶𝑜𝑣(𝜀) = 𝜎2𝑉,                          (4.71)                              

parçalı lineer modeli tekrar göz önüne alalım, burada 𝑋1 ∈ ℝ𝑛×𝑝 ve  𝑋2 ∈ ℝ𝑛×𝑞 

bilinenlerin keyfi ranklı iki matrisi, 𝑦 ∈ ℝ𝑛×1 gözlemlenebilir bir rasgele vektör, 𝛽1 ∈ 

ℝ𝑝×1 ve 𝛽2 ∈ ℝ𝑞×1,  bilinmeyenlerin iki parametre vektörü, 𝑉 ∈ ℝ𝑛×𝑛 bilinenlerin 

keyfi ranklı  bir matrisi ve 𝜎2 ise bilinmeyen bir pozitif parametredir.  Ayrıca 

bilinmeyen 𝛽 parametre vektörü üzerinde 𝑅 ∈ ℝ𝑚×(𝑝+𝑞)  tipinde bir bilinenler matrisi 

ve  𝑟 ise 𝑚 × 1 tipinde bir bilinen vektör olmak üzere  

                    𝑅𝛽 ≥ 𝑟                                                                                                        (4.72) 

şeklinde bir lineer eşitsizlik kısıtlaması verilmiş olsun, burada 𝑘 boyutlu 𝑡  ve  𝑠 

vektörleri için  𝑡 ≥ 𝑠 gösterimi  𝑖 = 1,2, … , 𝑘  için  𝑡𝑖 ≥ 𝑠𝑖 anlamındadır. Bu durumda 

                  ℳ = {𝑦, 𝑋𝛽, 𝜎2𝑉} = {𝑦, 𝑋1𝛽1 + 𝑋2𝛽2, 𝜎2𝑉}                                     (4.73) 

modeline paralel olarak eşitsizlik kısıtlamalı genel parçalı lineer model adı verilen bir 

                 ℳ𝑠 = {𝑦, 𝑋𝛽| 𝑅𝛽 ≥ 𝑟, 𝜎2𝑉}                                                                   (4.74) 

modeli tanımlanmış olsun. Bu durumda daha önce de ifade edildiği gibi 

             𝑂𝐿𝑆𝐸ℳ(𝑋𝑖𝛽𝑖) = 𝑋̂𝑖𝑋
†𝑦, 𝑖 = 1,2,                                                           (4.75) 

            𝐵𝐿𝑈𝐸ℳ(𝑋𝑖𝛽𝑖) = 𝑃𝑋̂𝑖:𝑉𝑦, 𝑖 = 1,2,                                                            (4.76) 

olacaktır, burada 𝑈𝑖, 𝑖 = 1,2, keyfi olmak üzere 

                   𝑃𝑋̂𝑖:𝑉 = (𝑋̂𝑖, 0)(𝑋, 𝑉𝐸𝑋)† + 𝑈𝑖𝐸(𝑋,𝑉𝐸𝑋)  

dir.   

 Bu kısımda  𝑋 tasarım matrisi ve 𝑉 kovaryans matrisinin durumuna göre 

tahmin problemi ele alınacaktır. Bunun için ilk olarak 𝑋 tasarım matrisinin tam sütun 

ranklı ve  𝑉 = 𝐼 olması durumunu ele alalım. Bu durumda daha önce de ifade edildiği 

gibi ℳ modeli altında 𝛽 parametresinin alışılmış en küçük kareler tahmin edicisi 

(OLSE) 

                𝛽̂ = 𝑂𝐿𝑆𝐸ℳ(𝛽) = (𝑋𝑇𝑋)−1𝑋𝑇𝑦  
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şeklinde olacaktır. ℳ modelinde  𝑅𝛽 ≥ 𝑟  kısıtlaması altındaki en küçük kareler 

tahmin edicisini bulmak için 𝑅𝑏 ≥ 𝑟  veya buna denk olarak, uygun boyutlu bir  𝜐 >

0 vektörü için  𝑅𝑏 − 𝜐 = 𝑟,   ye göre  

      min
𝑏

𝑍 =
1

2
𝑇

ifadesini minimum yapan bir  𝑏∗ vektörü bulmak ya da bu optimizasyon probleminin  

duali  olarak uygun boyutlu bir 𝜆 ≥ 0 vektörü için  𝑅𝑇𝜆 + 𝑋𝑇𝑦 = (𝑋𝑇𝑋𝑏)  ye göre 

                max
𝜆

𝑄 = 𝑐𝑇 𝜆 +
1

2
(𝑦𝑇𝑦 − 𝑏𝑇𝑋𝑇𝑋𝑏)                                                                    (4.78) 

ifadesini maksimum yapan bir 𝜆∗ vektörü bulmak yeterli olacaktır. Bu problem ise 

𝑊 = 𝑅(𝑋𝑇𝑋)−1𝑅𝑇 ,  𝑞 = 𝑅𝛽̂ − 𝑟,  𝛽̂ = (𝑋𝑇𝑋)−1𝑋𝑇𝑦 olmak üzere  

               𝜐 = 𝑊𝜆 + 𝑞    veya   [𝐼: 𝑊] [
𝜐
𝜆

] = 𝑞                                                      (4.79) 

denkleminin  𝜐𝑇𝜆 = 0,  𝜐 ≥ 0 ve 𝜆 ≥ 0 kısıtlamaları altında çözülmesi problemine 

denk olacaktır. Bu problemin çözüme sahip olması için  𝑋𝑇𝑋 matrisinin pozitif definit 

olması yeterlidir. 𝜆∗ ve  𝜐∗ vektörleri bu temel problemin nonnegatif tamamlayıcı 

çözümü olsun. Bu durumda 𝜆∗ vektörü 𝑅𝑇𝜆 + 𝑋𝑇𝑦 = (𝑋𝑇𝑋𝑏) eşitliğinde yerine 

yazılırsa (4.78) optimizasyon probleminin çözümü olarak 𝑏∗ eşitsizlik kısıtlamalı en 

küçük kareler tahmin edici (ICLS) vektörü 

              𝑏∗ = (𝑋𝑇𝑋)−1𝑋𝑇𝑦 + (𝑋𝑇𝑋)−1𝑋𝑅𝑇𝜆∗                                                    (4.80) 

olarak elde edilmiş olur. Eğer 𝑅 matrisi nonsingüler bir matris ise 𝑅𝑏 − 𝜐 = 𝑟 

eşitliğinden  𝑏∗ = 𝑅−1(𝜐∗ + r) yazılabilir.  

Öte yandan eğer ICLS tahmin edicilerin hiçbiri sınırlı değil ise yani 𝑅𝑏∗ > 𝑟 

ise bu durumda çözümdeki  𝜆∗ dual vektörünün tüm bileşenleri sıfır olacağından  𝜆∗ =

0  alınarak (4.80) eşitliğinden 

     𝑏∗ = 𝛽̂ + (𝑋𝑇𝑋)−1𝑅𝑇. 0 = 𝛽̂ = (𝑋𝑇𝑋)−1𝑋𝑇𝑦 

olup ICLS tahmin edicisi OLSE tahmin edicisine dönüşecektir. Eğer ICLS tahmin 

edici vektörlerinin tümü sınırlı ise yani 𝑅𝑏∗ = 𝑟 ise bu durumda çözümdeki  𝜆∗ dual 

vektörünün tüm bileşenleri pozitif olacağından 𝑏∗ ICLS tahmin edicisi eşitlik 

kısıtlamalı en küçük kareler tahmin edicisine dönüşecektir. Bu durumda (4.79) eşitliği 

ve  𝜆∗ > 0 (ki bu  𝜐∗ = 0 olduğunu sağlar) şartından 

(𝑦 − 𝑋𝑏) (𝑦− X𝑏)                                                                      (4.77) 
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               0 = 𝑅(𝑋𝑇𝑋)−1𝑅𝑇𝜆∗ + (𝑅𝛽̂ − 𝑟)  

eşitliği ve bu durumda da 𝜆∗ vektörü 

               𝜆∗ = −(𝑅(𝑋𝑇𝑋)−1𝑅𝑇)−1(𝑅𝛽̂ − 𝑟)  

olacağından 

              𝑏∗ = 𝛽̂ + (𝑋𝑇𝑋)−1𝑅𝑇(𝑅(𝑋𝑇𝑋)−1𝑅𝑇)−1(𝑟 − 𝑅𝛽̂)                                 (4.80) 

olarak elde edilmiş olur.  

Şimdi 𝑏∗ ICLS tahmin edicisinin varyans-kovaryans matrisi verilebilir. Bu 

durumda 𝑦 veya 𝜀 verildiğinde 

   𝑞 = 𝑅𝛽̂ − 𝑟 = 𝑅(𝑋𝑇𝑋)−1𝑋𝑇𝑦 − 𝑟  

                       = (𝑅𝛽 − 𝑟) + 𝑅(𝑋𝑇𝑋)−1𝑋𝑇𝜀  

yazılabilir. Bu durumda [𝜐0

𝜆0] temel değişkenleri vektörü, [𝐼1: 𝑊1] optimal taban, [
𝜐𝑐

𝜆𝑐] 

temel olmayan değişkenler vektörü ve [𝐼2: 𝑊2] taban olmamak üzere probem 

                   [𝐼1: 𝑊1] [𝜐0

𝜆0] + [𝐼2: 𝑊2] [
𝜐𝑐

𝜆𝑐] = 𝑞   

olup bunun için optimal çözüm [𝜐0

𝜆0] = [
𝑀1

𝑀2
] , 𝑞 > 0  ve [

𝑀1

𝑀2
] = [𝐼1 ∶ −𝑊1]−1 

olacaktır. Dolayısıyla 𝜆0 vektörü 𝛽̂ = (𝑋𝑇𝑋)−1𝑋𝑇𝑦 olmak üzere  

                   𝜆0 = 𝑀2𝑞 = 𝑀2(𝑅𝛽̂ − 𝑟)  

elde edilir. 𝜆0 değeri (4.80) eşitliğinde yerine yazılırsa  

               𝑏∗ = 𝛽̂ + (𝑋𝑇𝑋)−1(𝑅1 : 𝑅2) (
0

𝜆0 
)                                                          (4.81) 

elde edilir, burada  (𝑅1  𝑅2) matrisi  𝑅 matrisinin 𝑅𝑇𝜆∗ = (𝑅1  𝑅2) (
0

𝜆0 
) olacak şekilde 

sütun parçalanmış halidir. Buradan  

               𝑏∗ = 𝛽̂ + (𝑋𝑇𝑋)−1 𝑅2𝜆0 

                    = (𝐼 + (𝑋𝑇𝑋)−1𝑅2
𝑇𝑀2𝑅)𝛽̂ − (𝑋𝑇𝑋)−1𝑅2

𝑇𝑀2𝑟                                 (4.82) 

yazılabilir. Dolayısıyla (𝑅2 : 𝑀2) veya optimal taban verildiğinde 𝑏∗ ICLS tahmin 

edicisinin varyans-kovaryans matrisi 
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    𝑀 = 𝐼 + (𝑋𝑇𝑋)−1𝑅𝑇𝑀2𝑅      

olmak üzere 

               𝐶𝑜𝑣(𝑏∗) = 𝑀𝐶𝑜𝑣(𝛽̂)𝑀𝑇 = 𝜎2𝑀(𝑋𝑇𝑋)−1𝑀𝑇                                     (4.83) 

şeklinde yazılabilir. Diğer taraftan eğer model kısıtlamasız ise 𝑏∗ ifadesi 𝛽̂ ya 

dönüşeceğinden 𝑏∗ ın varyans kovaryans matrisi 𝛽̂ nın varyans kovaryans matrisine 

dönüşecektir.  Şayet model eşitlik kısıtlamalı ise bu durumda 𝑏∗ ın varyans kovaryans 

matrisi 𝛽∗ eşitlik kısıtlamalı en küçük kareler tahmin edicisinin varyans kovaryans 

matrisine dönüşecektir. Gerçekten bu durumda  𝜆 = 𝜆0 > 0   ve  𝜐 = 𝜐0 = 0 olup bu 

da (4.79) eşitliğine göre 

                  𝑀2 = −(𝑅(𝑋𝑇𝑋)−1𝑅𝑇)−1  

ve  (4.81) eşitliğine göre 𝑅2 = 𝑅 olması demektir. Bu nedenle 

                  𝑀 = 𝐼 − (𝑋𝑇𝑋)−1𝑅𝑇(𝑅(𝑋𝑇𝑋)−1𝑅𝑇)−1𝑅   

olacağından  𝑄 = (𝑋𝑇𝑋)−1𝑅𝑇(𝑅(𝑋𝑇𝑋)−1𝑅𝑇)−1𝑅(𝑋𝑇𝑋)−1  olmak üzere 

                    𝐶𝑜𝑣(𝑏∗) = 𝜎2𝑀(𝑋𝑇𝑋)−1𝑀𝑇 

                                   = 𝜎2(𝑋𝑇𝑋)−1[𝐼 − 𝑅𝑇(𝑅(𝑋𝑇𝑋)−1𝑅𝑇)−1𝑅(𝑋𝑇𝑋)−1] 

                                   = 𝐶𝑜𝑣(𝛽̂) − 𝜎2𝑄  

                                   = 𝐶𝑜𝑣(𝛽∗)  

olduğu görülür, burada 𝛽∗ eşitlik kısıtlaması altındaki alışılmış en küçük kareler 

tahmin edicisidir, yani 𝛽∗ = 𝑂𝐿𝑆𝐸ℳ𝑟
(𝛽) dir. Bu nedenle 

                     𝐶𝑜𝑣(𝑏∗) = 𝑀[𝐶𝑜𝑣(𝛽∗) + 𝜎2𝑄]𝑀𝑇                                                   (4.84) 

olacaktır. Öte yandan herhangi bir 𝑢𝑇𝛽 lineer fonksiyonu için 

                   𝐸[𝑢𝑇𝑏∗] = 𝑢𝑇𝑀𝛽 − 𝑢𝑇(𝑋𝑇𝑋)−1𝑅2
𝑇𝑀2𝑟  

ve 

                   𝐶𝑜𝑣(𝑢𝑇𝑏∗) = 𝑢𝑇𝐶𝑜𝑣(𝑏∗)𝑢 

                                       = 𝑢𝑇𝑀𝐶𝑜𝑣(𝛽∗)𝑀𝑇𝑢 + 𝜎2𝑢𝑇𝑀𝑄𝑀𝑇𝑢                            (4.85)     
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yazılabilir. Burada  𝑄  matris tam ranklı matrislerin çarpımı olduğundan  𝑢𝑇𝑀𝑄𝑀𝑇𝑢  

pozitif semi definit, yani 𝑢𝑇𝑀𝑄𝑀𝑇𝑢 ≥ 0 olacaktır. Gerçekten 𝑢𝑇𝑀𝑄𝑀𝑇𝑢 = 0  

eşitliğinin doğru olması için gerek ve yeter şart 𝑅(𝑋𝑇𝑋)−1𝑢 = 0 olmasıdır. Buradan   

 𝑅(𝑋𝑇𝑋)−1𝑢 = [
𝑅1

⋯
𝑅2

] (𝑋𝑇𝑋)−1𝑢 = [
𝑅1(𝑋𝑇𝑋)−1𝑢

⋯
𝑅2(𝑋𝑇𝑋)−1𝑢

] = 0 

yani, 𝑅1(𝑋𝑇𝑋)−1𝑢 = 0 ve 𝑅2(𝑋𝑇𝑋)−1𝑢 = 0 olacaktır. Böylece, 𝑅(𝑋𝑇𝑋)−1𝑢 = 0 

koşulu 𝑀 matrisini  𝐼 birim matrisine dönüştürür. Benzer şekilde  𝑢𝑇𝑄𝑢 = 0 eşitliğinin 

olması için gerek ve yeter şartın  𝑅(𝑋𝑇𝑋)−1𝑢 = 0 olduğu kolaylıkla gösterilebilir.  Bu 

durumda 𝑢𝑇𝛽 parametresi için alışılmış en küçük kareler, eşitlik kısıtlamalı en küçük 

kareler ve eşitsizlik kısıtlamalı en küçük kareler tahmin edicileri çakışacaktır. Öte 

yandan 𝑀𝑀∗ = 𝑀∗ olduğundan, 

 𝑢𝑇𝑀𝐶𝑜𝑣(𝛽∗)𝑀𝑇𝑢 = 𝜎2𝑢𝑇𝑀𝑀∗(𝑋𝑇𝑋)−1𝑀∗𝑇𝑀𝑇𝑢 

                                           = 𝜎2𝑢𝑇𝑀∗(𝑋𝑇𝑋)−1𝑀∗𝑇𝑢 

                                           = 𝑢𝑇𝐶𝑜𝑣(𝛽∗)𝑢                                        (4.86) 

yazılabilir. Dolayısıyla 𝑢 vektörünün (𝑋𝑇𝑋)−1 metriğine göre 𝑅 matrisinin satırlarına 

dik olması için gerek ve yeter şart 𝐶𝑜𝑣(𝑢𝑇𝛽∗) ≤ 𝐶𝑜𝑣(𝑢𝑇𝑏∗) olmasıdır. Ayrıca  

𝑅(𝑋𝑇𝑋)−1𝑢 = 0 olmak üzere eğer 𝑢 vektörü 𝑅 matrisinin satırlarıyla lineer 

bağımlıysa (yani bir 𝑑 vektörü için 𝑢𝑇 = 𝑑𝑇𝑅 şeklinde ise) bu takdirde 𝑅𝑏∗ = 𝑟 + 𝜈  

eşitliği dikkate alınarak 𝐶𝑜𝑣(𝑢𝑇𝛽∗) = 𝐶𝑜𝑣(𝑑𝑇𝐴𝑏∗) = 0 ve buradan da 𝐶𝑜𝑣(𝑢𝑇𝛽∗) =

𝐶𝑜𝑣(𝑢𝑇𝑏∗) = 0  eşitliğinin sağlandığı görülür. 

Şimdi basit parçalı lineer modellerde MSE(ICLS) ile gösterilen eşitsizlik 

kısıtlamalı en küçük kareler tahmin edicisine ilişkin Ortalama Kare Hatası ilgili olarak 

bir sınır belirlenebilir. Bunun için  𝑋1 ∈ ℝ𝑛×𝑝 ve  𝑋2 ∈ ℝ𝑛×𝑞 bilinenlerin keyfi ranklı 

iki matrisi, 𝑦 ∈ ℝ𝑛×1 gözlemlenebilir bir rasgele vektör, 𝛽1 ∈ ℝ𝑝×1 ve 𝛽2 ∈ 

ℝ𝑞×1, bilinmeyenlerin iki parametre vektörü ve 𝜎2 ise bilinmeyen bir pozitif 

parametre olmak üzere 

 ℳ𝑠 = {𝑦, 𝑋𝛽| 𝑅𝛽 ≥ 𝑟, 𝜎2𝐼}                                                                     (4.87) 

modelini göz önüne alalım.  Bu durumda aşağıdaki teorem verilebilir. 
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2 dir. 

İspat: Bu durumda ICLS tabanlı ortalama kare hatası  

 𝑀𝑆𝐸(𝐼𝐶𝐿𝑆) =
(𝑦−𝑋𝑏

∗
)

𝑇
(𝑦−𝑋𝑏

∗
)

𝑛−(𝑝+𝑞)+ℎ
 

                            =
(𝑦−𝑋𝑀𝛽̂+𝑋(𝑋𝑇𝑋)

−1
𝑅2

𝑇𝑀2𝑐)
𝑇

(𝑦−𝑋𝑀𝛽̂+𝑋(𝑋𝑇𝑋)
−1

𝑅2
𝑇𝑀2𝑐)

𝑛−(𝑝+𝑞)+ℎ
 

                            =
𝑧𝑇𝑧

𝑛−𝑝+ℎ
                                                                   (4.88) 

ile verilir, burada 

                 𝑧 = 𝑦 − 𝑋𝑀𝛽̂ + 𝑋(𝑋𝑇𝑋)−1𝑅2
𝑇𝑀2𝑐 

                    = [𝐼 − 𝑋𝑀(𝑋𝑇𝑋)−1𝑋𝑇]𝑦 + 𝑋(𝑋𝑇𝑋)−1𝑅2
𝑇𝑀2𝑐 

ve 

                 ℎ = 𝑖𝑧[𝑋(𝑋𝑇𝑋)−1𝑅2
𝑇𝑀2𝑅(𝑋𝑇𝑋)−1𝑋𝑇] 

dir. Buradan 𝑧 nin beklenen değeri ve varyansı sırasıyla 

                     𝐸(𝑧) = [𝐼 − 𝑋𝑀(𝑋𝑇𝑋)−1𝑋𝑇]𝑋𝛽 + 𝑋(𝑋𝑇𝑋)−1𝑅2
𝑇𝑀2𝑐  

ve 

        𝑉𝑎𝑟(𝑧) = 𝐸{[𝐿𝑦 + 𝑋(𝑋𝑇𝑋)−1𝑅2
𝑇𝑀2𝑐 − 𝐿𝑋𝛽 − 𝑋(𝑋𝑇𝑋)−1𝑅2

𝑇𝑀2𝑐] 

                                 . [𝐿𝑦 + 𝑋(𝑋𝑇𝑋)−1𝑅2
𝑇𝑀2𝑐 − 𝐿𝑋𝛽 − 𝑋(𝑋𝑇𝑋)−1𝑅2

𝑇𝑀2𝑐]𝑇} 

        = 𝐸[𝐿(𝑦 − 𝑋𝛽)(𝑦 − 𝑋𝛽)𝑇𝐿𝑇] 

                             = 𝐿𝐸[(𝑦 − 𝑋𝛽)(𝑦 − 𝑋𝛽)𝑇]𝐿𝑇  

                             = 𝜎2𝐿𝐿𝑇                                                         (4.89) 

olarak yazılabilir, burada 

               𝐿 = 𝐼 − 𝑋𝑀(𝑋𝑇𝑋)−1𝑋𝑇  

           𝐿𝐿𝑇 = 𝐼 − 𝑋(𝑋𝑇𝑋)−1𝑀𝑇𝑋𝑇 − 𝑋𝑀(𝑋𝑇𝑋)−1𝑋𝑇 + 𝑋𝑀(𝑋𝑇𝑋)−1𝑀𝑇𝑋𝑇 

                  = [𝐼 − 𝑋(𝑋𝑇𝑋)−1𝑋] + 𝑋(𝑋𝑇𝑋)−1𝑅2
𝑇𝑀2𝑅𝑋(𝑋𝑇𝑋)−1𝑅𝑇𝑀2

𝑇𝑅2(𝑋𝑇𝑋)−1𝑋𝑇 

dir, çünkü 

Teorem 4.14 𝐸[𝑀𝑆𝐸(𝐼𝐶𝐿𝑆)] ≥ 𝜎
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𝑋𝑀(𝑋𝑇𝑋)−1𝑀𝑇𝑋𝑇 = 𝑋[𝐼 + (𝑋𝑇𝑋)−1𝑅2
𝑇𝑀2𝑅](𝑋𝑇𝑋)−1[𝐼 + 𝑅𝑇𝑀2𝑅2(𝑋𝑇𝑋)−1]𝑋𝑇 

                       = 𝑋[(𝑋𝑇𝑋)−1 + (𝑋𝑇𝑋)−1𝑅2
𝑇𝑀2𝑅(𝑋𝑇𝑋)−1][𝐼 + 𝑅𝑇𝑀2

𝑇𝑅2(𝑋𝑇𝑋)−1]𝑋𝑇 

                       = 𝑋(𝑋𝑇𝑋)−1𝑀𝑇𝑋𝑇 + 𝑋𝑀(𝑋𝑇𝑋)−1𝑋𝑇 − 𝑋(𝑋𝑇𝑋)−1𝑋𝑇  

                         +𝑋(𝑋𝑇𝑋)−1𝑅2
𝑇𝑀2𝑅(𝑋𝑌𝑋)−1𝑅𝑇𝑀2

𝑇𝑅2(𝑋𝑇𝑋)−1𝑋𝑇                    (4.90) 

dir.  Buradan (4.90) eşitliğinde 

           𝑋𝑀(𝑋𝑇𝑋)−1𝑋𝑇 − 𝑋(𝑋𝑇𝑋)−1𝑋𝑇  

                                = 𝑋[𝐼 + (𝑋𝑇𝑋)−1𝑅2
𝑇𝑀2𝑅](𝑋𝑇𝑋)−1𝑋𝑇 − 𝑋(𝑋𝑇𝑋)−1𝑋𝑇 

          = 𝑋(𝑋𝑇𝑋)−1𝑅2
𝑇𝑀2𝑅(𝑋𝑇𝑋)−1𝑋𝑇                      (4.91) 

olduğundan 𝑋𝑀(𝑋𝑇𝑋)−1𝑋𝑇 − 𝑋(𝑋𝑇𝑋)−1𝑋𝑇 yerine 𝑋(𝑋𝑇𝑋)−1𝑅2
𝑇𝑀2𝑅(𝑋𝑇𝑋)−1𝑋𝑇 

yazılabilir. İkinci dereceden bir formun beklenen değerinin tanımını kullanarak 

𝐸[𝑀𝑆𝐸(𝐼𝐶𝐿𝑆)] =
{𝜎2.𝑖𝑧(𝐿𝐿𝑇)+[𝐸(𝑧)]𝑇[𝐸(𝑧)]}

𝑛−(𝑝+𝑞)+ℎ
  

       =
{𝜎2𝑖𝑧[𝐼−𝑋(𝑋𝑇𝑋)

−1
𝑋]+𝜎2𝑖𝑧𝑋(𝑋𝑇𝑋)

−1
𝑅2

𝑇𝑀2𝑅(𝑋𝑇𝑋)
−1

𝑅𝑇𝑀2
𝑇𝑅2(𝑋𝑇𝑋)

−1
𝑋𝑇+[𝐸(𝑧)]𝑇𝐸(𝑧)}

𝑛−(𝑝+𝑞)+ℎ
  

       =
{𝜎2(𝑛−𝑝−𝑞)+𝜎2ℎ+[𝐸(𝑧)]𝑇𝐸(𝑧)}

𝑛−(𝑝+𝑞)+ℎ
   

       = 𝜎2 +
[𝐸(𝑧)]𝑇[𝐸(𝑧)]

𝑛−(𝑝+𝑞)+ℎ
              (4.92) 

ifadesi elde ederiz ve böylece ispat tamamlanır. 

Özel olarak eğer 𝑅2(𝑋𝑇𝑋)−1𝑅2
𝑇 = [𝑀2𝑅(𝑋𝑇𝑋)−1𝑅𝑇𝑀2

𝑇]− ise bu takdirde  

                 𝑇 = 𝑋(𝑋𝑇𝑋)−1𝑅𝑇𝑀2
𝑇𝑅2(𝑋𝑇𝑋)−1𝑅2

𝑇𝑀2𝑅(𝑋𝑇𝑋)−1𝑋𝑇   

matrisi simetrik ve idempotent bir matrise dönüşür ve bu durumda ℎ = 𝑟(𝑇) olur. 

Eğer, model eşitlik kısıtlamalı ise 𝑏∗ = 𝛽  olacaktır ve bundan dolayı 

         𝐶𝑜𝑣(𝑏∗) = 𝐶𝑜𝑣(𝛽) = 𝜎2(𝑋𝑇𝑋)−1[𝐼 − 𝑅𝑇(𝑅(𝑋𝑇𝑋)−1𝑅𝑇)−1𝑅(𝑋𝑇𝑋)−1]   
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elde edilir. Bu durumda T matrisi 𝑋(𝑋𝑇𝑋)−1𝑅𝑇(𝑅(𝑋𝑇𝑋)−1𝑅𝑇)−1𝑅(𝑋𝑇𝑋)−1𝑋𝑇  ve   

𝑖𝑧(𝑇) = ℎ olur. Dolayısıyla 

 𝐸[𝑀𝑆𝐸(𝐼𝐶𝐿𝑆)] = 𝐸[𝑀𝑆𝐸(𝑅𝐿𝑆)]  

                                      =
𝐸[(𝑦−𝑋𝛽̃)

𝑇
(𝑦−𝑋𝛽̃)]

𝑛−(𝑝+𝑞)+ℎ
 

                                = 𝜎2 +
(𝑅𝛽−𝑟)𝑇[𝑅(𝑋𝑇𝑋)

−1
𝑅𝑇]

−1
(𝑅𝛽−𝑟)

𝑛−(𝑝+𝑞)+ℎ
                    (4.93) 

Bu nedenle, (4.92) deki ikinci terim (4.93) deki ikinci terimle aynı olup negatif 

olamayacağından 𝐸[𝑀𝑆𝐸(𝐼𝐶𝐿𝑆)] = 𝐸[𝑀𝑆𝐸(𝑅𝐿𝑆)] ≥ 𝜎2 olduğu görülür.  

Sonuç 4.7 𝐸[𝑀𝑆𝐸(𝐼𝐶𝐿𝑆)] = 𝜎2 eşitliğinin doğru olabilmesi için gerek ve yeter şart 

𝐸(𝑧) = 0 olmasıdır. Bu durumda 

     [𝐼 − 𝑋𝑀(𝑋𝑇𝑋)−1𝑋𝑇]𝑋𝛽 + 𝑋(𝑋𝑇𝑋)−1𝑅2
𝑇𝑀2𝑟 = 0     

olacaktır ki bu ise 

                𝑋(𝑋𝑇𝑋)−1𝑅2
𝑇𝑀2𝑟 = 𝑋(𝑋𝑇𝑋)−1𝑅2

𝑇𝑀2𝑅𝛽  

olması yani, 

       𝑅2
𝑇𝑀2𝑅𝛽 = 𝑅2

𝑇𝑀2(𝑣 + 𝑐) = 𝑅2
𝑇𝑀2𝑣 + 𝑅2

𝑇𝑀2𝑟 = 𝑅2
𝑇𝑀2𝑟    

olması anlamına gelir ve buradan da  𝑅2
𝑇𝑀2𝑣 = 0  elde edilir. Öte yandan  𝑅2

𝑇  matrisi 

tam sütun ranklı olduğundan  𝑀2𝑣 = 0 olmak zorundadır. Ayrıca 𝑀2 matrisi tam 

sütun ranklı olduğundan 𝑣 = 0 olduğu görülür. Dolayısıyla MSE(ICLS) ifadesinin 𝜎2 

bilinmeyen parametresi için bir yansız tahmin edici olabilmesi için gerek ve yeter şart  

𝑅𝛽 = 𝑟 olmasıdır. Böylece aşağıdaki prensipler verilebilir: 

i. Popülasyonda 𝑣 = 0 olmadığında, yani model eşitsizlik kısıtlamalı olduğunda, 

ICLS tahmincisi 𝑏∗ yanlı tahmin olup,  

        𝐵𝑖𝑎𝑠(𝑏∗) = 𝑋(𝑋𝑇𝑋)−1𝑅2
𝑇𝑀2(𝑅𝛽 − 𝑟)                                               (4.94) 

ile yanlıdır. 
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ii. 𝑉𝑎𝑟(𝑏∗) − 𝑉𝑎𝑟(𝛽) ifadesi pozitif semi-definittir yani herhangi bir  𝑡 vektörü 

için, 𝑡𝑇𝛽 tahmin edicisinin varyansı 𝑡𝑇𝑏∗ tahmin edicisinin varyansından küçük  

veya eşittir. Özellikle, her  𝑖 için 𝑉𝑎𝑟(𝛽̃𝑖) ≤ 𝑉𝑎𝑟(𝑏𝑖
∗) dir. 

iii. Eğer 𝑅(𝑋𝑇𝑋)−1𝑡 = 0 ise bu takdirde  𝑡𝑇𝛽 ifadesinin RLS, OLS ve ICLS tahmin 

edicileri birbirine eşit olacaktır. 

iv. Eğer 𝑣 = 0 ve 𝜆 > 0 yani 𝑅𝛽 = 𝑟 ise bu takdirde 𝑛 − (𝑝 + 𝑞) + ℎ serbestlik 

dereceli ICLS tahmincisi ilişkin MSE veya 𝑛 − (𝑝 + 𝑞)  + ℎ serbestlik dereceli 

RLS tahmincisine ilişkin MSE ortalama Kare Hataları 𝜎2 için yansız olacaktır. 

Aksi takdirde pozitif olarak yanlı olacaktır. 

Son olarak 𝑋 tasarım matrisinin sütun ranklı bir matris ve  𝑉 matrisinin ise 

pozitif definit bir matris olması durumunu göz önüne alalım. 

      𝑦 = 𝑋1𝛽1 + 𝑋2𝛽2 + 𝜀 ,  𝐸(𝜀) = 0 , 𝐶𝑜𝑣(𝜀) = 𝜎2𝑉,                         (4.95)             

parçalı lineer modeli tekrar verilmiş olsun, burada 𝑋1 ∈ ℝ𝑛×𝑝 ve  𝑋2 ∈ ℝ𝑛×𝑞 

bilinenlerin keyfi ranklı iki matrisi, 𝑦 ∈ ℝ𝑛×1 gözlemlenebilir bir rasgele vektör, 𝛽1 ∈ 

ℝ𝑝×1 ve 𝛽2 ∈ ℝ𝑞×1  bilinmeyenlerin iki parametre vektörü, 𝑉 ∈ ℝ𝑛×𝑛 bilinenlerin 

pozitif definit  bir matrisi ve 𝜎2 ise bilinmeyen bir pozitif parametredir.  Ayrıca 

bilinmeyen 𝛽 parametre vektörü üzerinde 𝑅 ∈ ℝ𝑚×(𝑝+𝑞)  bilinenler matrisi ve  𝑟 𝑚 × 1 

tipinde bir bilinen vektör olmak üzere 𝑅𝛽 ≥ 𝑟  şeklinde bir lineer eşitsizlik kısıtlaması 

verilmiş olsun. Burada (4.74) deki modeli 

               ℳ𝑆 = {𝑦, 𝑋1𝛽1 + 𝑋2𝛽2| 𝑅𝛽 ≥ 𝑟, 𝜎2𝑉}                                                  (4.96) 

ile yeniden gösterebiliriz. Bu durumda 𝛽 parametresinin (4.96) modeli altındaki en 

küçük kareler tahmin edicisine eşitsizlik kısıtlamalı genelleştirilmiş en küçük kareler 

tahmin edicisi adı verilir ve 𝛽∗(ℳ𝑆) ile gösterilir. Bu kısımda eşitlik kısıtlaması 

durumunda verilen tahmin edicilere paralel olarak eşitsizlik kısıtlamalı durumlar 

dikkate alınacaktır. Bu amaçla 

                 ℳ𝐼 = {𝑦, 𝑋1𝛽1 + 𝑋2𝛽2| 𝑅2𝛽2 ≥ 𝑟, 𝜎2𝑉}                                               (4.97)       

 modelini tanımlayalım. Bu durumda ℳ𝐼 modelinde 𝛽2 parametresinin eşitsizlik 

kısıtlamalı genelleştirilmiş en küçük kareler tahmin edicisini elde etmek için ℳ 

modeli  𝐷 = (𝑋𝑇V−1𝑋)−1𝑋𝑇𝑉−1 matrisi ile soldan çarpılırsa 
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     𝛽(ℳ) = 𝐵𝐿𝑈𝐸ℳ(𝛽) = 𝛽 + 𝜀̂             (4.98) 

elde edilir, burada 𝜀̂ hata vektörü sıfır ortalaması ve 𝜎2𝐷V𝐷𝑇 kovaryans matrisine 

sahip olacaktır. Eğer (4.98) denklemi 𝑅 ile soldan çarpılır ve 𝑟 çıkarılırsa, 𝜀̂ hata 

vektörü sıfır ortalaması ve 𝜎2𝑅𝐷V𝐷𝑇𝑅𝑇 kovaryans matrisine sahip olmak üzere, 

     𝑅𝛽(ℳ) − 𝑟 = 𝑅𝛽 − 𝑟 + 𝜀̂                  (4.99) 

ifadesi elde edilir. Bu durumda 

    𝜇̂ = 𝑅𝛽(ℳ) − 𝑟 ve  𝜇 = 𝑅𝛽 − 𝑟                       (4.100) 

denklemlerini tanımlayalım.  Bu takdirde 𝑅𝛽 ≥ 𝑟 olmak üzere ℳ modeli altında 𝛽 

parametresinin 𝛽∗(ℳ𝑆) eşitsizlik kısıtlamalı genelleştirilmiş en küçük kareler tahmin 

edicisinin elde edilmesi problemi  

      min
𝜇≥0

(𝜇̂ − 𝜇)𝑇(𝑅𝐷V𝐷𝑇𝑅𝑇)−1(𝜇̂ − 𝜇)            (4.101) 

kuadrik programlama problemine dönüştürülür, burada  

                  𝜇̂ = [𝑅(𝑋𝑇𝑉−1𝑋)−1𝑅𝑇]−
1

2(𝑅. 𝛽(ℳ) − 𝑟)  

                   𝜇 = [𝑅(𝑋𝑇𝑉−1𝑋)−1𝑅𝑇]−
1

2(𝑅𝛽 − 𝑟)  

dir. Farz edelim ki  𝜇 vektörü (4.101) denkleminin herhangi bir çözümü olsun. Bu 

takdirde (4.100) eşitlikleri kullanılarak 

    𝑅𝛽∗(ℳ𝑆)  = 𝜇 + 𝑟              (4.102) 

ifadesi ve buradan da 

               𝛽∗(ℳ𝑆)  = 𝑅†(𝜇̃ + 𝑟) + (𝐼 − 𝑅†𝑅)ℎ                     (4.103) 

elde edilir, burada ℎ, uygun boyutlu keyfi bir vektördür. Eğer ℎ vektörü 𝛽(ℳ) olarak 

seçilirse, bu takdirde 𝛽∗(ℳ𝑆) tahmin edicisi 𝑅𝛽 ≥ 𝑟 olmak üzere ℳ altında 𝛽 

parametresinin minimum varyanslı yansız tahmin edicisidir. Öte yandan ℳ𝐼 modeli 

altında 𝛽∗(ℳ𝐼) tahmin edicisi 

                 𝛽∗(ℳ𝐼) = 𝑅∗(𝜇̃ + 𝑟) + (𝐼 − 𝑅∗𝑅)𝛽̃(ℳ)  

şeklinde verilebilir, burada  

               𝑅∗ = (𝑋𝑇𝑉−1𝑋)−1𝑅𝑇[𝑅(𝑋𝑇𝑉−1𝑋)−1𝑅𝑇]−1  
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dir. Bu duruma eğer 𝑅 = (0, 𝑅2) alınırsa 

             𝑅∗ = [
−(𝑋1

𝑇𝑉−1𝑋1)−1𝑋1
𝑇𝑉−1𝑋2𝑇−1𝑅2

𝑇(𝑅2𝑇−1𝑅2
𝑇)−1

𝑇−1𝑅2
𝑇(𝑅2𝑇−1𝑅2

𝑇)−1 ] , 

           𝑅∗𝑅 = [
0
0

       −(𝑋1
𝑇𝑉−1𝑋1)−1𝑋1

𝑇𝑉−1𝑋2𝑇−1𝑅2
𝑇(𝑅2𝑇−1𝑅2

𝑇)−1

𝑇−1𝑅2
𝑇(𝑅2𝑇−1𝑅2

𝑇)−1 ]  

olacağından 

        𝛽2
∗(ℳ𝐼) = 𝑇−1𝑅2

𝑇(𝑅2𝑇−1𝑅2
𝑇)−1(𝜇̃ + 𝑟) + (𝐼 − 𝑇−1𝑅2

𝑇(𝑅2𝑇−1𝑅2
𝑇)−1)𝛽̃(ℳ) 

veya 

                𝛽2
∗(ℳ𝐼) = 𝑅2

∗(𝜇 + 𝑟) + 𝑍𝑅2
𝛽2̃(ℳ)                                                         (4.104) 

yazılabilir, burada 

               𝑅2
∗ = 𝑇−1𝑅2

𝑇(𝑅2𝑇−1𝑅2
𝑇)−1 ve 𝑍𝑅2

= (𝐼 − 𝑇−1𝑅2
𝑇(𝑅2𝑇−1𝑅2

𝑇)−1) 

olacaktır. 

Şimdi, 𝑅2𝛽2 ≥ 𝑟 olmak üzere ℳ modeli altında 𝛽2 parametresinin 𝛽2
∗(ℳ𝑆) 

tahmin edicisi elde edilebilir. Bu durumda (4.99) denkleminde 𝑅1 = 0 alınırsa 𝜂 hata 

vektörü sıfır ortalaması ve 𝑅2(𝑋2
𝑇𝑀̇1𝑋2)−1𝑅2

𝑇 kovaryans matrisine sahip olmak üzere 

   𝑅2𝛽2(ℳ) − 𝑟 = 𝑅2𝛽2 − 𝑟 + 𝜂            (4.105) 

denklemi elde edilir. Öte yandan 

     𝜇̂ = 𝑅2𝛽(ℒ) − 𝑟  ve  𝑅2𝛽2 − 𝑟 = 𝜇2           (4.106) 

denklemlerini tanımlayalım. Dolayısıyla 

     𝜇̂2 = 𝜇2 + 𝜂                         (4.107) 

modeli oluşturulabilir. Bu nedenle, 𝛽2
∗(ℳ𝑆)  tahmin edicisinin elde edilmesi problemi,  

  min
𝜇2≥0

(𝜇̂2 − 𝜇2)𝑇(𝑅2(𝑋2
𝑇𝑀1𝑋2)−1𝑅2

𝑇 )−1(𝜇̂2 − 𝜇2)                    (4.108) 

kuadratik programlama problemine dönüştürülür. (4.107) denkleminin bir çözümü 𝜇2 

olsun. Bu takdirde (4.104) eşitliklerinden  

𝛽2
∗(ℳ𝑆)  = 𝑅2

†(𝜇̃2 + 𝑟) + (𝐼 − 𝑅2
†𝑅2)𝛽2(ℳ)          (4.109) 

denklemi elde edilir.  
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Şimdi 𝑅2𝛽2 ≥ 𝑟 olmak üzere ℳ𝑐 = {𝑀1𝑦, 𝑀1𝑋2𝛽2, 𝜎2𝑀1𝑉𝑀1}  modeli altında 

𝛽2 parametresinin eşitsizlik kısıtlamalı genelleştirilmiş en küçük kareler tahmin edicisi 

𝛽2
∗(ℳ𝑐) ile gösterilsin. Bu durumda aşağıdaki teorem verilebilir. 

Teorem 4.15 𝑅2𝛽2 ≥ 𝑟 olmak üzere ℳ modeli altında 𝛽2 parametresinin tahmin 

edicisi 𝛽2
∗(ℳ𝐼) olsun. Bu durumda  𝛽2

∗(ℳ𝑐) = 𝛽2
∗(ℳ𝐼) eşitliği sağlanır.  

İspat. Gerçekten, 

              𝑀̇1 = 𝑉−1[𝐼 − 𝑋1(𝑋1
𝑇𝑉−1𝑋1)−1𝑋1

𝑇𝑉−1] 

                    = 𝑉−1[𝑉𝑀1(𝑀1𝑉𝑀1)−𝑀1] 

                    = 𝑀1(𝑀1𝑉𝑀1)−𝑀1  

                    = (𝑀1𝑉𝑀1)†  

olduğu dikkate alınarak, ℳ modeli  

    𝐷1 = [𝑋2
𝑇(𝑀1V𝑀1)†𝑋2]−1𝑋2

𝑇(𝑀1Ω𝑀1)† = (𝑋2
𝑇𝑀̇1𝑋2)−1𝑋2

𝑇𝑀̇1    

ile soldan  çarpılarak 

      𝛽2(ℳ𝑐) = 𝛽2 + 𝜀̈                    (4.110) 

ifadesi yazılabilir, burada 𝜀̈ hata vektörü sıfır ortalaması ve 

      𝐶𝑜𝑣(𝜀̈) = 𝐷1𝑀1V𝑀1𝐷1
𝑇 = [𝑋2

𝑇(𝑀1V𝑀1)+𝑋2]−1 = (𝑋2
𝑇𝑀̇1𝑋2)−1   

kovaryans matrisine sahiptir. Buradan (4.110) denklemi soldan 𝑅2 ile çarpılıp 𝑟 

çıkarılır ve  𝑅2𝛽2(ℳ) − 𝑟 = 𝜏̂ ve 𝑅2𝛽2 = 𝜇2 denklemleri dikkate alınırsa, 

      𝜏̂ = 𝜇2 + 𝛿                                                             (4.111) 

modeli elde edilir ki burada 𝛿 hata vektörü sıfır ortalaması ve 

   𝑅2𝐷1𝑀1V𝑀1𝐷1
𝑇𝑅2

𝑇 = 𝑅2𝐷1𝑀̇1
†𝐷1

𝑇𝑅2
𝑇 

                                             = 𝑅2(𝑋2
𝑇𝑀̇1𝑋2)−1𝑋2

𝑇𝑀̇1𝑀̇1
†𝑀̇1𝑋2(𝑋2

𝑇𝑀̇1𝑋2)−1𝑅2
𝑇  

                                             = 𝑅2(𝑋2
′𝑀̇1𝑋2)−1𝑅2

𝑇      

kovaryans matrisine sahiptir. Diğer taraftan 𝛽2(ℳ𝑐) = 𝛽2(ℳ) olduğundan  𝜇̂2 = 𝜏̂ 

olacaktır. Ayrıca 𝐸(𝜂) = 𝐸(𝛿) = 0 ve 𝐶𝑜𝑣(𝜂) = 𝐶𝑜𝑣(𝛿) = 𝑅2(𝑋2
𝑇𝑋2)−1𝑅2

𝑇 elde 

edilir. Bunun sonucu olarak, (4.107) modeli (4.111) modeline denk olacaktır. Böylece, 
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𝛽2
∗(ℳ𝑐) tahmininin elde edilmesi problemi (4.108) minimumlaştırma problemine 

dönüştürülür. Dolayısıyla 𝜇2 (4.108) için bir çözüm olduğundan, ayrıca (4.111) için 

de bir çözüm olacaktır. Buradan 

 𝛽2
∗(ℳ𝐼) = 𝛽2

∗(ℳ𝑐)         

olduğu görülür ki bu da teoremin ispatını tamamlar. 

Benzer şekilde 𝑅2𝛽2 ≥ 𝑟 olmak üzere 𝒲1 = {𝑄1
𝑇𝑦, 𝑄1

𝑇𝑋2𝛽2, 𝜎2𝑄1
𝑇𝑉𝑄1}  

modeli altında 𝛽2 parametresinin eşitsizlik kısıtlamalı genelleştirilmiş en küçük kareler 

tahmin edicisi 𝛽2
∗(𝒲1) olsun. Bu durumda aşağıdaki teorem verilebilir. 

Teorem 4.16 𝑅2𝛽2 ≥ 𝑟 olmak üzere ℳ modeli altında 𝛽2 parametresinin tahmin 

edicisi 𝛽2
∗(ℳ𝐼) olsun. Bu durumda  𝛽2

∗(𝒲1) = 𝛽2
∗(ℳ𝐼) eşitliği sağlanır.  

İspat. Bu durumda 𝒲1 modeli 

    𝐷1 = 𝑅2[𝑋2
𝑇𝑄1(𝑄1

𝑇V𝑄1)−1𝑄1
𝑇𝑋2]−1𝑋2

𝑇𝑄1(𝑄1
𝑇V𝑄1)−1    

ile soldan  çarpıp 𝑟  çıkarılarak 

      𝑅2𝛽2(𝒲1) − 𝑟 = 𝑅2𝛽2 − 𝑟 + 𝜀                                                       (4.112) 

ifadesi yazılabilir, burada 𝜀  hata vektörü sıfır ortalaması ve  

       𝐶𝑜𝑣(𝜀) = 𝑅2[𝑋2
𝑇𝑄1(𝑄1

𝑇V𝑄1)−1𝑄1
𝑇𝑋2]−1𝑅2

𝑇  

kovaryans matrisine sahiptir. Bu nedenle 𝛽2
∗(𝒲1) tahmin edicisinin elde edilmesi 

problemi 

   min
𝜇≥0

(𝜇̂ − 𝜇)𝑇(𝜇̂ − 𝜇)                                                         (4.113)  

kuadrik programlama problemine dönüştürülür, burada  

                  𝜇̂ = [𝑅2[𝑋2
𝑇𝑄1(𝑄1

𝑇V𝑄1)−1𝑄1
𝑇𝑋2]−1𝑅2

𝑇]−
1

2(𝑅2𝛽2(𝒲1) − 𝑟)  

                   𝜇 = [𝑅2[𝑋2
𝑇𝑄1(𝑄1

𝑇V𝑄1)−1𝑄1
𝑇𝑋2]−1𝑅2

𝑇]−
1

2(𝑅2𝛽2 − 𝑟)  

dir. Diğer taraftan 𝛽2(𝒲1) = 𝛽2(ℳ) olduğundan  𝜇̂2 = 𝜇̂2 olacaktır. Ayrıca 𝐸(𝜂) =

𝐸(𝜀) = 0 ve 𝐶𝑜𝑣(𝜂) = 𝐶𝑜𝑣(𝜀) = 𝑅2[𝑋2
𝑇𝑄1(𝑄1

𝑇V𝑄1)−1𝑄1
𝑇𝑋2]−1𝑅2

𝑇 elde edilir. Bunun 

sonucu olarak, (4.107) modeli (4.112) modeline denk olacaktır. Böylece, 𝛽2
∗(ℳ𝑐) 

tahmini edicisinin elde edilmesi problemi (4.113) minimumlaştırma problemine 
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dönüştürülür. Bu durumda 𝜇2 (4.108) için bir çözüm olduğundan, ayrıca (4.113) için 

de bir çözüm olacaktır. Buradan 𝑅2𝛽2
∗(𝒲1) = 𝜇 + 𝑟 elde edilir. Dolayısıyla 

 𝛽2
∗(𝒲1) = 𝑅2

∗(𝜇 + 𝑟) + 𝑍𝑅2
𝛽2̃(ℳ)                                                         (4.114) 

yazılabilir, burada 

               𝑅2
∗ = 𝑇−1𝑅2

𝑇(𝑅2𝑇−1𝑅2
𝑇)−1 ve 𝑍𝑅2

= (𝐼 − 𝑇−1𝑅2
𝑇(𝑅2𝑇−1𝑅2

𝑇)−1) 

olacaktır. Böylece 𝛽2
∗(𝒲1) = 𝛽2

∗(ℳ𝐼) olduğu gösterilmiş olur ki bu da teoremin 

ispatını tamamlar. 

Son olarak 𝑅2𝛽2 ≥ 𝑟 olmak üzere   𝒩1 = {𝑦, 𝑀1𝑋2𝛽2 , 𝜎2𝑉} modeli altında  𝛽2 

parametresinin eşitsizlik kısıtlamalı genelleştirilmiş en küçük kareler tahmin edicisi 

𝛽2
∗(𝒩11

) ile gösterilmiş olsun. Bu durumda aşağıdaki teorem verilebilir. 

Teorem 4.17 Eğer, {𝑌, 𝑋1𝛽1, 𝛺} altında 𝑂𝐿𝑆𝐸(𝛽1) = 𝐵𝐿𝑈𝐸(𝛽1) ise bu takdirde  

𝛽2
∗(ℳ𝐼) = 𝛽2

∗(𝒩1) dir. 

İspat. Daha önceki kısımda Teorem 4.17 nin varsayımı altında 𝛽2(ℳ) = 𝛽2(𝒩1) ve 

𝑀1 = 𝑀1V−1𝑀1  olduğu ifade edilmişti, burada 

𝛽2(𝒩1) = (𝑋2
𝑇𝑀1V−1𝑀1𝑋2)−1𝑋2

𝑇𝑀1V−1𝑀1𝑦                               (4.115) 

dir. Öte yandan verilen varsayımlara altında 𝑀̇1 = 𝑀1V−1𝑀1  olduğunu ögöz önüne 

alınırsa 𝛽2(𝒩1) tahmin edicisi 

     𝛽2(𝒩1) = (𝑋2
𝑇𝑀̇1𝑋2)

−1
𝑋2

𝑇𝑀̇1𝑦       

şeklinde yazılabilir. Şimdi 𝒩1 modeli soldan 𝐷1 ile soldan çarpılırsa 

     𝛽2(𝒩1) = 𝛽2 + 𝛿1         

elde edilir. Burada 𝛿1 hata vektörü sıfır ortalamasına ve 𝐷1𝑉𝐷1
𝑇 sıfır ve kovaryans 

matrisine sahiptir. Bu durumda (4.108) denkleminden 

          𝑅2𝛽2(𝒩1) − 𝑟 = 𝑅2𝛽2 − 𝑟 + 𝜂1      

yazılabilir, burada 𝜂1 hata vektörü sıfır ortalamasına ve 𝑅2𝐷1𝑉𝐷1
𝑇𝑅2

𝑇 kovaryans 

matrisine sahip olacaktır. Öte yandan 𝑀1
2 = 𝑀1𝑀1 = 𝑀1 eşitliğinden 

 𝑀̇1𝑉𝑀̇1 = 𝑀1V−1𝑀1𝑀1𝑉𝑀1𝑀1V−1𝑀1 
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                         = (𝑀1𝑉𝑀1)†(𝑀1𝑉𝑀1)(𝑀1𝑉𝑀1)†  

 = (𝑀1𝑉𝑀1)†  

 = 𝑀1V−1𝑀1  

 = 𝑀̇1          

olduğu görülür. Dolayısıyla  

 𝐶𝑜𝑣(𝜂1) = 𝑅2(𝑋2
𝑇𝑀̇1𝑋2)

−1
(𝑋2

𝑇𝑀̇1𝑉𝑀̇1𝑋2)(𝑋2
𝑇𝑀̇1𝑋2)

−1
𝑅2

𝑇 

                           = 𝑅2(𝑋2
𝑇𝑀̇1𝑋2)

−1
𝑅2

𝑇  

olduğu açıktır. Bu durumda eğer  

 𝜇̂3 = 𝑅2𝛽2(𝒩1) − 𝑟  ve  𝜇3 = 𝑅2𝛽2 − 𝑟  

denklemleri dikkate alınırsa, bu taktirde  𝛽2(𝒩1) = 𝛽2 + 𝛿1 modeli denk olarak 

 𝜇̂3 = 𝜇3 + 𝜂1                                                                                (4.116)           

şeklinde de yazılabilir.  Bunun sonucu olarak, 𝛽2(ℳ) = 𝛽2(𝒩1),  𝜇̂2 = 𝜇̂3,  𝜇2 = 𝜇3, 

𝐸(𝛿) = 𝐸(𝜂1) ve 𝐶𝑜𝑣(𝜂1) = 𝐶𝑜𝑣(𝛿) olduğundan (4.111) modeli (4.116) modeline 

denk olacaktır. Dolayısıyla, 𝛽2
∗(𝒩1) tahmin edicisini bulma problemi (4.108) 

problemine dönüşür. Buradan 𝛽2
∗(ℳ𝐼) = 𝛽2

∗(𝒩1) olduğu görülür ve ispat tamamlanır. 
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5.  SONUÇ ve ÖNERİLER 

Bu çalışmada parçalanmış lineer modeller ve bu modellerden elde edilen bazı 

alt lineer modeller ele alınarak bu modeller altında bilimeyen parametre vektörleri için 

çeşitli tahmin ediciler belirlenmiş ve verilen bu modeler altında 𝛽 ve 𝑋𝛽 parametre 

vektörlerinin alışılmış en küçük kareler tahmin edicileri (OLSE), en iyi lineer yansız 

tahmin edicileri (BLUE), eşitlik kısıtlamalı en küçük kareler tahmin edicileri (ECLS) 

ve eşitsizlik kıstlamalı en küçük kareler tahmin edicileri (ICLS)  incelenerek bu tahmin 

edicilerin birbirine eşit olması için bazı gerek ve yeter şartlar ortaya konulmuştur. 

Ayrıca genel ve kısıtlamalı lineer modeller altında tahmin edicilerin belirlenmesinde 

model matrisinin tam ranklı olup olmama durumları, kovaryans matrisinin singüler 

olup olmama durumları ve parametreler üzerine konulan kısıtlamalardaki katsayı 

matrisinin özel durumlarına göre tahmin edicilerin karşılaştırılması problemi üzerinde 

durulmuştur. Yapılan bu çalışmalara ilaveten 

i. Verilen herhangi bir model altında 𝛽 ve 𝑋𝛽   vektörleri için ağırlıklı en küçük 

kareler tahmin edicileri (WLSE) verilerek, bu tahmin ediciler ile alışılmış en 

küçük kareler tahmin edicileri (OLSE) ve en iyi lineer yansız tahmin ediciler 

(BLUE) arasındaki ilişkiler incelenebilir. 

ii. Tam lineer modeller altında 𝛽 ve 𝑋𝛽  vektörleri için ağırlıklı en küçük kareler 

tahmin edicileri (WLSE) verilerek, bu tahmin edicilerle alt lineer modeler 

altındaki ağırlıklı en küçük kareler tahmin ediciler (WLSE) arasındaki ilişkiler 

incelenebilir. 

iii.  𝐾 matrisi uygun mertebeden herhangi bir keyfi matris olmak üzere 𝐾𝛽  

parametre vektörü için parçalı lineer modeller altında eşitlik kısıtlamalı en küçük 

kareler tahmin edicileri (ECLS) ve eşitsizlik kısıtlamalı en küçük kareler tahmin 

edicileri (ICLS) belirlenerek bu tahmin ediciler ile alt lineer modellerdeki tahmin 

ediciler arasındaki ilişkiler incelenebilir. 
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